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Resumo

O objetivo geral deste trabalho é pesquisar formalismos para extensao de redes
bayesianas (BN) e raciocinio plausivel na Web Semantica. Dentre os formalismos
para raciocinio plausivel, um dos mais utilizados, dada sua flexibilidade, ¢é rede
bayesiana. No entanto, ha diversas situagoes do mundo real e na Web que as
BN sao incapazes de representar. As duas principais restricoes de redes bayesia-
nas sao a impossibilidade de representar recursao e situagoes onde o ntimero de
variaveis aleatorias envolvidas é desconhecido. Exatamente para superar essas li-
mitagoes que utilizaremos o formalismo MEBN (Multi- Entity Bayesian Network),
que agrega o poder de expressividade da légica de primeira ordem (FOL) as redes
bayesianas, possibilitando a representacao de um numero infinito de variaveis
aleatorias e a representacao de defini¢oes recursivas. Na Web Semantica, a lin-
guagem OWL (Ontology Web Language) permite a definicdo de ontologias, mas
por ser baseada na FOL nao possui um suporte adequado para possibilitar o
raciocinio plausivel. Por ser uma implementacgao de logica probabilistica de pri-
meira ordem, a MEBN é um dos formalismos mais indicados para tal expansao,
tendo a linguagem PR-OWL (Probabilistic OWL) sido proposta como uma inte-
gragao de MEBN e OWL [29, 28, 27]. O presente trabalho de pesquisa propoe
alguns refinamentos do formalismo MEBN e da linguagem PR-OWL e apresenta
a primeira implementacao no mundo de MEBN com a possibilidade de represen-
tar e raciocinar em dominios com incerteza através de ontologias probabilisticas
baseadas em PR-OWL. Além disso, um novo algoritmo para geragao de SSBN
(Situation-Specific Bayesian Network) foi proposto. Essa implementagcao foi feita
no UnBBayes [26], ferramenta livre para raciocinio probabilistico, aproveitando
o mecanismo de criacao e inferéncia de BN que esta ja possui. Para exempli-
ficar uma aplicacdo de MEBN/PR-OWL, o UnBBayes-MEBN [6] foi utilizado
para modelar e raciocinar no dominio ficticio Star Trek. Como ontologias pro-
babilisticas possuem um grande potencial de uso no campo da Web Semantica
onde a incerteza é tratada de forma probabilistica, essa pesquisa representa uma
contribuicao para os trabalhos que estao sendo realizados pelo URW3-XG (W3C
Uncertainty Reasoning for the World Wide Web Incubator Group) [30], criado
pelo Consorcio World Wide Web para melhor definir o desafio de representar e
raciocinar com a informagao incerta disponivel na Web.

Palavras-chave: raciocinio probabilistico, Web Semantica, MEBN, rede baye-
siana, UnBBayes, ontologia probabilistica, l6gica de primeira ordem



Abstract

The general objective of this work is to research formalisms for extending Bayesian
networks (BN) and plausible reasoning in the Semantic Web. Among the for-
malisms for plausible reasoning, one of the most used, given its flexibility, is BN.
However, there are several situations in the real world and in the Web that BN
is unable to represent. The two main restrictions of BN are the impossibility of
representing recursion and situations where the number of random variables is
unknown. It is exactly to overcome those limitations that we will use the MEBN
formalism (Multi-Entity Bayesian Network), which joins the expressiveness power
of first order logic (FOL) to BN, making possible the representation of an infinite
number of random variables and of recursive definitions. In Semantic Web, the
OWL language (Ontology Web Language) allows the definition of ontologies, but
because it is based in FOL it doesn’t possess an appropriate support to make
the plausible reasoning possible. MEBN is one of the most suitable formalisms
for such expansion, as it is an implementation of first order probabilistic logic,
having the PR-OWL language (Probabilistic OWL) as an integration of MEBN
and OWL [29, 28, 27]. This research proposes some refinements for the MEBN
formalism and PR-OWL language and it presents the first implementation in the
world of MEBN with the possibility to represent and reason in domains with
uncertainty through probabilistic ontologies based in PR-OWL. Besides that, a
new algorithm for the SSBN generation was proposed. This implementation was
made in UnBBayes [26], a free tool for probabilistic reasoning, taking advantage
of the BN modeling and inference mechanism that it already has. To exemplify
an application of MEBN/PR-OWL, UnBBayes-MEBN [6] was used to model and
to reason in the Star Trek toy domain. As probabilistic ontologies have a great
potential use in the field of Semantic Web where the uncertainty is treated in a
probabilistic way, this research represents a contribution for the work that is be-
ing accomplished by the URW3-XG (W3C Uncertainty Reasoning for the World
Wide Web Incubator Group) [30], created by the World Wide Web Consortium
for best defining the challenge of representing and reasoning with the available
uncertain information in the Web.

Keywords: probabilistic reasoning, Semantic Web, MEBN, Bayesian network,
UnBBayes, probabilistic ontology, first order logic
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Capitulo 1

Introducao

Neste Capitulo, é apresentada a especificacao geral do problema abordado, sua
relevancia e as areas de pesquisa relacionadas.

1.1 Definicao do Problema

Na atualidade, constata-se que a informagao se tornou um recurso cada vez mais
valorizado como viabilizador de decisoes e de processos de conhecimento e inteli-
géncia nos mais diferentes campos. Um aspecto problematico da cultura de nosso
tempo é o fendomeno da explosao informacional, onde a grande quantidade de in-
formacoes produzidas e disponibilizadas por diferentes atividades sociais passa a
dificultar sua identificacao, acesso e utilizagao. Para que possa ser util, a infor-
magcao relevante para um dado problema precisa estar disponivel no tempo certo.
De nada adianta a informacao existir, se quem dela necessita nao sabe da sua
existéncia, ou se ela nao puder ser encontrada. A “revolucao do conhecimento”
sera vista, no futuro, como a fase onde essa tarefa ardua e manual de identifi-
cacao, acesso e utilizacao da informacao for atribuida com sucesso aos computa-
dores, permitindo que os seres humanos mudem seu foco das atividades dirigidas
a dados para atividades dirigidas a conhecimento. Essa nova forma de atuacao
é chamada de “paradigma do conhecimento” [12]. Nesse contexto surge a Web
Semantica através de um esforco de colaboracao entre o Consércio World Wild
Web (W3C) e um grande nimero de pesquisadores e parceiros industriais para
estender a Web atual com o intuito de prover um framework comum, permitindo
que o dado seja compartilhado e reutilizado entre aplicagoes, corporagoes e comu-
nidades. De acordo com o W3C [21], ontologia é vista como sendo a tecnologia
que ird prover a base para a construcao da Web Semantica. Ontologias contém
um conjunto comum de termos para descrever e representar o dominio de uma
forma que permita ferramentas automaticas usarem dados armazenados de uma
maneira mais contextualizada, agentes de software inteligentes atingirem um mel-
hor gerenciamento de conhecimento e uma série de outras possibilidades trazidas
pelo uso padronizado e mais intensivo de meta-dados. Enquanto a World Wide
Web (WWW) atual se baseia em protocolos apenas sintédticos, a Web Seméantica
adiciona anotagoes de meta-dados como uma forma de consciéncia semantica para
melhorar a interoperabilidade entre recursos Web [12]. O atual estdgio da Web
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Semantica é baseado na logica classica. Assim a linguagem de ontologia da Web
(OWL), uma recomendagao do W3C [31], ndo possui suporte para lidar com a
incerteza. Essa caracteristica constitui uma grande desvantagem para uma tec-
nologia projetada para a Web, um ambiente complexo, onde simplesmente nao é
possivel ignorar a existéncia de informacao incompleta. Por exemplo, do ponto de
vista sintatico, o sobrenome Carvalho é a mesma coisa que a arvore carvalho. Do
ponto de vista semantico é necessario que esses dois termos possam ser diferen-
ciados e é exatamente neste ponto que as ontologias tém um papel fundamental.
No entanto, quando comparando duas ontologias com o termo “Carvalho”; aplica-
tivos que utilizam inferéncias deterministicas considerarao esse termo como uma
arvore ou como uma entidade indefinida (que é diferente de nao ser uma arvore),
ou seja, nao ha como definir um grau intermédiario de pertinéncia, pois nao pos-
suem suporte para tratar a incerteza. Isso é perfeitamente aceitavel quando a
informacao completa estd disponivel, que é geralmente o caso de premissas de
mundo fechado, mas que é raro no caso de premissas de mundo aberto, onde a
regra ¢ haver informacao incompleta. Essas premissas de mundo aberto sao geral-
mente encontradas na maioria das situacoes reais onde a existéncia de informacao
incompleta é fonte de incerteza. Portanto, nesse contexto, para se representar
conhecimento incerto e se raciocinar com base nele é necessario se dispor de um
formalismo para tratar a incerteza. O problema estudado nessa pesquisa é o da re-
presentacao de conhecimento e a realizacao de inferéncias em ontologias Web com
incerteza, com o uso de redes probabilisticas. Redes probabilisticas - modelos pro-
babilisticos baseados em representacoes graficas das dependéncias probabilisticas
- constituem uma alternativa bastante promissora para representar conhecimento
e raciocinar com base nele em mundos abertos porque representam a incerteza
através de probabilidade, o que permite manipuld-la com base em principios bem
fundamentados e com semantica conhecida. No entanto, embora redes probabilis-
ticas como redes bayesianas (BN) sejam capazes de tratar incerteza, elas possuem
algumas limitacoes que as tornam inadequadas para a Web Semantica, a qual re-
quer uma capacidade representacional compativel com a obtida por linguagens
baseadas em légica classica. Dentre essas limitacoes, sao apresentadas duas que
serao mais detalhadas no Capitulo 2:

1. o fato do nimero de variaveis ter de ser previamente conhecido;
2. a falta de suporte a recursividade.

Para resolver essas limitagoes, foi proposto um framework bayesiano para onto-
logias probabilisticas [12] que pode servir como base para servigos que realizem
inferéncias sob incerteza na Web Semantica. Esse framewok é composto de uma
linguagem de ontologia probabilistica, PR-OWL, baseada em uma légica proba-
bilistica de primeira ordem, Multi- Entity Bayesian Network (MEBN). A Lingua-
gem PR-OWL (Probabilistic OWL) é uma extensao da linguagem OWL ( Ontology
Web Language) visando permitir a representagao de ontologias probabilisticas na
Web. J4 MEBN é uma jungao de redes bayesianas com logica de primeira or-
dem - FOL (do inglés, First Order Logic) - que permite utilizar sentengas l6gicas
para definir contextos de validade para subredes bayesianas que juntas definem
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uma unica rede bayesiana. Com o uso de MEBN é possivel realizar inferéncias
probabilisticas com entidades representadas via PR-OWL.

1.2 Objetivos

O problema da representacao de ontologias com incerteza tem despertado o in-
teresse de diversos pesquisadores da area, em nivel internacional. Recentemente
foram realizadas trés edigdes do workshop URSW (Uncertainty Reasoning for the
Semantic Web) [17, 11, 3| dedicadas a esse tema, de 2005 a 2007, todas elas nas
edi¢oes da conferéncia ISWC (International Semantic Web Conference). Além
disso, como resultado do workshop URSW 2006, foi proposta a criagao do grupo
W3C Uncertainty Reasoning for the World Wide Web Incubator Group (URW3-
XG) [30] que tem como escopo uma melhor definigdo do desafio de representar
e efetuar inferéncias com informacao incompleta no ambito da Web Semantica.
Esta proposta foi aprovada em 1° de marco de 2007 e a partir desta data foi
composto um grupo internacional (W3C' Incubator Group) que deverd estudar
o assunto e apresentar propostas no prazo de um ano. Como uma contribui-
cao para os esforcos que estao sendo desenvolvidos pelo URW3-XG, a presente
pesquisa tem os objetivos abaixo.

1.2.1 Objetivo geral

Avaliar, de forma experimental, a utilizacao da linguagem PR-OWL para repre-
sentar ontologias probabilisticas e da logica probabilistica. MEBN para realizar
inferéncias probabilisticas com base em entidades PR-OWL.

1.2.2 Objetivos especificos

1. Propor refinamentos a linguagem PR-OWL visando facilitar a implemen-
tagao de uma ferramenta para construcao de ontologias probabilisticas em
PR-OWL.

2. Propor refinamentos a MEBN visando facilitar a implementacao de uma
ferramenta para realizar inferéncias probabilisticas com entidades PR-OWL.

3. Realizar a primeira implementacao mundial de uma ferramenta visual que
facilite criar e manipular entidades PR-OWL e realizar inferéncias com elas,
com base na légica MEBN.

4. Validar, experimentalmente, a utilizacao de PR-OWL e MEBN através da
construcao de, pelo menos, um modelo baseado nesses formalismos que
possa ser utilizado para encontrar solugoes para o problema enfocado.

1.3 Areas de Pesquisa Relacionadas

Varios formalismos foram propostos com o objetivo de superar as limitagoes pre-
sentes em BN. No Capitulo 3 serao apresentadas dois grupos de pesquisas dife-
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rentes, com objetivo de combinar légica com probabilidade: extensao probabilis-
tica para légica descritiva; e extensoes probabilisticas para OWL. Além disso, é
também apresentada a linguagem proposta em [12], a PR-OWL, que se baseia no
uso de MEBN. Sendo que esta abordagem (PR-OWL e MEBN) serd o foco deste
trabalho.

1.4 Estrutura da Dissertacao

O Capitulo 2 apresenta algumas defini¢des basicas para o entendimento da solu-
¢ao proposta. O Capitulo 3 aborda o estado da arte das solucoes propostas para
o problema apresentado. O Capitulo 4 foca a logica probabilistica de primeira
ordem MEBN. O Capitulo 5 apresenta uma visao da arquitetura do UnBBayes
e maiores detalhes sobre a versao 2 do UnBBayes. O Capitulo 6 descreve as
principais bibliotecas de terceiros utilizadas pelo UnBBayes na implementacao
de MEBN/PR-OWL. O Capitulo 7 introduz a modelagem e implementacao de
MEBN e PR-OWL no UnBBayes. O Capitulo 8 apresenta um estudo de caso.
Por fim, o Capitulo 9 contém conclusoes realcando as contribuicoes dessa pes-
quisa e sugestoes de trabalhos futuros. Além dos capitulos apresentados nessa
dissertacao, os seguintes arquivos serao disponibilizados no CD anexo:

e dissertacao em meio digital;

e modelo PR-OWL do Star Trek modelado no UnBBayes (arquivo .ubf e
.owl);

e relatério de geracao de uma SSBN;

e a linguagem PR-OWL (em formato .owl);

e principais artigos utilizados nessa pesquisa;
e documentacao e cédigo fonte do UnBBayes;

e cxecutavel do UnBBayes.
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Capitulo 2

Conceitos Basicos

Este Capitulo apresenta os conceitos basicos da area de raciocinio probabilistico
e Web Semantica e aborda os assuntos mais diretamente relacionados com o ob-
jetivo desta pesquisa. A secao 2.1 apresenta uma breve definicao de ontologia;
a secao 2.2 trata da linguagem OWL; a secao 2.3 introduz alguns conceitos ge-
rais de légica e, por fim, a secao 2.4 aborda as redes bayesianas e suas principais
limitagbes para a SW. A Web Seméntica é um projeto vislumbrado por Tim
Berners-Lee, criador do padrao HTML e da WWW, sob os auspicios da W3C
[1]. O objetivo deste projeto é melhorar as potencialidades da Web através da
criacao de ferramentas e de padroes que permitam atribuir significados claros aos
conteudos das paginas e facilitar a sua publicagao e manutencao. Os documentos
da Web tradicional sao construidos em linguagens com pouco ou nenhum suporte
para inferéncia semantica (pois os algoritmos podem apenas utilizar informagoes
sintéticas), como o HTML e a XML. A XML é uma linguagem de marcagao que
permite que os usudrios criem tags personalizadas sobre o documento criado, di-
ferentemente da HTML que possui estrutura de tags fixas. Apesar da estrutura
de tags permitir que sejam providas regras sintaticas para extrair, transformar
e trocar dados, estas informagoes sao insuficientes para aplicagoes inteligentes
por computadores, cabendo portanto ao homem tarefas que envolvam o conheci-
mento implicado pelos dados. Com a evolugao dos computadores e o crescimento
da quantidade de informagcoes disponiveis na Web, tornou-se necessario que se co-
mecasse a planejar formas de fazer com que o préprio computador realizasse estes
tipos de tarefas. Segundo Berners-Lee, Hendler e Lassila [2], os computadores ne-
cessitam ter acesso a colegdes estruturadas de informagoes (dados e meta-dados)
e de conjuntos de regras de inferéncia que ajudem no processo de deducao au-
tomatica para que seja vializado o raciocinio automatico. Agentes inteligentes sao
programas que realizam buscas e processamentos nas informacoes disponiveis de
forma autonoma visando oferecer respostas para o usuario. Um agente inteligente,
poderia, por exemplo, marcar uma consulta médica para o usuario, procurando o
médico mais acessivel em termos de proximidade e preco, e agendando um hora-
rio para a consulta, interagindo diretamente com o agente inteligente do médico,
dado um horario disponivel em que o cliente possa comparecer ao consultério. A
Web atual nao permite a independéncia maquina-homem necessaria para efetuar
operagoes como esta. Tais agentes inteligentes devem ser capazes de identificar o
significado exato de uma palavra e as relacoes légicas entre varias palavras. Para
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que os computadores entendam o contetido da Web ¢é necessario que eles consigam
ler dados estruturados e tenham acesso a conjuntos de regras que os ajudem a
conduzir seus raciocinios. As novas paginas da Web terao que ser escritas em uma
nova linguagem e serem entendidas por diversos sistemas.

2.1 Ontologia

De acordo com o W3C, as ontologias sao a semente para a criagao da Web Se-
mantica. Ontologia é um termo emprestado da filosofia — que se refere a ciéncia
de descrever os tipos de entidades no mundo e como elas estao relacionadas — e
pode ser até mesmo encontrado nos estudos de Aristételes. No entanto, seu uso
no dominio de sistemas de informacao é relativamente novo, sendo utilizado pela
primeira vez nesse dominio em 1967 [35]. Uma ontologia é uma representacao
formal de um dominio, descrevendo as entidades presentes, as propriedades des-
tas, os relacionamentos entre estas e os processos e eventos que acontecem entre
estas entidades. O modelador deve montar a ontologia capturando do dominio to-
das as informagcoes relevantes para a representacao deste, tomando cuidado para
inserir informacoes suficientes possibilitando aos computadores poderem proces-
sar corretamente (coisas 6bvias para os homens podem requerer uma descrigao
mais detalhada para as médquinas). Estas ontologias devem ser compartilhadas
para que haja uma uniformidade na descrigao dos dominios (no exemplo citado, o
agente inteligente do cliente deverd compartilhar a ontologia com os agentes inteli-
gentes dos médicos, caso contrario, nao sera possivel fazer a interagdo necessaria).
A melhor solugao para evitar incompatibilidades seria definir uma ontologia tinica
que cobrisse todas as areas do conhecimento, porém, devido ao tamanho atual da
Web, tal ontologia necessitaria de um conjunto enorme de descritores, tornando
a catalogacao exaustiva.

Definicao 1 [12]: Uma ontologia ¢ uma representacao formal de conhecimento
explicita sobre um dominio de aplicacao. Isso inclui:

1. tipos de entidades que existem no dominio;
2. propriedades dessas entidades;
3. relacionamentos entre essas entidades;

4. processos e eventos que ocorrem com essas entidades.

Na Defini¢ao 1 o termo entidade se refere a qualquer conceito (real ou ficticio,
concreto ou abstrato) que pode ser descrito e usado para raciocinio em um dominio
de aplicacao.

2.2 OWL

As ontologias devem descrever a informacao em um formato que possa ser enten-
dido tanto por humanos quanto por computadores. O W3C propos a linguagem
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de ontologia para Web (OWL) como uma extensao da linguagem do framework
de descri¢ao de recursos (RDF). A OWL é baseada em logica de primeira ordem,
portanto tendo um grande poder de expressividade.

Segundo o W3C [21], a OWL ¢é uma linguagem para definir e instanciar on-
tologias Web. Dado uma ontologia, a semantica formal de OWL especifica como
derivar suas conseqiiéncias logicas, por exemplo, fatos que nao estao presentes li-
teralmente na ontologia, mas subentendido pela semantica por implicacao. Essas
implicacoes podem ser baseadas em um tnico documento ou em diversos docu-
mentos distribuidos combinados segundo mecanismos OWL definidos.

A Web Semantica devera ser construida com base na habilidade do XML de
definir esquemas para tags customizadas e na flexibilidade do RDF para represen-
tar dados. De acordo com o W3C [21], o primeiro nivel acima do RDF necessario
para Web Semantica é uma linguagem ontolégica que pode descrever formalmente
o significado de terminologias usadas em documentos Web. Para que as maquinas
possam realizar tarefas de raciocinio mais uteis nesses documentos, a linguagem
deve ir além da semantica basica do esquema do RDF.

A OWL foi projetada para atender a essa necessidade. OWL faz parte de um
conjunto crescente de recomendagoes da W3C relacionado com a Web Semantica

21].

XML fornece uma camada de sintaxe para documentos estruturados, mas nao
impoe restrigoes semanticas no significado desses documentos.

Esquema XML ¢ uma linguagem para restringir a estrutura de documentos
XML e também estender XML com tipos de dados.

RDF é um modelo de dados para objetos (“recursos”) e relacionamentos entre
eles, fornecendo uma semantica simples. Esses modelos de dados podem ser
representados em uma sintaxe XML.

Esquema RDF é um vocabulario para descrever propriedades e classes de recur-
sos RDF com semantica para hierarquias generalizadas de tais propriedades
e classes.

OWL acrescenta restricoes para a definicao mais precisa de propriedades e classes.
Entre estas: relacionamentos entre classes (disjunta, por exemplo); cardi-
nalidade (apenas uma, por exemplo); igualdade; e classes enumeradas.

OWL possui trés versoes [21] de sua linguagem com sua expressividade maior
na medida que sua decidibilidade diminui. As trés versoes, comegando pela menos
expressiva e mais decidivel até a mais expressiva e menos decidivel, sao:

OWL Lite atende as necessidades de usudrios que precisam de classificagao
hierarquica e restri¢oes simples.

OWL DL atende as necessidade de usuarios que querem maxima expressividade,
mas mantendo completude computacional (todas conclusées sao garantidas
serem computaveis) e decidibilidade (todas as computagoes finalizarao em
um tempo finito). OWL DL ¢é assim chamada devido a sua correspondéncia
com logica descritiva.
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OWL Full atende as necessidades de usuarios que desejam maxima expressivi-
dade e a liberdade sintatica de RDF com nenhuma garantia computacional.

Cada versao de OWL é uma extensao da versao predecessora mais simples,
tanto no que pode ser expressado legalmente, quanto no que pode ser validamente
concluido. As seguintes relagoes sao verdadeiras [21]:

e toda ontologia OWL Lite legal é uma ontologia OWL DL legal;
e toda ontologia OWL DL legal é uma ontologia OWL Full legal;
e toda conclusao OWL Lite valida é uma conclusao OWL DL valida;
e toda conclusao OWL DL valida é uma conclusao OWL Full vélida.

A OWL nao possui, no entanto, uma maneira padronizada para expressar
incertezas, implicando em limitagoes ao tentar representar as informagoes incom-
pletas inerentes a diversos dominios do mundo real. Além disso, um agente tera
dificuldades para inferir qual o significado de uma palavra quando esta puder ter
significados diferentes. Por exemplo: a palavra “Grape” pode se referir ao sobre-
nome de uma pessoa (ex.: John Grape) ou a fruta (uva). Se torna necessirio
um mecanismo que permita a representacao de incertezas e que os agentes fagam
inferéncias.

2.3 Logica

A légica possui varios formalismos que diferem no poder de expressividade. Ape-
nas para justificar a escolha pela logica de primeira ordem nessa pesquisa, serao
avaliadas as outras légicas que possuem elevado destaque na Inteligéncia Artificial
(IA).

A ldgica proposicional adota a premissa de que o mundo é composto por fatos,
sendo o fato sua unidade bésica. Conforme definido em [33], fatos sdo verdades
em algum mundo relevante. Ora, apesar de resolver problemas particulares, a 16-
gica proposicional falha por nao poder representar generalizagoes, sendo portanto
bastante limitada.

Uma légica de primeira ordem (FOL), por outro lado, vé o mundo como um
conjunto de objetos, possuindo estes, identidades individuais e propriedades que
os distinguem de outros objetos.

As ldgicas de mais alta ordem (HOL) se diferenciam por, além de teorizar
sobre objetos, como a FOL, teorizar sobre relacoes e funcoes sobre estes obje-
tos. Apesar da HOL ter mais poder expressivo, ha ainda pouco conhecimento
de como raciocinar efetivamente com sentencas HOL, além do problema geral ser
indecidivel [34].

Um quarto tipo importante de logica é a ldgica modal que, além de permi-
tir raciocinar sobre a validade das expressoes, também permite raciocinar sobre
qualidades nao relativas a validade destas, como por exemplo, necessidade e pos-
sibilidade. A légica modal é baseada na semantica dos mundos possiveis, a qual
permite que algumas expressoes sejam verdade no mundo atual, mas nao em
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todos os mundos possiveis (verdade contingente) em oposi¢ao as sentengas ne-
cessariamente verdadeiras que sao verdade em todos os casos aonde se verificam
as condicoes de validade; e as sentencas necessariamente falsas que sao sempre
falsas.

Apesar das logicas de alta ordem e da l6gica modal permitirem descri¢oes mais
complexas, hd um nivel muito mais alto de dificuldade na modelagem do mundo
em comparac¢ao com a FOL, além de ainda nao haver sistemas de provas eficientes
para estas, tornando a FOL o formalismo mais estudado e o mais utilizado.

A Figura 2.1 mostra, em notacao BNF (do inglés, Backus-Naur Form), a
definicao dos elementos da FOL. Esta é uma adaptacao da definicao encontrada
em [34], mesclada com algumas alteragoes para adapté-la a definigao feita em [27].

ENTF da [dglica de Primcira Orden

01, <Férmula> ::= <Férmula Atémica>

0z, | <«Férmula> <Conectiveo> <Férmula>

03. | <Quantificador> <Variavel>, ... <Férmula>

04. | ~ <Férmula>

05, | [ <Férmula> )

06. <Fdérmula Atdmica> ::= <Predicado> ( <Termo>, ... )
07. <Termo> ::= <Funcidoc> ([ <Termo>, ... )

08, | <Constante>

09. | <Variavel>

10. <Conectivo> ::= . | *~ | v

11. <Quantificador> ::= v | 3
12. <Constante> ::= A | X | Maria |

13. <Variavel> ::=a | x| s | i
14. <Fungido> ::= PaiDe | RaizQuadradaDe |
15. <Predicado> ::= Antes | TemCor | Chovendo |

Figura 2.1: Definicao BNF da Logica de Primeira Ordem.

Constantes sao simbolos primitivos (representam objetos do dominio). A in-
terpretagao deve especificar qual é a entidade especificada. Sao escritas
iniciadas com letra maitscula ou com um nimero. Ex.:

A

Maria

1888

Predicados referem-se a uma relacao particular no modelo (especificado pela
interpretagao). Iniciam com letra maituscula. Cada predicado é definido
por um conjunto de tuplas de objetos que a satisfazem. Ex.:

Irmao(Eduardo, Pedro)

Funcgoes sao relagoes especiais, onde um dado objeto é relacionado exatamente
com outro objeto. Ex.:
Pai
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(cada pessoa tem exatamente uma pessoa que é seu pai). Fungoes iniciam
com letra maitscula e podem ser utilizadas para se referir a objetos parti-
culares sem utilizar seus nomes, como por exemplo em

PaiDe(Maria)

Termos sao utilizados para se referir a entidades no dominio, podendo servir
como argumentos para funcgoes e predicados. Pode ser uma variavel, uma
constante ou uma fungao, sendo estes iltimos termos complexos, onde os
argumentos da fungao serao dispostos em uma lista de termos parentetizada,
com os termos separados por virgulas.

Formulas Atomicas representam fatos. E formado por um predicado seguido
por uma lista parentetizada de termos. Ex.:

Irmao(Eduardo, Pedro)

que, pela interpretacao, significa que Eduardo e Pedro sao irmaos. Uma sen-
tenca atomica é verdadeira se a relacao referida pelo predicado é verdadeira
para os objetos referidos como seus argumentos.

Formulas Complexas sao construidas a partir de sentencas atomicas utilizando
os simbolos légicos. Ex.:

Irmao(Eduardo, Pedro) A Irmao(Maria, Joana)

Quantificadores sao utilizados para expressar propriedades de objetos repre-
sentados por varidveis (iniciam com letra minuiscula), ao invés de ter que
enumerar os objetos por nome, como proposto na logica proposicional. A
FOL contém dois quantificadores padroes:

Quantificador Universal é utilizado para especificar sentencas que sao
validas para todas os objetos. Ex.:

Vz(Gato(x) — Mamifero(x))

Quantificador Existencial ¢ utilizado para especificar sentencas que sao
validas para algum objeto, sem no entanto, nomear este. Ex:

dz(Irma(x, Spot)) A (Gato(x))

Igualdade ¢ utilizada para dizer que dois termos se referem ao mesmo objeto.
A igualdade pode ser tratada como um predicado. Ex.:

Pai(John) = Henry

Para aplicar a légica de primeira ordem deve-se definir um conjunto de axiomas
ou sentencas que definam os fatos relevantes a respeito do dominio. Juntamente
com as conseqiiéncias dos axiomas, este conjunto forma a teoria do dominio. O
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conjunto de conseqiiéncias serd um subconjunto préprio de todas as sentencas
sintaticamente corretas, caso os axiomas sejam consistentes, ou todas as sen-
tencas, caso os axiomas sejam inconsistentes, pois qualquer coisa segue de uma
contradigao.

Kurt Goédel provou que a FOL é um sistema logico completo, ou seja, todas
as sentencas validas podem ser provadas. Foram definidos e estudados diversos
sistemas de provas, entre eles, a resolugao com Skolenizacao (uma descrigao de-
talhada pode ser encontrada em [34]) e a dedugao natural (um mecanismo de
dedugao natural pode ser encontrado em [18]).

Como forma de usar a FOL para descrever o mundo, as ontologias de domi-
nio expressam conhecimento sobre os tipos de entidades no dominio de aplicacao,
bem como seus atributos, comportamentos e relacionamentos. Para tal, pode-
se utilizar logicas de propodsito especial, construidas sobre a FOL, que provéem
construgoes pré-definidas para raciocinio sobre tipos, espaco, tempo, etc, per-
mitindo que o modelador possua uma base por onde comecar a modelagem do
dominio estudado.

2.4 BN

Uma rede bayesiana (BN) é um grafo aciclico direcionado (DAG) que representa
uma fungao de distribuigdo de probabilidades conjunta (JPD) de varidveis que
modelam certo dominio de conhecimento. Ela é constituida de um DAG, de
variaveis aleatdrias (também chamadas de nés da rede), arcos direcionados da
variavel pai para a variavel filha e uma tabela de probabilidades condicionais
(CPT) associada a cada varidvel.

A Figura 2.2 apresenta um exemplo de uma rede bayesiana bastante conhecida
na literatura, extraida de Charniak [10], pdgina 51 a 53.

Nesse exemplo, suponha que se queira determinar se a familia estd em casa ou
se ela saiu. Pelo grafo, pode-se perceber que o fato da luz da varanda estar acesa
e do cachorro estar fora de casa sao indicios de que a familia tenha saido. Como
essa inferéncia estd sendo feito com incertezas, o conhecimento dos valores dessas
variaveis nao é determinado, mas sim estimado. Quanto maior for a probabilidade
da luz da varanda estar acesa, maior é a probabilidade da familia ter saido. Por
outro lado, caso se saiba com certeza que o cachorro nao estd fora de casa (ou
seja, probabilidade 1), entdao a probabilidade da familia ter saido é diminuida (o
quanto essa probabilidade é diminuida é definido na CPT). As CPT podem ser
construidas por um especialista do dominio ou estimadas a partir de uma base de
dados histoéricos.

Uma das vantagens de se trabalhar com BN é o fato de nao ser preciso espe-
cificar a distribui¢ao de probabilidades de todo o dominio, envolvendo todas as
variaveis. Isso é possivel devido a existéncia de independéncias condicionais. De
fato, Judea Pearl [32] provou que somente é necessario representar a CPT de uma
variavel, condicionada aos seus pais no DAG.

As redes bayesianas possuem diversas aplicagoes. Entre elas, estao: diagnos-
ticos de defeitos em processadores (técnica utilizada pela Intel), exames patols-
gicos, resolvedor de problemas do Microsoft Word, aplicagoes militares, filtragem
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Figura 2.2: Exemplo family-out.
de spam, etc.

2.4.1 Desvantagens

Embora as redes bayesianas tenham muitas vantagens e sejam muito utilizadas
atualmente, ha dois problemas que limitam suas areas de aplicacao: o fato do
nimero de variaveis ter de ser previamente conhecido e a falta de suporte a
recursividade.

Para exemplificar as deficiéncias sera utilizado o exemplo Star Trek apresen-
tado em [12]. Esse exemplo é baseado na popular série de TV Star Trek. No en-
tanto, os exemplos apresentados aqui foram construidos de tal forma que possam
ser acessiveis para qualquer pessoa familiar com uma ficgao cientifica relacionada
ao espaco. Primeiramente, serd feita uma exposicao narrando uma versao simples
de como identificar espaconaves inimigas.

Nesse problema simplificado, a principal tarefa é modelar o problema de detec-
tar espagonaves Romulanas (consideradas aqui como hostis pela Federagao Unida
dos Planetas) e avaliar o nivel de perigo que estas representam para a prépria es-
pacgonave, denominada Enterprise. Todas as demais espaconaves sao consideradas
como amigas ou neutras. A deteccao de espagonave € feita através dos sensores da
Enterprise, que podem determinar e discriminar espagonaves com uma precisao
de 95%. No entanto, espaconaves Romulanas podem estar em cloak mode, que as
tornam invisiveis aos sensores da Enterprise. Até mesmo para as tecnologias de
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sensores mais atuais, a unica pista de que ha uma espagonave em modo invisivel
nas proximidades é um pequeno distirbio magnético causado pela enorme quan-
tidade de energia necessaria para que fique invisivel aos sensores. A Enterprise
tem um sensor de disturbio magnético, mas é muito dificil distinguir um disttr-
bio magnético gerado pelo modo invisivel, das variacoes magnéticas normais do
ambiente.

A rede apresentada na Figura 2.3 modela o exemplo explicado acima, levando
também em consideracao as caracteristicas do ambiente no espaco onde a acao
acontece.

Operator Species Zone Nature
Friend 14.0 . lg—| DeepSpace 80.0 p—
Romulan 12.8 | PlanetarySystems 15.0 ‘
MoStarship 73.1 | BlackHoleBoundary 5.00
Cloak Mode

True 122m| | |
False 87.8 _

N

Sensnr Report Magnetic Disturbance Report
Friend 13.1 Low 71.5 p—
Romulan 2.21 Medium 133
Mothing 84.7 High 15.2

Figura 2.3: Modelagem Star Trek.

As variaveis aleatorias assumem estados discretos. O né Zone Nature é o né
raiz (nao possui nenhum né pai). Os outros nés sao condicionados pelos nés pais,
conforme mostra o DAG, sendo esta influéncia quantificada por uma CPT. Por
exemplo, a Tabela 2.1 extraida de Costa [12], exemplifica a probabilidade de cada
estado do né Magnetic Disturbance Report para cada combinacao possivel dos
estados dos seus nés pais.

Tabela 2.1: CPT para o né Magnetic Disturbance Report.

Zone Nature Cloak Mode | Mag. Disturb. Rep.
Low | Medium | High
Deen Space True 80.0 | 13.0 7.0
pop False 85.0 | 10.0 5.0
True 20.0 | 32.0 48.0
Planetary Systems | g1 25.0 | 30.0 | 45.0
True 5.0 |10.0 85.0
Black Hole Boundary False 69 |106 395
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Esta modelagem simples funciona apenas quando houver no maximo uma nave
nas proximidades. Caso haja duas naves se aproximando simultaneamente, sera
necessario utilizar um novo modelo. Ora, em uma situagao real nao se sabe a priori
quantas naves vao se aproximar, tornando inviavel a modelagem utilizando redes
bayesianas, pois seria necessario um modelo para cada possibilidade (note que
neste caso o nimero de possibilidades é infinito), e nao haveria como determinar
qual modelo utilizar em um dado momento. As redes bayesianas carecem de
poder expressivo para representar tipos de entidades que podem ser instanciadas
tantas vezes quanto requeridas pela situagao.

Considere agora uma segunda situagao. Admita que apenas uma nave esteja
nas proximidades da Enterprise em um determinado momento, validando o mo-
delo proposto. Suponha que no momento T1, a Enterprise esteja viajando pelo
espago profundo ( Deep Space ) e que o seu sensor indique que nao hd nenhuma
nave nas proximidades. Suponha que em um momento T2 o sensor de distur-
bio magnético reporte a ocorréncia de um alto distirbio. De acordo com a CPT
mostrada na Tabela 2.1, as chances sao de 7/5 de que este distirbio tenha sido
causado por uma nave em cloak mode na vizinhanca. Porém, esta ocorréncia nao
¢é garantida, pois os distirbios podem ser apenas anomalias comumente encontra-
das no ambiente. Uma forma de confirmar a ocorréncia de tal nave é comparar as
medigoes seguintes do sensor, pois é natural que distirbios anormais de ambiente
mostrem flutuagoes aleatérias, enquanto, por outro lado, um distirbio causado
por uma espaconave mostrarda um padrao temporal caracteristico: quando ha
uma espagonave em cloak mode na vizinhanca, o estado do Magnetic Distur-
bance Report em um dado momento dependera de seu estado prévio. Ora, as
redes bayesianas sao estaticas, impedindo a recursao necessaria para resolver pro-
blemas deste tipo.

Estes dois exemplos mostram dificuldades que um modelador podera enfren-
tar ao tentar representar o mundo utilizando redes bayesianas. Estas limitagoes
impedem que redes bayesianas sejam utilizadas, em sua forma pura, para repre-
sentar problemas complexos, limitando o seu uso apenas a situacoes especificas e
simples.
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Capitulo 3

Fundamentos

Diversas linguagens surgiram para expandir a expressividade de BN. Duas ver-
tentes diferentes de pesquisa, com objetivo de combinar logica com probabilidade,
serao tratadas nas proximas segoes. Na secao 3.1 é apresentada uma discussao
sobre extensao probabilistica para légica descritiva e na se¢ao 3.2 extensoes proba-
bilisticas para OWL. Finalmente, na secao 3.3 é apresentada a expansao sugerida
em [12] para a linguagem OWL, a PR-OWL, que se baseia no uso de MEBN.

3.1 Extensao probabilistica para légica descri-
tiva

A maioria das extensoes probabilisticas para as ontologias sao baseadas em logica
descritiva (DL). DL é um subconjunto de FOL que prové uma boa combinagao de
decidibilidade e expressividade e é a base para OWL-DL. Algumas extensoes de
légica descritiva sao: 1égica descritiva probabilistica [22] e [23]; P-SHO(D) [20];
P-Classic [25].

Légicas descritivas sao muito eficazes e eficientes para problemas de classifica-
¢ao e assungao. No entanto, de acordo com [12] sua habilidade para representar
e raciocinar sobre outros tipos comuns de conhecimento é limitada. Um aspecto
restritivo de linguagens DL ¢ sua limitagao para representar restricoes nas ins-
tancias que podem participar em um relacionamento. Como exemplo, imagine a
situacao onde é necessario representar que para uma nave ser uma ameaca para
outra nave em uma situagao especifica, é obrigatério que dois individuos da classe
nave envolvidos na situacao sejam diferentes. Garantir que essas naves sao di-
ferentes em uma situacao especifica s6 é possivel na DL, se efetivamente forem
criados/especificados os individuos tangiveis nessa situagao. De fato, afirmar que
dois “preenchimentos” (i.e. os individuos da classe nave que vao “preencher os
espagos” do conceito nave na afirmativa) nao sao iguais sem especificar seus va-
lores respectivos exigiria construcoes que nao podem ser expressadas em DL, pois
tornaria a légica indecidivel [4].
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3.2 Extensao probabilistica para OWL

H& algumas poucas pesquisas com o objetivo de estender OWL para representar
incerteza. Dentre elas, tem-se duas abordagens que envolvem o uso de redes
bayesianas. A pesquisa sendo feita por Zhongli Ding e Yung Peng (2004) [12,
pagina 55] e o trabalho de Gu et al. (2004) [12, pagina 56].

Em ambos os casos, a limitacao decorrente do uso de representacao do domi-
nio baseada em redes bayesianas limitam a habilidade de expressar modelos pro-
babilisticos mais complexos, restringindo as solugoes para classes de problemas
muito especificas. Mais informagoes podem ser encontradas em [12].

3.3 PR-OWL

A linguagem PR-OWL foi proposta por Costa (2005) como uma extensao para
a linguagem OWL. A PR-OWL tem por base a légica MEBN, por causa da
sua expressividade: MEBN pode expressar uma distribuicao de probabilidade
sobre modelos de qualquer teoria FOL axiomatizavel. Como conseqiiéncia, nao
ha garantia de que o raciocinio exato com uma ontologia PR-OWL serd eficiente
ou mesmo decidivel [16].

A PR-OWL foi construida de forma a ser interoperante com ontologias nao
probabilisticas. O modelador pode utilizar os recursos da PR-OWL apenas para as
partes da ontologia que necessitarem de suporte probabilistico. Porém, as partes
probabilisticas da ontologia devem formar uma MTeoria (do inglés, MTheory)
valida.

Por ser baseada na FOL, a PR-OWL nao garante que os questionamentos (do
inglés, queries) efetuados serao tratdveis ou mesmo decidiveis. A OWL possui
o mesmo problema e, para soluciona-lo foram criadas trés versoes diferentes da
linguagem, com crescente poder expressivo: OWL Lite, OWL DL e OWL Full
(se¢ao 2.2). Seguindo a mesma abordagem, uma PR-OWL Lite poderia ser criada,
como sugerido em [16], com algumas restrigoes.

A Figura 3.1 (extraida de [16], pagina 7) apresenta os principais conceitos
envolvidos na definicao de uma MTeoria em PR-OWL. No diagrama as elipses
representam as classes gerais, enquanto os arcos representam os principais rela-
cionamentos entre as classes. Uma ontologia probabilistica deve ter ao menos um
individuo da classe MTeoria, sendo que este é ligado com um grupo de MFrags
que coletivamente formam uma MEBN Teoria valida. As MFrags sao compostas
por nds, sendo que estes podem ser residentes, de contexto, ou de entrada (se-
cao 4.2). Cada individuo da classe Node é uma RV e esta possui um conjunto
mutuamente exclusivo e coletivamente exaustivo de estados possiveis. Cada RV
possui uma distribui¢do de probabilidade condicional ou incondicional [16].

A Figura 3.2 (extraida de [16], pagina 8) ilustra os elementos principais da PR~
OWL, suas subclasses e os elementos secundarios necessarios para representar uma
MTeoria e as relacoes que sdo necessarias para expressar a estrutura complexa
dos modelos probabilisticos bayesianos, usando a sintaxe do OWL. Para uma
descri¢ao detalhada da PR-OWL veja [12].

De forma analoga ao caso de arquivos HTML, um arquivo PR-OWL também
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MTheo Includes
g (hasMFrag)
Is built from
Has states Probability
| (hasPossibleValues) Distribution

(hasMNode)
Figura 3.1: Principais conceitos de PR-OWL.

Is defined by
{hasProbDist)

Conditional
relationship

&= Main Classes / Elements
SubClasses
Suppon / Buill-in Elements
Reified Refationships

Figura 3.2: Elementos de uma ontologia probabilistica PR-OWL.

¢ um arquivo texto. Portanto, construir MFrags e todos os seus elementos em
uma ontologia probabilistica, com um editor de textos ou mesmo um editor de
ontologias como é o caso do software Protégé [19], é um processo cansativo e
sujeito a erros, exigindo um conhecimento profundo da estrutura de dados do PR-
OWL. Assim se torna necesséario o desenvolvimento de um software que permite
uma modelagem visual, ou um plugin para alguma das ferramentas bayesianas
existentes. Um dos objetivos desta pesquisa ¢é estender o UnBBayes [6] para
permitir a edigao de arquivos PR-OWL, permitindo que a MTeoria seja salva neste
formato, fornecendo ao modelador um meio visual e intuitivo para a construcao
de ontologias probabilisticas.
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Capitulo 4

Rede Bayesiana Multi-Entidade

Este Capitulo apresentara a definicao dos principais elementos presentes nas redes
bayesianas multi-entidades (MEBN). A secao 4.1 explica o que é uma MEBN. A
secao 4.2, além de definir uma MFrag, apresenta os nds existentes em uma MEBN,
que estao vinculados a uma MFrag. J4 na secao 4.3 é apresentado a forma de se
definir recursao em MEBN. Na secao 4.4 apresenta-se a definicao de uma MTeoria.
Por fim, a secao 4.5 apresenta a forma de se fazer inferéncia em MEBN e gerar
uma SSBN.

Todas as figuras apresentadas nesse Capitulo foram extraidas de Costa (2005)

e ilustram a aplicacao de MEBN no dominio de ficcao cientifica baseado na série
de TV denominada Star Trek.

4.1 O que é MEBN?

As redes bayesianas multi-entidades sao uma extensao das redes bayesianas, em
que a légica de primeira ordem é integrada. O dominio de conhecimento em
MEBN é expresso por MEBN Framents (MFrags), que sao organizadas em MEBN
Theories (MTeorias).

Uma MFrag representa uma distribuicao de probabilidade condicional das
instancias de suas variaveis aleatérias residentes, dados os valores das instancias
de seus pais no grafo. Para que essa distribuicao se aplique, as restrigoes de
contexto do dominio devem ser satisfeitas.

Um conjunto de MFrags representa uma distribuicao de probabilidade conjunta
sobre um determinado nimero de instancias de suas varidveis aleatorias. Uma
das vantagens da utilizacao de MEBN em vez de redes bayesianas é que o nimero
de instancias de RV néo tem um limite (podendo até tender ao infinito) e nao
precisa ser previamente conhecido ja que as variaveis aleatorias sao instanciadas
dinamicamente, no instante em que for necessario.

Uma MTeoria é um conjunto de MFrags que satisfaz determinadas condicoes
de consisténcia que garantem a existéncia de uma distribuicao de probabilidade
conjunta, Unica, sobre suas variaveis aleatoérias.
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4.2 MFrag

MEBN representa um dominio de conhecimento através das MFrags. Uma MFrag
¢ organizada na forma de um DAG composto por nds (ou varidveis aleatérias) que
representam as caracteristicas das entidades do dominio e por arcos direcionados
da variavel pai para a variavel filha, representando as relagoes entre as entidades.

Uma MFrag representa uma distribuicao de probabilidade condicional das
instancias de suas variaveis aleatérias, dados os valores de seus pais, contanto que
os nés de contexto sejam satisfeitos.

Para ilustrar os conceitos acima e para discutir o formalismo MEBN serd
utilizado o exemplo Star Trek apresentado em [12]. O exemplo é baseado na série
de televisao homonima que mostra as diversas missoes da nave U.S.S. Enterprise.
A nave é equipada com diversos sensores que oferecem ao comandante as diversas
informagoes que ele precisa para manter-se livre de perigos.

Um né pode ter uma lista de argumentos entre parénteses. Esses argumentos
sao substituidos por identificadores tnicos das entidades do dominio de conhe-
cimento quando uma rede ¢ instanciada. Por convengao, esses identificadores
comecam por ponto de exclamacao e duas entidades distintas nao podem ter o
mesmo identificador inico. Em MEBN, variaveis sao iniciadas por letra mintscula
e predicados e fungoes, por letra maituscula. A MFrag apresentada na Figura 4.1
representa o nivel de perigo a que uma determinada nave é exposta.

Fragment Graph
Context (isA(Starship, st))  (IsA(TimeStep, 1))
MNed
e — (IsOwnStarship(s) )
OpSpec(st) HarmPotential(st, t)
Cardassian lr?:
Friend alse
i Klingon
Nodes Romulan
Unknown
DangerToSelfis, t)
Unacceptable
Resident High
MNodes Medium
Low

Figura 4.1: MFrag.

Essa MFrag possui sete nés: quatro de contexto; dois de entrada; e um resi-
dente.
Os nds de contexto (do inglés, context nodes) sao varidveis booleanas que
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representam condicoes que devem ser satisfeitas para que a distribuicao de pro-
babilidade dos nds residentes se aplique. Seus valores possiveis sao:

e True, quando a condigao ¢ satisfeita;
e False, quando a condicao nao é satisfeita;
e Absurd, quando uma expressao nao faz sentido.

Por exemplo, para o n6 IsOwnStarship(s), se s for substituido pelo identi-
ficador da Enterprise (por exemplo, !STO ou !Enterprise), o valor do né sera
true. Se o argumento for substituido pelo identificador de uma outra nave qual-
quer (por exemplo, /ST1), entdo o valor do né serd false. Mas se o argumento
for substituido pelo identificador de qualquer outra coisa que nao seja uma nave,
o valor do né sera absurd, pois nao faz sentido perguntar se o periodo de tempo
é a sua prépria nave, por exemplo.

Os nés de entrada (do inglés, input nodes) sado varidveis que influenciam a
distribuicao de probabilidades dos nds residentes, mas as suas distribuigoes estao
definidas nas suas préprias MFrags. Ou seja, em uma MTeoria completa, se em
uma MFrag existe um né de entrada, entao é preciso que exista uma outra MFrag
em que esse no seja residente, onde sua distribuicao de probabilidades é definida.

Os nés residentes (do inglés, resident nodes) possuem as distribuigoes locais de
probabilidades. Nelas sao definidas como as probabilidades dependem dos valores
de seus pais (que podem ser tanto nés de entrada quanto outros nds residentes).
Em uma MTeoria completa, cada variavel aleatéria possui apenas uma home
MPFrag, que é a MFrag onde sua distribuicao local é definida. Portanto, a légica
MEBN padrao nao suporta polimorfismo.

Na Figura 4.1, o n6 DangerToSelf (s, t) possui dois argumentos: s e t.
Nesse dominio de conhecimento (exemplo Star Trek), s deve ser uma espagonave
e t, um periodo de tempo. A instancia DangerToSelf (/Enterprise, !T0) avalia
o nivel de perigo exposto a Enterprise no instante de tempo T0.

Note que os valores dos estados dos nés nao foram mostrados no grafo da
MFrag. Isso porque uma MFrag é apenas um template, ou seja, ela nao representa
variaveis aleatorias individuais, mas sim uma classe de variaveis aleatérias. Os
valores dos estados s6 aparecem em uma instanciacao da MFrag.

Por exemplo, para se encontrar a distribuicao de probabilidades de uma ins-
tancia da variavel DangerToSelf (s, t), primeiro é necessario encontrar todas as
instancias de HarmPotential(st,t) e de OpSpec(st) para as quais os nds de
contexto sao satisfeitos.

Um pseudocddigo para a distribuicao da variavel DangerToSelf (s, t) é mo-
strado na Figura 4.2.

Esse pseudocddigo define a distribuicao local para o perigo a que uma nave é
submetida devido a todas as naves que influenciam o seu nivel de perigo. Essa
distribuicao leva em conta o niimero de naves, que nao é previamente conhecido.
Essa situacao nao seria possivel em redes bayesianas.

As linhas 3 a 5 representam o caso de haver pelo menos uma nave operada
pela espécie Cardassian e que pode representar uma situagao de perigo para a
Enterprise. A probabilidade de um perigo inaceitavel é 90% mais o minimo entre
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Local Distribution
distribution [Un, Hi , Me, La] = function {
Sor all st in parents(DangerToSelf{(s, t)) {
if any ST, have (OpSpec = Cardassian and HarmPot = true) then
[Un= .90 + min( .10; .025*number(ST;) ), Hi= (1 — Un) * .8,
Me= (1 —Un)* .2, Lo=0];
else if any ST, have (OpSpec = Romulan and HarmPot = true) then
[Un=.70+ min( .30; .03*number(ST;) ), Hi=(1 - Un) * .6,
Me=(1-Hi)* .3,Lo=(1-Hi) *.1];
else if any ST, have (OpSpec = Unknown and HarmPot = true) then
[Un= (1 = Hi), Hi= .50 - min( .20; .02*number(5T) ),
Me = .50 - min( .20; .02*number(ST,) ), Lo = (1 — Me)];
else if any ST, have (OpSpec = Klingon and HarmPot = true) then
[Un=0.10,Hi=0.15, Me = .15, Lo = .65];
else if any ST, have (OpSpec = Friend and HarmPot = true) then
[Un=10,Hi=0, Me=.01, Lo =.99];
else [Un=0,Hi=0,Me=0, Lo=1];
H

14y

Default DangerToSelf(s, t) \

Distribution | Absurd 100 je——

Figura 4.2: Pseudocddigo.

10% e 2,5% vezes o nimero de naves operadas pelos Cardassians. O resto da
probabilidade é dividido entre um nivel de perigo alto (80% do que sobrou) e um
nivel médio (20% do que sobrou). A probabilidade de perigo baixo é zero. A
default distribution, ou seja, a distribuicao padrao é necesséaria para o caso de
nao existir nenhuma instancia de HarmPotential(st,t) e de OpSpec(st) para
os quais os nos de contexto sao satisfeitos. Assim, é necessaria essa distribuicao
padrao, com probabilidade 1 dado a absurd, ou seja, essa situacao nao faz sentido.

A Figura 4.3 apresenta um exemplo de uma instancia da MFrag da Figura 4.1,
no qual ha quatro naves que representam perigo.

Observe que foram instanciadas as variaveis HarmPotential(st,t) e OpS-
pec(st) para cada nave. As distribui¢oes de probabilidades dessas oito variaveis
sao calculadas em suas préprias MFrags, que nao sao mostradas aqui para sim-
plificar o exemplo. Como citado anteriormente, as condigoes de contexto nao sao
mostradas para evitar o excesso de variaveis no grafo.

4.3 Recursividade em M EBN

A falta de suporte a recursividade das redes bayesianas pode ser importante em
casos reais. MEBN fornece suporte a defini¢oes de recursao bem gerais. A Fi-
gura 4.4 apresenta dois exemplos de recursao.
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HarmPotential(!ST3, IT3) |
True 100
False 0
OpSpec(!sT2) | OpSpec(!ST3)
Cardassian 100 Cardassian 20.0
Friend g | ||| Friend 20.0
Klingon Klingon 200
Romulan 0 Romulan 200
Unknown 0 Unknown 200
HarmPotential{!ST2, IT2) HarmPotential{!ST4, !T4)
True 1WH True 0
False 0 False 100
OpSpecl!ST1) |
Cardassian 100 OpSpec(!ST4) |
Friend 0 Cardassian 100
KHnnu; g Friend 0
Romulan Kii o
Unknown 0 Y Rottan o
DangerToSelf(!STO, 'T1) | {jonown 0
HarmPotential{!ST1, IT1) | Unacceptable 97.5
True 100 High 200
False g | Medium 0.50
Low [t |

Figura 4.3: Instanciacao de MFrag.

Observe que, para que as distribuicoes dos nés residentes se apliquem, é ne-
cessario que z seja uma zona e que st seja uma nave. Além disso, st precisa
estar localizada na zona z. KEsse é um tipo de recursao, ja que uma variavel
depende de outra que, por sua vez, também depende de outra variavel.

Outro tipo de recursao apresentado na Figura 4.4 é a temporal: para que
as distribuigoes se apliquem, ambos t e tprev precisam ser periodos de tempo
(entidades TimeStep) e, além disso, tprev precisa ser um tempo anterior a t.

Outros tipos de recursao também sao representados em MEBN por MFrags
que permitem relagoes entre instancias da mesma variavel aleatéria. E necessério
que, ao se permitir defini¢oes de recursao, garanta-se que uma variavel aleatoria
nao pode influenciar a sua prépria distribuicao de probabilidade, pois senao teria-
se um caso de laco infinito. As condic¢oes de recursao de MFrags sao apresentadas
em [27].

Os nos de entrada de uma MFrag podem incluir instancias de nés definidos re-
cursivamente na propria MFrag. Por exemplo, o né de entrada ZoneMD(z, tprev)
representa o distirbio magnético na zona z no periodo de tempo anterior ao t, e
esse né influencia o distirbio magnético atual, dado pela varidvel ZoneMD(z,t). A
recursao precisa de uma distribuigao inicial no periodo inicial (T0, por exemplo),
que nao dependa de um distirbio anterior, para quebrar a cadeia de dependéncias.

A Figura 4.5 ilustra como as definigoes de recursividade podem ser aplicadas
para construir uma SSBN (Situation-Specific Bayesian Network ou rede bayesiana
de situacao especifica). Obviamente, uma SSBN é uma rede bayesiana. Nesse
caso, deseja-se saber o disturbio magnético no periodo de tempo T3 na zona Z0.

O processo de construcao da SSBN da Figura 4.5 comeca criando a instan-
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Fragment Graph
(IsA(Starship, st) ) (IsA(TimeStep, tprev) ) IsA(Zone, 2)
(z=StarshipZone(st) ) (IsA(TimeStep, 1) ) tprev=Previ(t)
t=IT0 CloakMode(st) ZoneMD(z, tprev)
True True - Low
False False Medium
\ o
ZoneMD(z, t) ZoneNature(z)
Low DeepSpace
Medium = PlanetarySystems
High BlackHoleBoundary
- v
ZoneFShips{z) - ZoneEShips(z)
None None
One One
Two Two
Three Three
MoreThan3 MoreThan3
Default Distribution for | ZoneMD(z,1)
node ZoneMD(z, tprev) |Absurd 100 e—

Figura 4.4: Exemplo de recursividade no modelo do Star Trek.

cia da MFrag no né ZoneMD(/Z0, !T3), n6 cuja distribuicao deseja-se conhecer.
Instanciam-se, entao, os outros nos residentes presentes na MFrag para os quais
os noés de contexto sao satisfeitos. A seguir, sao construidas as CPT que podem
ser construidas com os dados ja disponiveis. As CPTs dos nds ZoneNature(/20),
ZoneEShips(/Z0) e ZoneFShips(/Z0) podem ser construidas.

No final desse processo, o né ZoneMD(/Z0, !T2) permanece sem uma CPT.
Assim, sua home MFrag (no caso, como é uma recursao, é a mesma MFrag, mas
com outros parametros) é recuperada e as variaveis aleatérias que ainda nao foram
instanciadas precisam ser instanciadas. O processo continua até que o ultimo no,
ZoneMD(!Z0, !'TO) seja instanciado. Nesse ponto, a SSBN estd completa, e ja se
conhece a distribuicao de probabilidades do né de interesse, ZoneMD( /20, !T3).

E importante notar que seria facil especificar um conjunto de MFrags com
influéncias ciclicas, ou um conjunto tendo distribui¢oes conflitantes para uma
variavel aleatéria em diferentes MFrags. E necessério tomar cuidado para definir
um modelo coerente como uma colegao de MFrags. No entanto, a interface grafica
criada no UnBBayes impede que o usudrio cometa esse tipo de erro [6].
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Figura 4.5: Exemplo de SSBN.

4.4 MTeoria

Para construir um modelo coerente ¢ necessario que o conjunto de MFrags satis-
faga coletivamente as condigoes de consisténcia, garantindo a existéncia de uma
distribuicao de probabilidades conjunta tunica sobre as instancias das varidveis
aleatorias das MFrags. Esse conjunto coerente é chamado de uma MTeoria.

Uma MTeoria representa uma distribuicao de probabilidade conjunta, inica,
sobre um numero (que pode tender ao infinito) de instancias de suas varidveis
aleatorias. Essa distribuicao é especificada pelas distribuicoes local e padrao de
cada MFrag. Essas MFrags sao parte de uma MTeoria geradora (do inglés, ge-
nerative MTheory), que resume as regularidades estatisticas que caracterizam o
dominio.

Para que uma MTeoria geradora possa ser utilizada em inferéncias sobre situa-
¢oes particulares, é necessario dar ao sistema informacao especifica das instancias
envolvidas na situacao.

A inferéncia bayesiana pode ser usada tanto para responder as perguntas de in-
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teresse (chamadas de query, ou questionamento), quanto para refinar uma MTeo-
ria (através de findings, ou evidéncias).

A entrada de evidéncias é o mecanismo basico para incorporar novas infor-
magcoes em MTeorias. FElas sao representadas por MFrags de apenas dois nés:
um de entrada e um residente. Assim, MEBN tem a capacidade de incorporar
novos axiomas quando novas evidéncias surgem, atualizando, entao, as distri-
buicoes de todas as variaveis envolvidas na situacao especifica. No entanto, na
implementagao presente no UnBBayes, é necessario que um novo questionamento
seja realizado para que essas novas evidéncias sejam efetivamente incorporadas e
processadas na geracao da SSBN.

Cada variavel aleatéria deve ter uma tnica home MFrag. Além disso, uma
MTeoria valida deve garantir que todas as defini¢coes de recursao terminam em
passos finitos e nao contenham influéncias circulares. Existem ainda outras condi-
¢oes necessarias para que uma MTeoria seja considerada vélida. Essas condigoes
foram apresentadas e provadas em [27].

A logica MEBN contém um conjunto de built-in MFrags, ou seja, MFrags
presentes em qualquer situacao criada, que incluem quantificadores, referéncia
indireta e MFrags booleanas que representam conectivos, como and e or. Estas
agregam ao sistema a habilidade de representar qualquer sentenca da logica de
primeira ordem.

A Figura 4.6 ilustra um exemplo de uma MTeoria geradora para o exemplo
Star Trek.

Figura 4.6: Exemplo de MTeoria no modelo do Star Trek.

A MFrag Entity Type € usada para declarar tipos de entidade que podem ser
encontradas no modelo. Como MEBN nao é um sistema tipado, é necesséria a
criacao dessa MFrag auxiliar quando se deseja construir um sistema com suporte a
tipos. MEBN pode ser estendida para acomodar qualquer tipo de sistema tipado,
incluindo polimorfismo.

A légica MEBN da aos criadores de um determinado dominio um grande poder
e flexibilidade porque permite diferentes modos equivalentes de se definir um
mesmo dominio de conhecimento. Ou seja, a Figura 4.6 é apenas uma de diversas
maneiras diferentes (embora todas consistentes) de se representar a distribuigao
conjunta da MTeoria.
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Como exemplo dessa flexibilidade, a Figura 4.7 apresenta o mesmo dominio de
conhecimento, em que a MFrag Starship foi decomposta em trés MFrags distin-
tas. Isso depende de quem modela o dominio. Um modelador pode escolher uma
maior flexibilidade, com MFrags menores, mais especificas, enquanto outro pode
querer um modelo mais conciso, em que todo o conhecimento de um determinado
assunto é colocado em apenas uma MFrag.

(A Timestep, prev]) (Torev=Previl))

Figura 4.7: Flexibilidade da MEBN.

A FOL proveé a base tedrica para sistemas tipados usados em linguagens orien-
tadas a objetos [12]. A l6gica MEBN prové a base para estender a capacidade
desses sistemas introduzindo uma base matematica para representar e raciocinar
sobre incertezas.

4.5 Inferéncia em MEBN

O processo basico para se obter uma BN a partir de uma MTeoria e de evidéncias
¢ a construcao de uma SSBN.

Em redes bayesianas, uma query ¢ o processo de entrar com evidéncias, pro-
pagar as crencas e observar os resultados nos nés de interesse.

Em MEBN, a situacao ¢ semelhante. Precisa-se de uma MTeoria valida,
um conjunto de evidéncias (ou seja, as informagoes obtidas sobre a situagao em
questao) e um conjunto de objetivos (ou seja, os nds de interesse).

A SSBN comecga a ser construida instanciando-se as home MFrags dos conjun-
tos de evidéncias e nds de interesse. Quando cada MFrag é instanciada, instancias
de todas as suas variaveis aleatdrias sao criadas. Se existir alguma variavel com
distribuicao indefinida, entao as suas home MFrags sao instanciadas.

O processo de instanciagao das MFrags continua até que nao exista nenhuma
variavel com distribui¢ao indefinida. O resultado, entao, é uma SSBN. A Fi-
gura 4.8 ilustra um exemplo.
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Figura 4.8: Exemplo complexo de SSBN.

Em alguns casos, a SSBN pode ser infinita. Entretanto, sob condi¢oes dadas
por Laskey [27], o algoritmo produz uma seqiiéncia aproximada de SSBN em
que a distribuicao dos nés de interesse converge para a distribuicao correta ou
aproximada. Uma SSBN pode conter qualquer nimero de instancias de cada
MFrag, dependendo do nimero de entidades no dominio e de suas relagoes.
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Capitulo 5

Arquitetura do UnBBayes

Neste Capitulo, serao apresentadas uma visao da arquitetura do UnBBayes e
maiores detalhes sobre a versao 2 do UnBBayes. A secao 5.1 apresenta a arqui-
tetura do UnBBayes com seus principais médulos e as principais dependéncias
com bibliotecas de terceiros. A sec¢ao 5.2 apresenta um historico do UnBBayes. A
secao 5.3 apresenta uma visao geral da ferramenta. Por fim, a se¢ao 5.4 apresenta
a modelagem do UnBBayes para as redes probabilisticas BN, ID e MSBN.

5.1 Arquitetura

A Figura 5.1 apresenta a arquitetura do UnBBayes. As configuragoes de de-
pendéncia, do site, da versao entre outras ¢é feita através do uso do Maven. A
linguagem utilizada é o J2SE 5. O UnBBayes-MEBN, produto desta pesquisa,
foi desenvolvido em cima da versao 2 do UnBBayes, disponivel em
www.sourceforge.net /projects/unbbayes. As caixas em verde representam as bi-
bliotecas de terceiros utilizadas.

J2SE 5§
Maven 2

Figura 5.1: Arquitetura do UnBBayes.
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A versao 2 do UnBBayes suporta redes bayesianas (BN), diagramas de influén-
cia (ID) e redes bayesianas multiplas seccionadas (MSBN). Além disso, possui
uma interface gréfica para modelar essas redes probabilisticas suportadas (GUT)
e um mecanismo de entrada e saida para salvar e carregar os modelos (10). Alguns
mecanismos de aprendizagem também sao suportados (Learning). Por fim, possui
um mecanismo para fazer inferéncias nas redes probabilisticas suportadas. Nessa
versao foram necessarias o uso de algumas bibliotecas de terceiros. O GIFOutput
¢é utilizado para salvar as redes como um arquivo de imagem. O Plot ¢é utilizado
para desenhar graficos. O MiglLayout para fazer geréncia de layout dos objetos
de GUIL. O JavaHelp para apresentar ajuda online. O JUnit para fazer os testes
unitarios. E o XALAN e JAXME para salvar e carregar BN e ID no formato
XMLBIF.

A versao 3 do UnBBayes, também chamada de UnBBayes-MEBN, fruto desta
pesquisa, é compativel com a versao 2. Dessa forma, faz uso de alguns modulos
da versao anterior e extende outros. O UnBBayes-MEBN suporta redes bayesia-
nas multi-entidades (MEBN) e possibilita a edi¢ao de ontologias probabilisticas
(PR-OWL), ver segao 7.1. Para isso, estende a interface gréfica da versao 2
para possibilitar a edigado de MEBN/PR-OWL (GUI), ver segao 7.3. Esta versao
também implementa um algoritmo para geracao de rede bayesiana de situacao
especifica (SSBN), que é uma BN normal, ver se¢ao 7.7. Dessa forma, faz uso do
modulo de inferéncia (Reasoning) da versao 2, uma vez que a SSBN foi gerada.
Possui um mecanismo para salvar e carregar arquivos PR-OWL (I0) compativeis
com o formato OWL, através do uso da biblioteca Protégé-OWL de terceiros, ver
secao 7.8. Possibilita a representagao e avaliagao de nds de contexto em logica
de primeira ordem (FOL), através da biblioteca PowerLoom de terceiros, ver se-
¢ao 7.4. Define e implementa mecanismo para tipagem (Type) com possibilidade
de representar recursao (Recursion), ver se¢ao 7.6. Por fim, possibilita uma de-
finicao da tabela de probabilidades condicionais de forma dinamica através de
pseudo-cédigo (Dynamic Table), ver se¢ao 7.2.

A API do Protégé-OWL e do PowerLoom podem ser substituidas por versoes
mais novas com uma simples configuracao do arquivo pom.xml (arquivo de confi-
guracao do Maven) do projeto, atualizando apenas o campo versao de cada de-
pendéncia. Isso é possivel apenas se o fornecedor das bibliotecas garantirem que
a versao mais nova ¢ compativel com a utilizada pelo UnBBayes-MEBN. Caso
se deseje utilizar outras API no lugar dessas, basta implementar uma classe que
implemente a interface correspondente utilizada no UnBBayes, KnowlodgeBase
para a avaliacao de FOL por exemplo, e atualizar a classe que faz uso dessa in-
terface para utilizar a classe concreta correspondente. Além, é claro, de atualizar
o arquivo pom.xml com a nova dependéncia da biblioteca de terceiros utilizada.

5.2 Histérico do UnBBayes

O UnBBayes é uma ferramenta em desenvolvimento pelo Grupo de Inteligéncia
Artificial da Universidade de Brasilia [26] para suportar o raciocinio probabilistico,
desde 2000.

O UnBBayes possui um ambiente visual de facil uso, permitindo que o usua-
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rio construa, de forma intuitiva, redes bayesianas, diagramas de influéncia e redes
bayesianas miltiplas secionadas, além da entrada e propagacao de evidéncias, rea-
lizagao de inferéncia probabilistica e aprendizagem da topologia e/ou parametros
de uma BN.

O UnBBayes foi desenvolvido utilizando-se a linguagem Java, sendo portanto
independente de plataforma. O software é distribuido gratuitamente para uso nao
comercial, sob a licenca GNU GPL, disponibilizando para os desenvolvedores uma
API, juntamente com a documentacao em JavaDoc, possibilitando que outros de-
senvolvedores que desejem utilizar raciocinio probabilistico em suas aplicagoes
utilizem as classes disponibilizadas. Como ambiente de desenvolvimento foi uti-
lizado o Eclipse (www.eclipse.org) com diversos plugins para facilitar a criacao e
testes das funcionalidades.

Atualmente o UnBBayes esta sendo estendido para permitir a representacao
de ontologias probabilisticas e a realizacao de inferéncias em PR-OWL/MEBN.

5.3 Visao geral do UnBBayes

A modelagem do UnBBayes apresentada visa apenas oferecer uma nogao da arqui-
tetura geral do programa, nao entrando em detalhes internos. O leitor interessado
em estudar e utilizar a API encontrara a documentacao JavaDoc e o codigo em
http://unbbayes.sourceforge.net/.

Os pacotes que compoem o software sao os seguintes:

pacote aprendizagem reune as classes relacionadas ao processo de aprendizagem
em lote;

pacote controller classes responsaveis por controlar o fluxo de operagoes rea-
lizadas pelo usuédrio, fazendo a ligacao entre a GUI e as funcionalidades;

pacote gui contém as classes que implementam a interface com o usuario, per-
mitindo a visualizagao e manuseio das redes bayesianas;

pacote io classes responsaveis por salvar as redes bayesianas em arquivos, bem
como por construi-las novamente a partir destes arquivos. Ha atualmente
dois formatos validos: o formato “net” e o formato “xmlbif”;

pacote montecarlo conjunto de classes para gerar amostras aleatérias de redes
bayesianas dadas como parametro;

pacote prs classes que definem a estrutura das redes bayesianas e implementam
os algoritmos de inferéncia sobre estas;

pacote util classes utilitarias.

5.4 Modelagem do UnBBayes

As modelagens apresentadas nesta secao visam apenas dar uma visao geral das
classes do UnBBayes que serao reaproveitadas na implementacao da MEBN. Para

45



tal descricao, serao apresentados apenas diagramas de classes na seguinte sequén-
cia: BN e ID na secao 5.4.1; ¢ MSBN na segao 5.4.2.

5.4.1 BN e ID

A modelagem apresentada na Figura 5.2 apresenta as principais classes que im-
plementam as redes bayesianas no UnBBayes.

Classe Node um né genérico que possui estados ( String ), uma posi¢ao (x,y)
e um tamanho (largura,altura). Estes dois iltimos campos representados
pela classe SerializablePoint2D.

Classe abstrata TreeVariable para variaveis que serao visualizadas na arvore
de nos e estados com suas respectivas probabilidades no painel de compila-
¢ao e inferéncia de redes probabilisticas.
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Figura 5.2: Modelagem de classes para BN e ID.

Os tipos de variaveis atualmente suportadas pelo UnBBayes sao as variaveis
probabilisticas (isto é, varidveis aleatdrias), as varidveis de decisao e as fungoes
utilidade, sendo estas duas ultimas utilizadas para a modelagem de graficos de
decisao.

Classe DecisionNode variavel de decisao.
Classe ProbabilisticNode variavel probabilistica.
Classe UtilityNode funcao utilidade.

Classe Edge representa um arco ligando dois nés.
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Classe PotentialTable tabela de potencial que possui os valores das células
como um nimero real entre 0 e 1 (propriedade dados que é uma colegao de
nimeros reais representados pela classe FloatCollection).

Classe ProbabilisticTable tabela de potencial de probabilidades.
Classe UtilityTable tabela de potencial de utilidade.

Interface ITabledVariable interface para varidveis com tabela para definicao
dos valores associados aos estados possiveis (as varidveis probabilisticas e
as de utilidade).

Classe NodeList classe que representa um array dinamico do tipo Node. E utili-
zado pelas classes: Network para armazenar seus nos; pela classe SingleEn-
tityNetwork para armazenar a oe (ordem de elimina¢ao dos nds) e os nds
de decisao; pela classe Node para armazenar os nos pais, filhos e adjacentes;
e pela classe PotentialTable para armazenar as variaveis que pertencem
a tabela (ndo apresentados no modelo para facilitar o entendimento do mo-

delo).
Classe Network representa um grafo genérico.

Classe SingleEntityNetwork representa uma rede que nao possui
multi-entidades.

Classe ProbabilisticNetwork representa uma rede probabilistica.

5.4.2 MSBN

A Figura 5.3 apresenta a modelagem das classes que implementam MSBN. MSBN
(rede bayesiana multipla seccionada) é baseada na realizagdo de inferéncia em
uma rede bayesiana divida em sub-redes, preservando os subdominios naturais
existentes. O resultado da inferéncia é o mesmo que seria obtido com a rede
bayesiana formado pela uniao das sub-redes.

Classe SubNetwork sub-rede de uma rede multipla seccionada.
Classe Linkage possui os nés que ligam duas sub-redes.

Classe AbstractMSBN define os métodos para tratar as MSBN.
Classe MultiAgentMSBN uma rede multipla seccionada multi-agente.

Classe SingleAgentMSBN uma rede multipla seccionada.
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Figura 5.3: Modelagem de classes para MSBN.
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Capitulo 6

Bibliotecas de Terceiros

Neste Capitulo, serao apresentadas as principais bibliotecas de terceiros utiliza-
das pelo UnBBayes na implementagdo de MEBN/PR-OWL. Primeiramente serd
apresentado o PowerLoom na secao 6.1. Em seguida, a secao 6.2 apresenta a API
do Protégé.

6.1 PowerLoom

Os nds de contexto (context nodes) sao varidveis booleanas que representam
condigoes que devem ser satisfeitas para que a distribuicao de probabilidade dos
nos residentes se aplique. Avaliar o valor de um né de contexto corresponde a
avaliar uma féormula da légica de primeira ordem, tendo como premissas os fatos
conhecidos. Na implementacao do UnBBayes foi adotada a API PowerLoom
para avaliacao de formulas da FOL. Na secao 6.1.1 sao apresentadas as principais
caracteristicas do PowerLoom. Na secao 6.1.2 ¢ descrita a implementacao da
logica de primeira ordem pelo PowerLoom, descrevendo os comandos utilizados
para o seu uso. A secao nao detalha a sintaxe dos comandos, devendo o leitor
interessado, nesse tema, consultar [9].

6.1.1 Introducao ao PowerLoom

O PowerLoom é um sistema de representacao de conhecimento e inferéncia (
KR&R ) baseado na légica de primeira ordem, provendo linguagem e ambiente
para a construcao de aplicagoes baseadas em conhecimento. Foi criado por desen-
volvedores da University of Southern California, a partir do sistema Loom, sob
a lideranga de Hans Chalupsky. Atualmente é distribuido em licenga open-source
(o usudrio pode escolher entre as licengas GPL, LGPL ou Mozilla).

Um sistema de KR&R permite modelar aspectos salientes de um mundo de
interesse e fazer inferéncias a partir do modelo. H& diversos paradigmas de mo-
delos para a implementacao destes sistemas, sendo os baseados em logica os mais
utilizados por apresentarem vantagens tais como: a grande quantidade de pes-
quisas realizada, sintaxes e semanticas bem conhecidas e ao grande poder de
representacao.

O PowerLoom utiliza como linguagem de representacao uma variante, com
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expressividade total, do KIF (Knowledge Interchange Format). O KIF é uma
linguagem baseada em légica, desenvolvida para a troca de conhecimento entre
sistemas de computadores diferentes.

O PowerLoom foi escrito em linguagem STELLA (Strongly Typed, Lisp-like
LAnguage), que foi desenvolvida especificamente para este objetivo. Baseada
em Lisp, a linguagem STELLA preserva as caracteristicas desta que facilitam
a programacao simbdlica e a rapida prototipagem, enquanto ainda permite a
traducao em codigo Java, Lisp e C++ eficiente e legivel. Por ser escrito em
STELLA, o PowerLoom é distribuido nas trés linguagens citadas. A API do
PowerLoom para a linguagem Java é relativamente pequena, possuindo menos de
3 MB (juntamente com a STELLA).

O PowerLoom realiza inferéncia através da deducao natural, utilizando enca-
deamento forward e backward para derivar o que logicamente segue dos fatos e
regras existentes na base de conhecimento. Além do mecanismo de dedugao na-
tural, o PowerLoom possui um grande nimero de procedimentos para reasoners
especializados que eficientemente trabalham sobre hierarquias de conceitos e rela-
cionamentos, conjuntos, etc. A arquitetura especialista é extensivel para permitir
que usudrios acrescentem seus reasoners ou predicados computados. Ha tam-
bém suporte para raciocinio hipotético, raciocinio sobre igualdades, aritmética e
raciocinio sobre desigualdades. Apesar de nao ser uma légica descritiva, possui
classificadores que podem classificar hierarquias de conceitos e relacionamentos e
instancias definidas, utilizando o poder de expressividade da logica de primeira
ordem.

Como sistema de representacao de conhecimento, o PowerLoom possui uma
grande preocupacao em oferecer o maximo de expressividade e de escalabilidade.
A expressividade é vista com mais importancia que a completude da inferéncia.
O PowerLoom é bastante escalavel, possuindo mecanismos para controlar a busca
e oferecer suporte a grandes ontologias e bases de conhecimento.

Nessa pesquisa, o interesse no PowerLoom é no seu mecanismo de inferéncia
sobre sentencas de logica de primeira ordem, ficando em segundo plano as suas
caracteristicas de sistema de representacao de conhecimento.

6.1.2 Loégica de Primeira Ordem no PowerLoom

Uma base de conhecimento PowerLoom ¢é construida com a definigao da termi-
nologia para o dominio e pelas regras e fatos sobre este. Como os fatos podem
ser inseridos e retirados, as respostas para os questionamentos podem mudar no
tempo.

As estruturas de conhecimentos sao organizadas em containers logicos cha-
mados moédulos: os fatos nao sao validos globalmente, mas apenas dentro de um
contexto especifico. O PowerLoom permite a montagem de uma hierarquia de
modulos, facilitando a modelagem de fatos que sao validos em diversos contextos
e permitindo a importacao de conhecimentos de outros médulos. Com essa ca-
racteristica, uma forma conveniente de se organizar o conhecimento é colocar as
defini¢coes em médulos mais altos e os fatos em moédulos mais baixos. A heranca de
fatos nao é monotonica: um moédulo filho pode retirar ou sobrescrever fatos her-
dados de mdédulos antecessores. O PowerLoom mantém um ponteiro apontando

50



para o médulo corrente, de forma que todas as assertivas, questionamentos, etc,
sao feitos relativamente a este médulo. O PowerLoom possui alguns moédulos
buslt-in, como por exemplo o PL-KERNEL que contém um conjunto de defini¢oes
de conceitos e relacionamentos de propdsito geral que coletivamente formam o
suporte légico para construir aplicagoes especificas baseadas em conhecimento.

As entidades do mundo sao capturadas como termos (ex.: Brasilia, 3, Pes-
soa). Os termos no PowerLoom devem ter nomes distintos. S@o categorizados ou
relacionados com outros por objetos chamados relacionamentos (ex.: temIdade,
maiorQue). Conceitos como Pessoa, Estado, Compania e Numero sao considerados
uma subcategoria de relacionamento. Uma proposicao é uma sentenca logica que
tem um valor verdade associado, como por exemplo: “Benjamin é uma pessoa”. A
notagao KIF seguida pelo PowerLoom utiliza a forma pré-fixada para representar
as preposicoes, como ilustrado no exemplo a seguir, utilizando os relacionamentos
Pessoa, Casados, + e =:

e (Pessoa Joao)
e (Casados Joao Maria)
e (= (+23) 6)

O calculo predicativo constroi sentencas complexas a partir de sentencas simples
usando os conectivos logicos and, or, not, as implicagoes <=, =>, <=> e 0s quan-
tificadores forall e exists. Exemplos:

o (not (Homem Maria))
e (forall ?p (=>(Pessoa 7p) (exists 7m (Mae ?m ?p))))

A primeira sentencga representa o fato “Maria nao é homem”, enquanto se-
gunda, mais complexa, representa o fato “Toda pessoa tem uma mae”.

O PowerLoom requer que relacionamentos sejam definidos antes de serem utili-
zados em assertivas e questionamentos. Os comandos defconcept, defrelation
e deffunction sao utilizados para definir conceitos, relacionamentos e fungoes
respectivamente. O uso de referéncia circular é permitido em definigdes, porém
nao em assertivas. Todos os axiomas que aparecem dentro dos limites de uma
defini¢ao sao resolvidos antes da proxima ocorréncia de um questionamento.

Para fazer inferéncia a partir das sentencas e regras da base de conhecimento,
podem ser utilizados os comandos ask e retrieve. O comando ask retorna o valor
verdade de uma assertiva, enquanto o comando retrieve retorna uma listagem
dos objetos que corretamente preenchem as variaveis. No exemplo abaixo, o
ask retornard false, enquanto o retrieve retornara ?x = Maria. Note que o
comando assert insere sentencas ou fatos na base de conhecimento.

o (assert (not(Trabalha-para Jeronimo Megasoft)))
e (assert (Trabalha-para Maria Megasoft))
e (ask (Trabalha-para Jeronimo Megasoft))

e (retrieve all(Trabalha-para 7x Megasoft))
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Uma preposicao PowerLoom é etiquetado com um valor verdade que pode
ter um de cinco valores diferentes: true, false, default-true, default-false
ou unknow. Os valores true e false podem ser definidos através do comando
assert, enquanto os defaults sao definidos através do comando pressume. Uma
preposicao previamente definida como default pode ser redefinida para qualquer
um dos quatro outros valores. Preposicoes previamente definidas como default-
true ou default-false podem ser redefinidas como true ou false, porém o
inverso nao ¢ possivel (apenas é possivel subir o grau da for¢a da definigao do
valor verdade, nunca descer para um grau anterior).

Um clash (contradi¢do) ocorre quando uma preposigao é redefinida de true
para false ou vice-versa. Uma clash-exception é levantada, permitindo que
as aplicagoes tomem a agao desejada (o comportamento padrao do PowerLoom é
nao dar tratamento nenhum, fazendo com que a assertiva que causou a excegao
nao seja executada). O comando retract permite retirar o atual valor-verdade
de uma proposicao, permitindo que seja definido qualquer outro valor verdade
para esta.

O PowerLoom assume premissas de mundo aberto por padrao. Em uma visao
de mundo aberto é assumido que nao ha um modelo completo do mundo mo-
delado: caso nao haja informagoes para provar a verdade ou a falsidade de um
questionamento, o valor sera dado como unknow. A visao de premissa de mundo
fechado também ¢é implementada no PowerLoom, permitindo que se opte por um
dos dois modos.

6.2 Protégé

O formato adotado para representar PR-OWL é o apresentado por [12]. Esse
formato é uma upper-ontology do formato OWL recomendado pela W3C, dessa
forma, para que essa compatibilidade com o formato OWL fosse mantida, a API
do Protégé foi utilizada para salvar e carregar as ontologias probabilisticas mo-
deladas pelo UnBBayes. Ao carregar um ontologia probabilistica, o UnBBayes lé
o arquivo através da API do Protégé recuperando os elementos relacionados com
a parte probabilistica do dominio e constréi a estrutura de dados de MEBN utili-
zada pelo UnBBayes. Ao salvar, o processo inverso é feito, ou seja, a estrutura de
dados de MEBN presente em meméria no UnBBayes é adicionada aos elementos
nao probabilisticos presentes no arquivo carregado (se houve um arquivo carre-
gado) e a API do Protégé é utilizada para salvar o modelo no formato definido.
Dessa forma, esta secao descreve a API do Protégé utilizada nesse processo.

O Protégé é uma plataforma flexivel e configuravel para o desenvolvimento
de aplicagoes dirigidas a modelos arbitrarios e componentes. O Protégé permite
a edicao visual de ontologias por dois caminhos: via o editor Protégé-Frames
e via o editor Protégé-Owl. As ontologias podem ser salvas em uma grande
variedade de formatos, incluindo RDF, OWL e XML Schema. E uma ferramenta
bastante flexivel, permitindo a personalizacao da interface através da aba “forms”
e configuracao detalhada e diversificada.

O Protégé-OWL prove muitas facilidades de edicao e navegacao para modelos
OWL. Prové diferentes classes de editores para uma ontologia em OWL. As mais
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Figura 6.1: Tela de edigao de classes/individuos no Protégé.

importantes sao:

Editor de classes permite a navegacao, criagao, remocao e edigao sobre classes
OWL, incluindo edicao avancada de restri¢oes e atribuicao de propriedades
padrao do OWL e RDF.

Editor de individuos permite navegacao sobre diferentes instancias das classes
presentes na ontologia e edi¢ao de seus atributos. A Figura 6.1 mostra uma
captura de tela do modo de edicao de individuos.

Editor de propriedades exibe uma lista de todas as propriedades entre as
classes presentes na ontologia e permite sua edi¢ao; como alteracao de domi-
nio e imagem, atribuicao de propriedade inversa, comentarios, etc. A Fi-
gura 6.2 mostra uma captura da tela de edicao de propriedades.

Editor de formularios permite alterar o visual dos outros editores através da
alteracao do esquema de formularios. Todos os editores sao formados por
“blocos” de formularios com campos de entrada. Este editor permite modi-
ficar a organizacgao desses formulérios e a posicao dos blocos.

Editor de meta-dados permite gerenciar ontologias importadas. Ao editar
uma ontologia PR-OWL diretamente no Protégé, um passo inicial seria
importar a biblioteca bésica (pr-owl.owl) através deste editor.

O Protégé prové também uma série de API e possibilidade de extensao de sua
funcionalidade através de desenvolvimento de plugins. Para mais informagoes,
veja [19].

A API Protégé-OWL, parte do pacote Protégé-OWL, é uma biblioteca Java
open source para OWL e RDF. Prové métodos para:

e abrir e salvar arquivos OWL;
e realizar queries;

e manipular modelos de dados OWL;
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Figura 6.2: Tela de edigao de propriedades no Protégé.

e realizar raciocinios.

A API Protégé OWL é centrada em uma colegao de interfaces Java para o pa-
cote model. Essas interfaces fornecem acesso ao modelo OWL e aos seus diversos
elementos como classes, propriedades e individuos. Desenvolvedores de aplicacao
nao podem acessar a implementacao destas interfaces diretamente, podendo ape-
nas operar sobre elas, nao sendo portanto necessario conhecer os detalhes internos
sobre como o Protégé armazena suas ontologias.

O modelo de interface mais importante é o OWLModel que propicia acesso ao
container de alto nivel de recursos na ontologia. Assim pode-se utilizar o OWLModel
para criar, fazer queries, e apagar recursos de varios tipos e utilizar os objetos
retornados pelo OWLModel para operacgoes especificas.

A API Protégé OWL pode ser utilizada em dois modos:

e modo de arquivos OWL (classe JenaOWLModel);
e modo de arquivos Database (classe OWLDatabaseModel).

Ambos os modos operam na mesma interface OWLModel. O programador nao
precisa se preocupar se a classe esta fisicamente criada em um banco de dados ou
somente armazenada em memoria. Ha algumas diferencas entre os dois modos
que trazem algumas funcionalidades extras.

As classes utilizadas pelo modulo de armazenamento de MEBN do UnBBayes
estao listadas abaixo:

e com.hp.hpl.jena.util.FileUtils: utilizada para especificar o formato
de armazenamento do arquivo OWL, através da constante
FileUtils.langXMLAbbrev.

e edu.stanford.smi.protegex.owl.ProtegeQWL: é a classe nicleo da API.
No UnBBayes, ¢é utilizada como uma builder para a instanciacao do Je-
naOWLModel.
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e edu.stanford.smi.protegex.owl. jena.JenaOWLModel: OWLModel em
modo de manipulacao de arquivos OWL. Através desta classe, pode-se criar,
alterar, remover e buscar classes, individuos e propriedades descritos na
ontologia.

e edu.stanford.smi.protegex.owl.model.0OWLDatatypeProperty: classe
Java que representa uma propriedade em OWL que liga uma classe OWL
(ou individuo) a um tipo simples de dado (como texto ou numerais). Foi
utilizado, no UnBBayes, para ligar classes OWL de CPT a sua declaracao
em texto ou para ligar argumentos aos numerais indicando sua ordem.

e edu.stanford.smi.protegex.owl.model.0OWLIndividual: classe Java
que representa um individuo ou instancia de uma classe OWL.

e edu.stanford.smi.protegex.owl.model.0OWLNamedClass: classe Java
que representa uma classe em OWL. Como sao identificadas pelo nome,
uma busca por nome pode ser feita pelo JenaOWLModel.

e edu.stanford.smi.protegex.owl.model.0WLObjectProperty: classe
Java que representa uma propriedade OWL que liga uma classe a uma outra
classe qualquer. Utilizada para declarar as propriedades da PR-OWL, que
por sua vez sao propriedades OWL.

e cdu.stanford.smi.protegex.owl.repository.impl.LocalFile
Repository: utilizada para criar um repositorio local que armazena algu-
mas informagoes pertinentes da Dublin Core DL. O arquivo gerado tem
extensao “.repository”. Esta classe ainda é uma placeholder para futuras
adaptacoes.

Com a combinacao das classes listadas acima, foi possivel implementar o me-
canismo de armazenamento do arquivo PR-OWL no UnBBayes. Para maiores
informagoes sobre o uso da API Protégé-OWL, veja [24].

Jena é uma das APIs Java para RDF e OWL, fornecendo servigos para repre-
sentacao de modelos, parsing, persisténcia em banco de dados, querying e algumas
ferramentas de visualizagao. O Protégé-OWL esta intimamente acoplado ao Jena
(Figura 6.3). Esta integracao permite que os programadores usem certas fungoes
do Jena em tempo real, sem precisar passar pelo processo de build.

A chave desta integracao estd no fato de ambos subsistemas operarem em
representacoes de “triplas” em baixo-nivel. O Protégé possui seu proprio meca-
nismo de armazenamento de frames, que foi encapsulado no conjunto de classes
de “Grafos Protégé ( Wrapper do Jena)”; permitindo que o acesso do Jena para a
leitura passe sempre pelas “triplas” do Protégé. Esse esquema permite a edicao
com a API do Protégé e a query com a API do Jena.
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Capitulo 7

Modelagem e Implementacao de
MEBN

Neste Capitulo, tratar-se-a4 de questoes de modelagem e de implementagao re-
lacionados ao UnBBayes ja existente e principalmente da nova versao que pos-
sui funcionalidades para modelar uma MEBN e raciocinar em cima da mesma.
Primeiramente sera apresentada a modelagem e implementacao de MEBN na se-
¢ao 7.1. A secao 7.2 mostra como é definida uma tabela de um no residente. Em
seguida, a interface grafica para MEBN sera detalhada na secao 7.3. Para avaliar
os nos de contexto, serd explanado a API escolhida para FOL e como ¢ utilizada
na secao 7.4. Na secao 7.5 sao destacadas as regras de consisténcia existentes em
MEBN. J4 na segao 7.6 serd apresentada a implementacao de tipo, tipo ordenével
e recursao que foi criada como uma funcionalidade embutida no UnBBayes, ao
invés de deixar a cargo do usudario. Na secao 7.7 é apresentado o algoritmo de
geracao de SSBN implementado no UnBBayes. Por fim, o mecanismo de 1/0O é
detalhado na secao 7.8.

7.1 Modelagem da extensao para MEBN

Segue a descrigao das principais classes construidas na extensao do UnBBayes.
A modelagem sera descrita utilizando-se diagramas de classes. Na secao 7.1.1
sera apresentada as principais classes utilizadas para a representacao de uma
MTeoria. Na secao 7.1.2 serao apresentados os nés utilizados em MEBN e seus
relacionamentos. Ja na secao 7.1.3 sera detalhada a estrutura de uma MFrag.

7.1.1 MTeoria

A modelagem da Figura 7.1 representa a estrutura geral de uma MTeoria.

Classe MultiEntityBayesianNetwork representa uma teoria MEBN, a qual de-
fine a ontologia do dominio. A teoria é composta por uma ou mais MFrags.

Classe MFrag representa um fragmento de teoria MEBN. Uma MFrag é com-
posta por variaveis ordinarias, nés de entrada e nos residentes, sendo que
deve possuir ao menos um nd residente.
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Figura 7.1: Modelagem de classes para MTeoria.

Classe OrdinaryVariable variaveis ordindrias sao utilizadas para se referir a
entidades nao especificas como argumentos nas variaveis aleatorias (RV) das
MFrags. Para cada argumento de uma RV na MFrag deve existir um objeto
OrdinaryVariable, sendo que este define o tipo das entidades aceitas para
preencher aquele parametro. Embora nao esteja representado no modelo,
ele estende Node para representar seu respectivo né de contexto isA(Type).

Classe InputNode classe que representa uma RV de entrada. E basicamente
uma cépia de um ResidentNode que é usado como entrada em uma MFrag.

Classe ResidentNode classe que representa uma RV residente. Possui informa-
goes sobre seus argumentos ( OrdinaryVariable ).

Classe BuiltInRV classe que representa variaveis randomicas, previamente construi-
das pela implementacao do UnBBayes (conectivos 16gicos, quantificadores
e igualdade). Permitem representar uma familia de distribuigoes de pro-
babilidade sobre interpretacoes da FOL. Estas variaveis sao utilizadas para
facilitar a modelagem, dando uma base onde o desenvolvedor pode comecar
a fazer a ontologia. Na Tabela 7.1 sao apresentadas as BuiltInRV que estao
implementadas no UnBBayes.

Tabela 7.1: BuiltInRV implementadas no UnBBayes.
And | EqualTo | Exists | ForAll
Iff | Implies | Not Or

7.1.2 No6s de MEBN

A Figura 7.2 apresenta a hierarquia dos tipos de nods existentes na MEBN.
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Figura 7.2: Modelagem de classes para os nés de uma MEBN.

Existe dois tipos de entidades MultiEntityNode e SingleEntityNode (se-
¢ao 5.4.1), ambas herdando de Node. OrdinaryVariable herda de Node para
permitir que este seja desenhado no grafo da MFrag como um né de contexto
IsA(Type).

Classe MultiEntityNode representa um né de uma MEBN, podendo ser resi-
dente, de entrada ou de contexto, conforme sua subclasse.

Classe Entity representa uma entidade. Explicada com mais detalhe na se-
¢ao 7.6.

Classe StateLink representa uma vinculagao entre o DomainResidentNode e
Entity, possibilitando a defini¢cao de exclusividade global, explicado com
mais detalhes mais abaixo nessa secao.

Classe Argument representa um argumento de um determinado MultiEntity-
Node. Esta classe é utilizada apenas no processo de salvar e carregar ar-
quivos PR-OWL. O argumento pode ser complexo, através do uso das pro-
priedades entityTerm e argumentTerm, ou simples, através da propriedade
oVariable.

Classe ResidentNodePointer representa uma ligacao do né de entrada ou do né
de contexto, através da propriedade node, ao né residente correspondente,
através da propriedade residentNode.

Classe ContextNode representa os nos de contexto, que fazem restricoes as enti-
dades utilizadas como argumentos nas RV de entrada e residentes da MFrag
em questao.
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Classe GenerativeInputNode representa os nés de entrada geradores. Estes
nos sao apenas uma referéncia para DomainResidentNode ja existentes, que
geralmente se encontra em outra MFrag, mas em algumas situacoes, sao
definidos na mesma MFrag, para representar recursao, por exemplo.

Classe DomainResidentNode representa os nés residentes geradores. Estes nos
possuem um pseudocodigo, responsavel por definir a regra de criagao de
uma CPT, independentemente do caso especifico (entidades e evidéncias
presentes). A segdo 7.2 apresenta mais detalhes a respeito do pseudocé-
digo e geragao de CPT. Os nos residentes podem ter como pais outros nos
residentes (nao pode ser pai dele mesmo) ou nés de entrada.

Uma contribuicao para o PR-OWL, resultante dessa pesquisa, que foi aceita
pela equipe responsavel pela definicao dessa linguagem, foi a inclusao de informa-
cao a respeito da exclusividade global de um determinado estado de um né, na
versao 1.05 (www.pr-owl.org). Essa propriedade é necessaria em situagoes onde
apenas uma evidéncia é permitada para um né em um determinado estado. Por
exemplo, na MFrag Starship Data apresentada na Figura 7.3, o estado True para
a variavel IsOwnStarship(st) s6 é permitido para uma espagonave st. Ou seja,
o estado True tem exclusividade global em relacao a RV IsOwnStarship(st).

(IsA(Starship, st) )
(Starshipinne{s.t})
(IsOwnStarship(st) )

Starship Data
MFrag

Figura 7.3: MFrag Starship Data.

Outra contribuicao importante para o PR-OWL foi a possibilidade de se definir
as instancias de uma entidade como estados possiveis de um né. Na MFrag
Starship Data (Figura 7.3) o né StarshipZone(st) tem como estados possiveis
todas as instancias que existirem da entidade Zone. FEssa possibilidade de definir
uma entidade como estado possivel de um né foi aceita e incorporada na versao
1.03 do PR-OWL. Como conseqiiéncia, foi necessario definir um padrao para
a CPT associada a tal varidavel. Como o ntmero de instancias da entidade é
desconhecido e nao é possivel utilizar o pseudocddigo neste caso, a solugao adotada
foi definir a CPT como uma distribuicao uniforme, na auséncia de informacao
especifica mais detelhada.

7.1.3 MFrag

A Figura 7.4 ilustra os principais elementos de uma MFrag. As MFrags utilizadas
no UnBBayes sao as MFrags de dominio, que funcionam como um template para a
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geracao de uma SSBN, baseado nas instancias de entidades e evidéncias presentes
na situacao especifica.

pkg mebn ,l
-0V - ardinararablelis]
R ) e T B

3
_I = peinstanceslist
OVnstance itrisi m—{ DomamiFrag
I__I =
- conbaodeList - inputhodalist - residentiocel st
ContexiNode | Inputoce I
- regideniMadaChildList
- inputNodellsl - reeshdentNodelisy

Figura 7.4: Modelagem de classes para MFrag.

Classe MFrag representa uma MFrag mais generalizada composta por uma lista
de InputNode e uma de ResidentNode. Além disso, possui uma lista das
suas variaveis ordinarias.

Classe DomainMFrag representa uma MFrag geradora: é a MFrag utilizada como
template para a instanciacao da SSBN de acordo com as evidéncias, instan-
cias de entidades presentes e os questionamentos do usuario. Representa a
modelagem do dominio (através de ontologia probabilistica). E composta
pelos nés de contexto ( ContextNode ), pelos nés de entrada ( Genera-
tiveInputNode ) e pelos nods residentes ( DomainResidentNode ). Para
possibilitar a geragao da SSBN, essa MFrag possui uma referéncia para as
instancias ( OVInstance ) das entidades que estao relacionadas com suas
respectivas varidveis ordindrias ( OrdinaryVariable ).

Classe RandomVariableFinding representa as evidéncias existentes para um de-
terminado né. Essa informacao é utilizada para a geracao da SSBN.

7.2 Tabela de Probabilidades

A proposta original da linguagem PR-OWL apresentada em [12] ndo contém
uma especificao formal para férmulas capazes de definir dinamicamente a CPT
dos nos residentes instanciados durante a geragao da SSBN. Essa funcionalidade é
essencial quando o nimero de pais é desconhecido. No entanto, a proposta original
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de PR-OWL apresenta um exemplo de pseudocddigo usado para definicao de
uma tabela de probabilidades para nés residentes de MEBN (Figura 4.2). Nessa
pesquisa, com base na analise do pseudocddigo exemplo, foi proposta a gramética
formal definida em notacao BNF, apresentada na Figura 7.5.

Com base na especificacao da gramética apresentada, foi projetado e desenvol-
vido um compilador com analisadores 1éxico, sintatico e semantico. Além disso,
é gerado um codigo intermediario usado para definir o pseudocédigo necessério
para criar uma a CPT do né na construgao de uma SSBN para um dado contexto.
Na implementacao do UnBBayes, esse pseudocddigo é armazenado como objeto
String no no residente.

MBIEN Talble ENF
01. table ::= statement | if statement

02, if statement ::=

03. Tif" allep varsetname "have" " (" b expressien ")" statement
04. ‘T"else" else statement

05. allop ::= "any" | "all®

06. varsetname ::= ident ["." ident]*

07. b expression ::=b term [ "|" b_term ]*

08. b term ::= not factor [ "&" not_factor ]*

09. not factor ::= [ "~" ] b_facter

10. b factor ::= ident "=" ident

11, else_statement ::= statement | if statement

12, statement ::= "[" assignment "]"

13, assignment ::= ident "=" expression [ "," assignment ]*
14, expression ::= term [ addop term ]*

15. term ::= signed factor [ mulop signed factor ]*

16. signed factor ::= [ addop ] facter

17. factor ::= number | function | " (" expression "}"

18. function ::= possibleVal

19. | "CARDINALITY" " (" varsetname "}"

20, | "MIN" "(" expression ";" expression ")"

21. | "MAX" " (" expression ";" expression ")"

22. possibleVal ::= ident

23, addop ::= "4" | "-v

24, mulop ::= "*" | n v

25, ident ::= letter [ letter | digit ]*
26. number ::= [digit]+

Figura 7.5: Gramaética para o pseudocddigo da tabela do no residente.

A estrutura de classes responsavel por compilar o pseudocédigo apresentado
estd na Figura 7.6.

Interface ICompiler responsavel por definir o método para compilar o pseu-
docodigo e para gerar a CPT.

Classe Compiler implementa a interface ICompiler para compilar o pseudocé-
digo através da técnica descendente recursivo e gera a CPT ( Potential-
Table ) para o né a que se refere ( SSBNNode ).
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Figura 7.6: Modelagem de classes do compilador do pseudocddigo.

Classe TempTableHeaderCell classe interna de Compiler utilizada como codigo
intermedidrio para calcular a CPT ( PotentialTable ).

Classe SSBNNode classe utilizada para representar um né residente com informa-
goes especificas para gerar um né de uma rede bayesiana comum.

Classe MEBNTableParser classe utilizada para compilar as tabelas dos nés re-
sidentes. Encapsula a classe Compiler incorporando alguns detalhes de
consisténcia. Além de possibilitar o uso de outras implementacoes de ICom—
piler.

7.3 Interface Grafica da MEBN

Nesta secao é apresentada a interface grafica implementada no UnBBayes para
oferecer o suporte & MEBN. A interface gréafica pode ser dividida em duas partes:

Edicao e visualizagao da MTeoria permite que o usuario edite as MFrags e
os diversos nos da MTeoria.

Geracao da SSBIN permite que o usuario entre com as evidéncias e o questio-
namento e gere a SSBN apresentando os resultados na tela de inferéncia
probabilistica de BN.

Nas secoes seguintes, serao apresentadas a arquitetura da GUI e as principais
classes utilizadas. Além disso, os principais painéis para a modelagem de uma
MTeoria serao apresentados e explicados.
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7.3.1 Arquitetura da GUI

A Figura 7.7 apresenta a arquitetura da GUI do UnBBayes com suporte a MEBN.
O diagrama estd simplificado: nao sao mostradas todas as relacoes de dependéncia
e sao mostradas apenas as classes principais ao entendimento. Ja a seqiiéncia de
criagao dos objetos relacionados a GUI da MEBN estd detalhada na Figura 7.9.
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Classe Main inicializa o UnBBayes criando o MainController.

Classe MainController classe responsavel por criar, abrir e salvar MEBN e
redes probabilisticas (PN) suportadas pelo UnBBayes, ou seja, rede baye-
siana (BN), diagrama de influéncias (ID) e MSBN, sendo que esta ultima
nao foi mostrada na modelagem para simplificar o modelo.

Classe UnBBayesFrame responsavel pela interface da tela principal do programa.
Esta tela é independente do tipo de rede sendo exibida.

Classe MDIDesktopPane desktop do UnBBayesFrame. Permite a abertura dos
frames relativos ao tipo de rede sendo tratada, além de permitir a abertura
de multiplas telas (conforme ilustrado na Figura 7.8).

Classe NetworkWindow representa a janela da rede. Responsavel por criar o
controlador para a rede, o NetworkController. Possui ainda o painel de
edi¢ao correspondente a rede (MEBN ou PN) e o GraphPane.

Classe GraphPane responsavel por desenhar o grafo na tela. Este grafo é com-
posto por nés e arcos e pode ser tanto a representagao da rede bayesiana
quanto o desenho dos nés de uma MFrag. Implementa as interfaces Mouse-
Listener e MouseMotionListener para poder tratar os eventos de mouse.

Classe NetworkController classe responsavel por delegar fungoes para execu-
¢ao em SingleEntityNetwork ou em MultiEntityNetwork. Inserir nds
e propagar evidéncias, por exemplo. Delega as fun¢oes para um dos dois
controladores de acordo com o tipo de rede sendo tratada.

Classe SENController controlador das operacoes realizadas sobre uma rede pro-
babilistica normal.

Classe MEBNController controlador das operacoes realizadas sobre uma rede
bayesiana multi-entidade. Além disso, é responsavel por criar a SSBN.

Classe MEBNEditionPane painel de edicao de redes bayesianas multi-entidades.
Classe PNEdtionPane painel de edicao de redes probabilisticas.

Classe PNCompilationPane painel para entrada de evidéncias e realizagao de
inferéncias em redes probabilisticas.

Classe MultiEntityBayesianNetwork representa as MEBN.

Classe SingleEntityNetwork representa as redes probabilisticas que nao pos-
suem multi-entidades.

Classe ProbabilisticNetwork representa as redes probabilisticas, como BN e
ID.
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7.3.2 Tela principal
Figura 7.10 ilustra os componentes da tela de edicao da MEBN.

Figura 7.10: Componentes da tela de edicao de MEBN.

O painel de edicao da MEBN (classe MEBNEditionPane) é o novo painel
construido para o UnBBayes a fim de oferecer todo o ambiente grafico necessério
para que o usuario construa MTeorias de forma simples e intuitiva. Todos os ou-
tros componentes graficos da MEBN estao contidos dentro deste painel conforme
mostrado na Figura 7.11.

A barra de escolha do painel de edi¢ao ( jtbTabSelection ) permite que o
usuario escolha qual dos possiveis painéis de edicao ele quer utilizar:

e visualizar a avore com os elementos da MTeoria;

e visualizar as variaveis ordindrias existentes na MFrag que esta sendo edi-
tada;

e visualizar o painel de edicao de entidades;
e visualizar o painel de edicao de evidéncias para entidades;
e visualizar o painel de edicao de evidéncias para nos residentes.

O painel de edigao ( jpTabSelected ) muda de acordo com o componente da
MTeoria sendo editado. Cada né editado tem um painel de edicao padrao que
surge sempre que ele é selecionado. Dependendo da caracteristica sendo editada,
alguns painéis nao estarao disponiveis.

A barra de edi¢ao (classe ToolBarEdition) contém os botdes para inserir os
elementos principais de uma MTeoria: MFrags, nés residentes, nés de entrada,
nos de contexto, arcos e selecao de varios elementos.
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Figura 7.11: Painel de edicao de MEBN - MEBNEditionPane.

O painel de descrigao ( descriptionPane ) contém a descrigao do componente
selecionado. Permite que o usuario descreva os objetos da MTeoria para documen-
tacao. Os ultimos quatro elementos descritos fazem parte do painel tabsPanel,
sendo que o jtbTabSelection é acrescentado ao norte, o jpTabSelected ¢ acres-
centado ao centro, a barra de edigao é acrescentado ao leste e o descriptionPane
é acrescentado ao sul.

A tela de edicao de grafo ( graphPanel ) apresenta o conteido da MFrag ativa
e ¢ onde devem ser inseridos 0s nés e arcos.

A tela de ajuda ( helpPanel ) ainda nao estd sendo utilizada. No entanto,
ela serd utilizada para mostrar:

e textos de ajuda para o usuario;
e relatérios;
e descricoes comlexas de erros.

Os ultimos dois elementos descritos sao acrescentados no jspGraphHelper,
sendo que o graphPanel ¢é acrescentado a esquerda e o helpPanel é acrescentado
a direita.

A barra de edi¢ao do né selecionado ( nodeSelectedBar ) contém as informa-
¢oes sobre o nd selecionado e os botoes para editar as diversas caracteristicas do
componente ativo (MTeoria, MFrag, né residente, né de entrada, né de contexto
ou variavel ordindria). Se nenhum objeto estiver selecionado a barra é preenchida
com um painel vazio ( jtbEmpty ).
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A barra de opgodes principais (classe ToolBarGlobalOptions) possui botoes
para:

e entrar com um questionamento;
e carregar, salvar e limpar as evidéncias da base de conhecimento;
e voltar para a ultima SSBN gerada ou para o médulo de edicao de MEBN;

e alterar as opcgoes globais. O botao de opgoes globais ja esta presente na
GUI, mas a funcionalidade ainda nao foi implementada.

Tanto essa barra de opgoes principais quanto a nodeSelectedBar sao acres-
centadas ao topPanel.

No painel de status ( bottomPanel ) sdo apresentadas as informagoes sobre
algumas operacoes efetuadas.

7.3.3 Painéis de Edicao

Para a edicao de todos os objetos da MEBN foi necessario a criacao de varios
painéis diferentes para as diversas caracteristicas editaveis. O diagrama na Fi-
gura 7.12 mostra as classes que implementam os novos painéis criados.
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A edicao de MFrag consiste em adicionar, remover e renomear MFrags. A
MFrag ativa tera o seu conteido exibido na tela de edicao do grafo conforme
ilustrado na Figura 7.13.

Arquiven  Exibir  Ferramentas  Janela  Ajgida
e (& DR @ (v RS

O storshup Mthoory i o o B
P &5 B F K
% MPrag Mome: Zone_WFrag

= o e -+ | + [T
 —— e L L
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Figura 7.13: Edicao de MFrag.

A selecao de MFrags é realizada através da arvore da MTeoria que é imple-
mentada pela classe MTheoryTree. Essa classe mostra as MFrags de uma MTeoria
e os seus respectivos ndés (nds de contexto, nds residentes e nds de entrada). Im-
plementa listeners para as opcoes basicas de edicao destes: inserir, remover e
selecionar.

A edicao de um né residente permite:

e adicionar, renomear e excluir nés, tanto através do grafo quanto pela arvore
da MTeoria;

e editar os estados através do painel de edi¢ao de possiveis valores ( Possi-
bleValuesEditionPane ). Este painel contém uma lista com os possiveis
valores atuais e botoes para adicionar um novo valor ou excluir o valor
selecionado.

e cditar os argumentos, inserindo e retirando variaveis ordinarias através do
painel de edigao de argumentos ( ArgumentEditionPane ). Este painel, ilus-
trado na Figura 7.14, contém duas arvores: uma com as variaveis ordinarias
existentes na MFrag ( OVariableTreeForArgumentEdition ) e outra com
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as varidveis ordindrias existentes no né ( ResidentOVariableTree ). A seta
para baixo permite que a variavel selecionada na arvore da MFrag seja inse-
rida no né (o mesmo pode ser feito clicando-se duas vezes nesta). O botao
“+” permite que se adicione uma nova variavel ordinaria na MFrag ou como
argumentos do né residente, enquanto o botao “-” permite que se exclua a
variavel ordinaria selecionada na arvore inferior da lista de argumentos do
no.

editar a tabela de distribuigdo probabilistica ( EditionPane ). A edicdo
é feita através de um editor de texto com painéis contendo listas com os
diversos objetos que podem ser utilizados para a definicao da distribuigao
(listagem dos nds de entrada que influenciam o né residente, listagem dos
estados dos nés de entrada, listagem dos estados do no residente, listagem
dos argumentos, etc). H& botoes que permitem a insergao de auto-texto.
O pseudocddigo da tabela é colorido, facilitando a visualizacao do diversos
tokens.

Argumentos

;I DangerToOthers_MFran
B s (Starship_label
B st (Starship_label
B ¢ TimeStep_label)

=

DangerTollhers

B
(=

Nome:

Tipo:

Figura 7.14: Painel de edicao de argumentos.

A Figura 7.15 ilustra a tela de edicao de nds residentes com o painel de edi-

cao de possiveis valores selecionado. E apresentado também um painel com o
pseudocodigo da distribuicao de probabilidades definida para o né.
A edicao de um noé de entrada permite:

e adicionar, renomear e excluir nés de entrada tanto através do grafo quanto
pela arvore da MTeoria.

e cditar de qual né residente o né de entrada é instancia. Para tanto, a
classe InputInstance0fTree cria uma arvore com todos os nds residentes
da MTeoria, separados por MFrag. Basta clicar duas vezes no no residente
para que ele seja setado como a referéncia para o né de entrada (Figura 7.16).
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Figura 7.15: Edicao de né residente de uma MFrag.

A edicao de um né de contexto permite:

e "adicionar, renomear e excluir nés de contexto tanto através do grafo quanto
pela arvore da MTeoria. "editar a férmula da FOL que o nd representa.
O painel para edicao é implementado pela classe FormulaEditionPane. A
férmula é editada como uma arvore onde os operandos de um né operador
sao representados como ndés filhos (Figura 5.19).

A arvore representa a férmula = (StarshipZone(st), z), ou em forma in-
fixada: (StarshipZone(st) = z). O objetivo deste modo de criar férmulas é
diminuir a liberdade para o modelador de forma a evitar construgoes irregulares.
Quando um operador é criado, a quantidade de operandos definidos para aquele
operador define quantos nés filhos serao criados, de forma que a 1nica coisa que
o modelador podera fazer é definir quais argumentos possuem estes nés filhos. A
arvore ¢ implementada pela classe FormulaTree.

Conforme ilustrado, os operandos podem ser nds, variaveis ordinarias, en-
tidades ou varidveis (utilizadas nos quantificadores). Ao escolher uma destas
opgoes, sera exibido para o usuario uma arvore com todos os objetos do tipo
escolhido presentes na MTeoria para selecao (classe MTheoryReplaceInFormula
para selecao de nos, classe OVariableTreeForReplaceInFormula para selecao
de variavel ordinaria ou classe EntityListForReplaceInFormula para selecao
de uma entidade). Os operadores sao os BuiltInRv suportados: and, or, not,
equalTo, implies, iff, exists e forAll.

A padronizacao dos elementos graficos para representar nos residentes, de
entrada e de contexto foi definida a partir de uma interacao da equipe responsavel
pelo desenvolvimento do UnBBayes com a equipe responsavel pela linguagem PR-

OWL e publicada em [15].
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76



7.3.4 Edicao de Entidades e de Variaveis Ordinarias

A edicao de entidades e de variaveis ordinarias permite a criagao, eliminacao e
renomeagao. A edicao das entidades é realizada através do painel EntityEdi-
tionPane que apresenta uma arvore contendo todas as entidades definidas na
MTeoria ( EntityTree ), conforme exemplo apresentado na Figura 7.18.

Entidade

. Categony 3
@ SensorReport
|0 Starship

@ Zone

&b

@ TimeStep [Ord]

Nome:

Starship

Tipo:

Starship_label

(] E Ordenavel

Figura 7.18: Edicao de entidades de uma MTeoria.

A edigao das varidveis ordinarias é realizada através do painel OVariableE-
ditionPane que apresenta uma &arvore contendo todas as variaveis ordinarias
definidas na MFrag ativa ( OVariableTreeForOVariableEdition ). Para inserir
uma variavel ordinaria, é preciso selecionar o botao correspondente da barra de
edigao e clicar em alguma area da tela de edicao do grafo (Figura 7.19)
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Figura 7.19: Edicao de variavel ordinaria de uma MFrag.
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7.3.5 Edicao do Pseudocddigo para a definicao da CPT

O editor de pseudocddigo (Figura 7.20) visa facilitar a edicao deste pelo modela-
dor.

sy 54 have [ OpBgec = & HarmPolentigl= yus) [ |2 Aagumentos
- - Un= 90« BN 10 ; 025" CARDINALITY {51 ), r &
b ] fail L] Hi={1-Un)* .80, {ly
gdiurn = {1 -Un}*. 20
ot i pais IH:--‘l: i o= ) i
Lo =
o L mE | ekse if amy sl have { OpSpec = & HarmPotential =
1l
card Uri=_70 « MEN( 30, 03" CARDINALITY (s ),
i = - L] ™ EBO -
[ [ 0

Figura 7.20: Editor de CPT para né residente.

Os botoes permitem que se insira auto-texto. O painel direito pode ser alter-
nado entre um painel que lista os argumentos do né editado, os nds pais e seus
respectivos estados, e os possiveis estados do né. Com este suporte, é possivel que
o usuario edite a tabela utilizando o teclado apenas para entrar com as férmulas
numeéricas que definem o valor de cada um dos estados.

7.3.6 Entrada de evidéncias e de questionamento

Antes de gerar uma SSBN, é preciso entrar com as evidéncias que definem o
contexto da situagao especifica. Para isso, foram desenvolvidos dois painéis para
entrada de evidéncias: um para entidades (Figura 7.21) e outro para os nds resi-
dentes (Figura 7.22).

Para entrar com uma evidéncia de uma determinada entidade, basta selecionar
a tela de entrada de evidéencias para entidades, preencher o nome da entidade que
representa a evidéncia conhecida e clicar na seta para baixo de forma a adicionar
essa evidéncia na base de conhecimento.

Para entrar com uma evidéncia de um determinado né residente, basta selecio-
nar a tela de entrada de evidéncias para nos residentes, selecionar o no residente
que deseja informar a evidéncia conhecida, clicar no botao de editar (Figura 7.22),
selecionar os argumentos do né residente especifico, selecionar o estado conhecido
e clicar no botao “+” (Figura 7.23).

Uma vez finalizada a modelagem da MTeoria e informadas todas evidéncias da
situagao especifica, é possivel fazer um questionamento que significa selecionar um
n6 residente de interesse (Figura 7.24) e informar os valores de seus argumentos
(Figura 7.25).

7.4 Avaliacao dos ndés de contexto
Como apresentado na se¢ao 6.1 o UnBBayes adotou a API PowerLoom para
avaliacao de férmulas da FOL. Dessa forma, a secao 7.4.1 descreve a integracao

da API PowerLoom ao UnBBayes e o mecanismo utilizado para a avaliagao dos
nos de contexto.
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Figura 7.21: Entrada de evidéncias das entidades.
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Figura 7.22: Entrada de evidéncia - selecao do né residente desejado.
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Figura 7.23: Preenchendo informacgoes do né residente especifico.
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Figura 7.24: Questionamento - selecao do no residente.

| o i Starship_label [ST2 (Starship) -
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Figura 7.25: Questionamento - definicao dos argumentos.
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7.4.1 Uso do PowerLoom

Uma MFrag representa uma distribuicao de probabilidade de instancias de seus
nos residentes, dados os valores das instancias dos seus pais no grafo. Para que
estas distribuicoes se apliquem, as restricoes de contexto devem ser satisfeitas. A
API PowerLoom foi utilizada para a avaliacao dos nés de contexto.

O trabalho com a API ¢é facilitado através de uma interface especial (PLI),
que evita que o usuério utilize os objetos STELLA diretamente (o que exigiria
um conhecimento profundo do processo seguido para se fazer as operagoes). A
maioria dos métodos presentes na interface PLI possuem duas versoes: uma que
recebe como parametros objetos STELLA e outra que recebe como parametro uma
string contendo o comando PowerLoom. Ambas retornam objetos STELLA.

As classes presentes na implementacao da base de conhecimento (KB) sao
apresentadas na Figura 7.26.

phg powarloom J

=zinterfaces==
KnowledgeBase

+ cleark nowledoeBasel - vond
+ create EntiyDefintionfently - ObjectiEntdy) | void
+ crealeRandormnlanablelefinhonfresdent | DomanRascaniiods)  woud
+ insenEntyinstancefentiyinsiance  OlyectEnityinstance) | void
+ InsaertRandomVarabieFinalng(randoml anableFinding - RandomVarablaFinding) | voidf
+ saveGaneraiveldT heonymebn | MulE mryBayvesanVedwork, fike | Fig) | void
+ aaveFindingsimebn : MulEniyBayesaniedwork, fie | Fife) - void
+ losdloduleitine | Fika) - void
+ evaluateContextMode Formuwla(conterd - ConlextiVode, ovinstances : Lisl : Bookean
+ eglusiesSearchComeNoseromuiaiconexd | ComexdNoge, pvinslances | Dis) - Lisl
+ gxistEntihviname | String) | boolaan
+ searchFindingfreancontanatie | DomainResidenNoce. s rquments ' Cofectian) * StateLink
+ gelEntivByTypeihoe | Stiing)  List
Pa

- moduleFinding

- gnwironment
Module E PowerLoomKB o % Ermaronment

—
= moduleGenerstive

X

K

Figura 7.26: Modelagem do uso do PowerLoom.

Interface KnowledgeBase contém os métodos que a base de conhecimento uti-
lizada pelo UnBBayes deve conter, afim de permitir a avaliacao dos nés de
contexto.

Classe PowerLoomKB implementacao da interface KnowledgeBase utilizando o
PowerLoom.

Os passos para a avaliacao dos nds de contexto sao os seguintes:
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e mapeamento da MTeoria geradora na base de conhecimento;
e mapeamento da situagao especifica para a base de conhecimento;
e avaliacao dos nés de contexto.

A seguir é analisado como o PowerLoom é utilizado em cada um dos passos e
como funcionam os métodos da classe PowerLoomKB.

O mapeamento da MTeoria geradora para a KB corresponde a inserir na
base de conhecimento a modelagem da MTeoria geradora. Essa insercao na KB
é precedida de uma traducao da modelagem em definicoes de entidades e de
variaveis aleatorias no PowerLoom.

Como a MTeoria geradora é reaproveitada para a geragao de diversas SSBN,
é possivel salvar um maédulo PowerLoom com estas defini¢oes, de forma que ao
se gerar outra SSBN se aproveite este super-moédulo e a partir deste se acres-
cente apenas as assertivas relativas a SSBN atual. Este super-mdédulo precisa
ser modificado apenas se o usuario fizer modificagoes na modelagem da MTeoria
geradora.

O UnBBayes implementa uma MTeoria tipada, de forma que estes tipos devem
ser mapeados no PowerLoom. O PowerLoom possui suporte completo a definigoes
de tipos e subtipos, oferecendo mecanismos de inferéncia para trabalhar com eles.
Ao utilizar o PowerLoom, no entanto, assumimos que o UnBBayes ja fez todas
as verificacoes quanto a corretude dos tipos definidos na MTeoria, informando
ao usuario possiveis erros. Foi assumida essa opgao porque o suporte a tipos
do PowerLoom exige que se avalie toda a base de conhecimento apds a insercao
de cada assertiva, para verificar se a nova assertiva inserida possui algum erro de
tipo. A verificagao de tipos na montagem das MTeorias geradoras é garantida pelo
UnBBayes através da prépria GUI que nao permite inconsisténcias. O UnBBayes
também faz as verificagoes necessarias ao receber as informacgoes do usuario para
a montagem da SSBN, reportando os erros.

As funcoes utilizadas para a traducao da MTeoria geradora para a base de
conhecimento sao descritas a seguir (Figura 7.26):

e createEntityDefinition(entity: ObjectEntity): faz a tradugao de
um objeto de uma entidade para a sintaxe do PowerLoom e grava a definigao
na KB;

e createRandomVariableDefinition(resident: DomainResidentNod):

faz a traducao de um né residente para a sintaxe do PowerLoom e grava a
definicao na KB.

Os objetos ObjectEntity sao traduzidos como conceitos na KB. A entidade
Starship, por exemplo, seria traduzida para: (defconcept Starship ?7st).

Os nos residentes poderiam ser traduzidos para relacionamentos ou para fun-
¢oes. Como na implementacao um no residente é mapeado para apenas um de
seus possiveis valores apos a entrada das evidéncias, optamos por traduzir o né
residente para funcoes. O né StarshipZone, por exemplo, seria traduzido para:
(deffunction starshipZone ((7st Starship )) :-> (7z
StarshipZoneState))
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Os possiveis estados foram mapeados utilizando-se o conceito de collections
no PowerLoom, onde um conceito ¢ definido em termo de um conjunto enumerado
utilizando a built-in setof:

e (defconcept StarshipZoneState (7z) :<=> (member-of 7z setof
ZNBlackHoleBoundary, ZNDeepSpace, ZNPlanetarySystem))

Um exemplo completo de um super-mdédulo representando a MTeoria geradora
Star Trek é apresentado no CD.

Para a insercao da situacao especifica na base de conhecimento sao utilizados
os dois métodos:

e insertEntityInstance(entityInstance:
ObjectEntityInstance): traduz uma instancia de uma entidade para a
sintaxe do PowerLooom e a grava na KB.

e insertRandomVariableFinding(randomVariableFinding:
RandomVariableFinding): traduz uma evidéncia de uma variavel aleatoria
e a grava na KB.

As evidéncias sao mapeados para a base de conhecimento via o comando
assert. Ao inserir uma instancia da entidade Starship com o nome Enterprise
na KB, a traducao feita é a seguinte:

e (assert (Starship Enterprise))

Como ja visto, em PR-OWL o nome de uma variavel come¢a com ponto de
exclamac@o. Assim, nos exemplos a seguir o ponto de exclamacao representa
um identificador e nao a negacao légica. Em PowerLoom varidaveis nao precisam
iniciar com exclamagao. Ao inserir uma evidéncia sobre uma determinada variavel
aleatoria, temos duas possibilidades. Se os estados da varidvel aleatéria forem
booleanos, por exemplo, afirmar que !/Enterprise é sua prépria nave, entao
temos:

e (assert (IsOwnStarship Enterprise))

Caso contrario, ou seja, se os estados da variavel aleatéria nao forem booleanos,
por exemplo, afirmar que a zona de !Enterprise é !Z2, entao temos:

e (assert (= (StarshipZone Enterprise) Z2))

Um exemplo completo de evidéncias gravadas em um arquivo do .plm através
do UnBBayes ¢é apresentado no CD.

As férmulas dos nos de contexto sao diretamente mapeadas para o PowerLoom.
Os built-ins implementados no UnBBayes estao presentes no PowerLoom: and,
or, not, implies, iff, equalTo, exists e forall. As varidveis ordinarias sao
mapeadas para variaveis. Cada né de contexto é traduzido para um comando
ask. Além disso, eles podem ser divididos em duas categorias: os de férmula
simples e os de férmula complexa. Uma formula simples é aquela que nao possui
variaveis e que o resultado é um valor booleano. Uma féormula complexa é aquela
que retorna uma lista de entidades que satisfazem uma determinada restrigao. Na
MFrag Starship (Figura 7.27), temos os dois casos.

Para a avaliacao dos nés de contexto sao utilizados os dois métodos:
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(IsA(Zone, 2)) (Exists(st) )
(IsA{Starship, st) )  (~IsCwnStarship(st) )
(IsA(TimeStep, t))  (z=StarshipZone(st) )
(IsA(TimeStep, tprevl)  (tprev=Prev(t]))
(DistFromOwn(st, tprev)) (ZoneEShips(z))

™, 5

(DistFromOwn(st. 1))  (OpSpec(st))

HarmPotential(st.t) CloakMode(st)
Starship MFrag

Figura 7.27: Nés de contexto da MFrag Starship.

e cvaluateContextNodeFormula(context: ContextNode, ovInstances:
List<0OVInstance>): avalia um noé de contexto de féormula simples para
verdadeiro ou falso.

e evaluateSearchContextNodeFormula(context: ContextNode,
ovInstances: List<0VInstance>): avalia um né de contexto de formula
complexa, retornando uma lista com as entidades que satisfazem a restri¢ao
definida no né de contexto.

Uma férmula simples, apresentada na Figura 7.27, é Exists(st) que no UnB-
Bayes é representada como:

e ( Exists(st) )

Ao ser avaliada para uma Starship !Enterprise, por exemplo, é traduzida
para o PowerLoom como:

e (ask (not( IsOwnStarship Enterprise ) ))

Uma férmula complexa, apresentada na Figura 7.27, é z=StarshipZone (st)
que no UnBBayes é representada como:

e ( StarshipZone(st) = z )

Ao ser avaliada para uma Starship !Enterprise, por exemplo, é traduzida
para o PowerLoom como:

e (retrieve ( = ( StarshipZone Enterprise ) 7z))

Observe que ao fazer a avaliacao, as variaveis ordinarias da férmula deverao es-
tar corretamente substituidas pelos valores reais da situagao especifica. Nao pode
haver variaveis ordinarias nao substituidas, a nao ser aquela que se deseja obter
como resposta. Novamente cabe ao UnBBayes fazer estas verificagoes, passando
para o PowerLoom as férmulas corretas.

84



A avaliacao dos nos de contexto de uma MFrag é feita em cadeia até que a
primeira avaliagao retorne falso. Caso isto ocorra, serd utilizada a distribuicao
padrao. Caso contrario, as condigoes estao corretamente verificadas e as variaveis
aleatorias da MFrag serao instanciadas utilizando-se as suas distribuicoes locais.

7.5 Regras de consisténcia

Como resposta a uma solicitacao feita durante o desenvolvimento do UnBBayes,
a equipe da linguagem PR-OWL apresenta uma lista das regras de consisténcia
para MEBN em [14]. A seguir serao apresentadas as regras de consisténcia im-
plementadas no UnBBayes. As que nao foram implementadas se deve ao fato do
UnBBayes nao possuir polimorfismo e nao suportar arvore de tipos nem compo-
sicao de funcoes.

7.5.1 Definigoes de variaveis aleatérias

1. Escopo da variavel aleatéria

e Nomes de varidveis aleatorias sao globais a MTeoria, portanto essa
verificagao se resume na garantia de unicidade das varidveis aleatorias
na MTeoria.

2. Argumentos das variaveis aleatorias

e Cada variavel aleatéria possui um nimero fixo de argumentos e cada
argumento possui um tipo associado.

3. Tipo das varidveis aleatorias

e Cada variavel aleatéria possui um tipo associado a seu valor possivel.
Por padrao, seu valor possivel é o identificador da entidade que se situa
na folha da arvore de tipos.

— Deve ser possivel restringir os valores possiveis a um subconjunto
de um tipo pré-definido. Por exemplo, restringir que n-1 seja o
tnico valor possivel para Prev(n). A defini¢ao de tipos pode re-
querer uma restri¢cao estrutural que garanta uma distribuicao com-
putavel.

— Muitas varidveis podem ter valores categdricos (como alto, médio
e baixo). Nesse caso, seria conveniente definir um rétulo gené-
rico, o CategoricalLabel. Claro, nao seria desejavel definir os
valores possiveis como todo e qualquer valor categérico possivel,
se é conhecido que devem ser somente alto, médio ou baixo.

4. RV built-in

e isA: é uma varidvel aleatdria de 3 estados légicos (true, false e absurd).
Um dos argumentos deve ser um rétulo do tipo e o outro pode ser de
qualquer tipo (pois é uma entidade).
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e Entity: é uma constante de tipo TypeLabel e valor Entity.
e TypeLabel: é uma constante de tipo TypeLabel e valor TypeLabel.

e Valores logicos: sao constantes representando true, false e absurd.

7.5.2 Global

1. Aciclico

e Para implementacoes que nao incluem recursividade, a verificacao de
ciclos na definigao de tipos é relativamente mais simples. Quando existe
recursividade, é preciso dividir os tipos em recursivos ou nao-recursivos.
Todos os nds na subarvore de tipos recursivos sao também recursivos,
da mesma forma com os nao-recursivos. Uma varidvel aleatoria é consi-
derada como recursiva quando qualquer um dos seus argumentos tem
tipo recursivo. Pode-se definir uma ordem parcial entre instancias de
variaveis aleatérias recursivas. Uma instancia estd “antes” de outra
quando todos os seus argumentos estao “antes” dela na sua arvore de
tipos. Nesse caso, um arco sé pode ser criado entre dois nés caso seja
respeitada essa ordem parcial.

7.5.3 Local

1. Definig¢ao de nés

e Cada n6 em uma MFrag aponta para uma variavel aleatoria na lista
global da MTeoria. O ntmero de argumentos entre esses noés e a va-
riavel aleatoria deve ser equivalente.

2. Variaveis ordinérias
e Para cada varidvel ordindria da MFrag deve haver exatamente uma

variavel aleatoria de contexto que especifica o seu tipo.

e Somente instancias desse tipo podem ser substituidas para a variavel
ordinaria.

e A variavel ordinaria tem escopo local a MFrag, ou seja, se uma mesma
variavel ordinaria aparece em diferentes pontos da MFrag, deve ser sub-
stituida pela mesma entidade. Essa condi¢ao nao se aplica a variaveis
ordindrias que aparecem em diferentes MFrags.

3. Conectividade de nés de entrada
e Cada n6 de contexto deve ser raiz no grafo do fragmento.
4. Conectividade de nds de contexto

e Cada n6 de contexto é raiz no grafo do fragmento. KEsses nds nao
devem mostrar arcos para nenhum no; entretanto, esta implicito que
os nés de contexto sao pai dos ndés que compartilham uma mesma
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variavel ordinaria. Na construcao da SSBN, a distribuicao local de um
no6 se aplica somente quando o contexto é verdadeiro. Caso contrério,
a distribuicao padrao ¢ aplicada.

e Portanto, quando ha incerteza sobre o valor do né de contexto, ele
deve ser explicitamente representado como um pai do né que ele afeta.
A distribuicao de probabilidade deve ser, nesse caso, definida como o
abaixo:

— Se 0 n6 de contexto é verdadeiro com probabilidade 1, nao ha a

5. Aciclico

necessidade de coloca-lo explicitamente no SSBN. Basta usar a
distribuicao declarada.

Se 0 n6 de contexto é falso com probabilidade 1, ndo ha a neces-
sidade de colocé-lo na SSBN. Basta usar a distribuicao padrao.

Senao, o né de contexto deve ser considerado como pai de todos os
noés residentes. Sobre a distribuicao de probabilidades das varia-
veis aleatérias, quando o contexto tiver valor verdadeiro, os filhos
devem ter a distribuicao que reflita a declarada; enquanto que ao
ter o contexto falso a distribuicao dos filhos deve refletir a distri-
buicao padrao.

e 1. O grafo do fragmento nao deve conter ciclos.

6. Tipo das variaveis ordinarias

e Cada variavel aleatéria tem um rotulo associado indicando o tipo, que
descreve seus possiveis valores.

7. Distribuicao local

e Uma verificagao local de consisténcia da distribuigao de probabilidades
deve ser feita para na MFrag. Especificamente:

— Cada variavel aleatoria precisa ter definido uma probabilidade

para cada estado em particular, deve estar em um intervalo valido
de probabilidade (entre 0 e 1) e sua soma precisa dar 1. Dentro da
MFrag, deve ser verificado se todos os estados dos parentes foram
considerados pelos seus filhos.

Este tipo de verificagao é imediato quando tratamos de redes baye-
sianas (seja, SSBN ja criada). Entretanto, ao verificar uma MFrag,
que seria um template de informagoes para a instanciacao de va-
ridveis aleatorias na construgao de SSBN, essa verificacao nao é
trivial. Resumindo, deve haver uma maneira de se gerar uma CPT
antes do processo de instanciacao, para que seja possivel a verifi-
cacao local da distribuicao. Dependendo da implementacao, uma
linguagem script pode ser utilizada para a declaracao de tabelas,
mas que devem ser devidamente consideradas na consisténcia.
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7.6 Tipo, tipo ordenavel e recursao

Desenvolvida como uma légica de propdsito abrangente, MEBN nao garante a
tipagem das entidades por padrao, embora seja facilmente implementada com as
defini¢oes das MFrags Entity Type e IsA, como pode ser visto na Figura 7.28.
No entanto, durante a implementacao de MEBN, ficou claro a necessidade de se
implementar essa funcionalidade.

Cotl)) (Type(e))
IsA
MFrag

(IsA(TimeStep, t) )

Com —»( Previt) )
an

Figura 7.28: MFrags Entity Type, IsA e TimeStep.

Outra funcionalidade que nao vem definida na légica MEBN é o uso de tipos
ordenaveis de tal forma que possa ser usada para recursao. Para que isso seja
possivel, no uso de MEBN puro, o usuario tem que definir uma MFrag como a
apresentada na MFrag TimeStep definida na Figura 7.28 para toda entidade que
fosse utilizada em recursoes. Essa pode ser uma tarefa ardua e cansativa para o
usuario, além de, possivelmente, leva-lo a cometer erros.

Dessa forma, foi implementada uma solugao para garantir que todas entidades
sejam tipadas e possibilitar a configuracao de um tipo ordenavel. Assim, é possi-
vel a implementacao de recursao. Na Figura 7.30, pode-se verificar que toda
entidade tem um tipo, o que garante uma politica de tipagem. Ja na Figura 7.29
é apresentado como criar uma entidade e seu tipo, assim como defini-la como
ordenavel na GUI do UnBBayes.

No que tange recursao, o projeto da solucao envolve a classe ObjectEnti-
tyInstanceOrdereable, também na Figura 7.30, que garante que um certo tipo,
TimeStep, por exemplo, tenha uma ordem total para toda instancia criada. As-
sim, se permite o acesso a instancia anterior e posterior.

Com essa solugao, a implementagao de recursao é basicamente limitada a
definir que um determinado tipo é ordenavel e definir um né de entrada como
pai do no residente ao qual ele se refere, mas tendo como argumento um tipo
ordenavel. Dessa forma, a ferramenta interpreta que o né de entrada se refere a
uma instancia anterior da que o no residente se refere. Para exemplificar, veja
a Figura 7.31. Nesse caso, o n6 de entrada DistFromOwn(st, tPrev) é pai e ao
mesmo tempo é entrada do no residente DistFromOwn(st, t). Logo, a ferramenta
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Entidade

@ category
@ SensorReport
& Starship

@ Zone

o+ ]

Nome: |T|m|=.~5!tep

Tipo: TimeStep_label

E Ordenavel

Figura 7.29: Definicao de entidade tipada no UnBBayes.

Figura 7.30: Projeto principal de entidade e tipo no UnBBayes.
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infere que o né de entrada se referencia a distancia da nave st no tempo tPrev, ou
seja, no tempo imediatamente anterior a t. Atualmente, a condigao de parada ¢ a
primeira instancia da lista. Futuramente, pode ser necessario a definicao explicita
da condicao de parada, como por exemplo, as cinco entidades anteriores, ou, como
no exemplo dado, nos 5 ultimos TimeStep.

1sA(z.Zone_label)

[ raster ]
Sr—

tPrev,TimeStep lael)  ( ftarshipZone(st) =)

11

DiMFromOwn(st tPfév) neEShips(z)

FShips(z)

.

@ tFromOwn(st, 151 ( OpSpec(st) )

d

( StarshapClass(st) )

"

anmPotential(st, 1) ( CloakMode(st) )

Figura 7.31: Recursao no n6 DistFromOwn na MFrag Starship.

Essa solucao estd sendo avaliada pela equipe do PR-OWL para verificar se
estara na proxima versao do PR-OWL.

7.7 Algoritmo de geracao de SSBIN

Além de possibilitar a modelagem de uma MTeoria, o UnBBayes permite a gera-
¢ao da SSBN dentro de um contexto especifico que é informado pelas evidéncias.
Para isso, ¢ utilizada uma base de conhecimento (KB) para armazenar as infor-
magoes de dominio. Em [27] é apresentado um algoritmo para geragdo de SSBN,
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no entanto, para uso no UnBBayes, foi proposto um novo algoritmo para gera-
cao de SSBN. Quando um questionamento ¢ submetido ao sistema, o primeiro
passo ¢ procurar a informacao que responde esse questionamento na KB. Uma
vez que é determinado que as informagoes existentes nao sao suficientes, entao a
KB ¢ utilizada junto da definicao da MTeoria geradora para instanciar a varia-
vel aleatéria que pode ajudar a responder o questionamento. Ao fazer a geracao
da rede bayesiana especifica, o UnBBayes gera um relatério com todos os passos
realizados.

Na implementacao atual, o UnBBayes apenas permite a selecao de um né re-
sidente como questionamento. Uma vez selecionada o né residente e informado os
valores especificos de seu argumento, o algoritmo realiza os seguintes passos, onde
OV é uma variavel ordinaria, que é representada em MEBN como um parametro
de um né:

i. Para uma dada entrada na forma NODE (ENTITY-LIST), procure pela evidéncia
na KB. Se existir uma evidéncia para a entrada fornecida, termine. Se nao,
va para o préximo passo.

ii. Procure pelo no residente que tem o nome NODE e recupere sua MFrag. Uma
vez encontrado NODE (OV-LIST), verifique se o tipo de ENTITY-LIST é o mesmo
que OV-LIST. Se for o mesmo tipo, va para o préximo passo.

iii. Verifique na KB quais ndés de contexto fazem referéncia para OV-LIST, sub-
stituindo seus valores por ENTITY-LIST. Se pelo menos um né de contexto
for falso, marque a MFrag para utilizar a distribuicao padrao. Va para o
préoximo passo.

iv. Se o né de contexto em (iii) ndo tiver uma solugao, crie-o como pai de NODE.

v. Para cada pai de NODE, v4 para o passo (i), substituindo as RV pelas entidades
conhecidas (presentes no questionamento ou na KB).

vi. Crie a CPT de NODE.
vii. Fim.

Durante a implementacao, alguns ajustes em relacao a performance foram
realizados. Dependendo da complexidade do dominio, o algoritmo pode encon-
trar um no de contexto que nao pode ser resolvido imediatamente. Isso acontece
quando todas variaveis ordindrias no conjunto de pais da varidavel aleatoria re-
sidente nao aparecem no proprio termo residente. Nesse caso, deve haver um
nimero arbitrario, possivelmente infinito, de instancias de um pai para cada ins-
tancia dada do filho. Por exemplo, na MFrag Starship, apresentada na Fi-
gura 7.27, se a zona onde a espaconave esta localizada é desconhecida, o niimero
de inimigos e amigos (ZoneEStarships(z) e ZoneFStarships(z)) em cada zona
onde possa estar localizada é relevante para a distribuicao da variavel aleatoria
OpSpec(st). Se o tempo t tiver tempos anteriores, entao, mais de uma distan-
cia (DistanceFromOwn(st, tprev)) deve ser avaliada, fazendo com que distan-

cias medida em todos os tempos sejam relevantes para a distribuicao da varia-
vel aleatéria DistFromOwn(st, tprev) no tempo t. Logo, qualquer nimero de

91



instancias das varidveis aleatérias ZoneEShips(z), ZoneFShips(z) e DistFro-
mOwn (st, tprev) podem ser relevantes para a distribuicao das variaveis aleatorias
OpSpec(st) e DistFromOwn(st, tprev) no tempo t. Nesse caso, a distribuicao
local para a varidvel aleatéria deve especificar como combinar as influéncias de
todas instancias relevanes de seus pais.

No entanto, especialmente em férmulas complexas, isso pode ter um forte
impacto na performance do algoritmo. Dessa forma, a solugao projetada envolve
solicitar ao usuario mais informagao. Na atual implementacao, se o usuario nao
apresentar a informagao necessaria, o algoritmo apenas para. Outra decisao de
projeto foi restringir o uso de memoria de tal forma que um possivel estouro de
memoria gera um aviso para o usudrio e para o algoritmo. No passo (iii) do
algoritmo, uma otimizacao no projeto do novo algoritmo foi realizada quando
comparado com o algoritmo de geragao de SSBN apresentado em [27]. Apenas
os nos de contextos necessarios, baseado nas entidades instanciadas no momento,
sao avaliados, ao contrario do algoritmo proposto por Laskey que avalia todos nés
de contexto da respectiva MFrag.

7.8 Entrada/Saida dos arquivos MEBN

A linguagem formal escolhida para o formato de armazenamento da MTeoria
construida no UnBBayes é a PR-OWL (veja se¢@o 3.3). Por estender a OWL, a
MTeoria representada nessa linguagem reside em um arquivo texto, em esquema
XML, com extensao “.owl”.

Para incorporar no UnBBayes o mecanismo de leitura e armazenamento de
arquivos escritos em PR-OWL, foi escolhida o uso da API do Protege-OWL,
descrita na segao 6.2.

Certas informacoes peculiarmente tratadas pelo UnBBayes para representar a
MEBN nao sao armazenadas diretamente nos arquivos PR-OWL. Para o armaze-
namento dessas informacgoes internas do UnBBayes, ¢é utilizado um arquivo UBF,
com extensao “.ubf”, apresentada na secao 7.8.1.

7.8.1 Arquivo UBF - UnBBayes File

O arquivo UBF foi elaborado como um arquivo de projeto do UnBBayes, armaze-
nando informagoes especificas utilizadas pelo UnBBayes para a representagao da
MEBN. Como sao informagcoes que nao fazem parte de uma ontologia PR-OWL,
utiliza-se um arquivo separado.

Basicamente, o UBF é um arquivo texto com extensao “.ubf” contendo uma
lista de declaragoes no formato: ATRIBUTO=VALOR1,VALOR2,....

Onde ATRIBUTO é um nome interno para a informacao utilizada pelo UnBBayes
e VALOR ¢ o seu valor. Quando multiplos valores sao declarados, eles sao separados
por virgulas. Pode-se também ter comentarios no arquivo. Os comentarios sao
iniciados com o simbolo % e se estende até o final da linha.

Atualmente na versao 0.02, um UBF estd intimamente acoplado a um arquivo
PR-OWL. Por suas declaragoes indicarem parametros especiais dos componentes
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da MTeoria, e como o proprio conteido da MTeoria é armazenado em um arquivo
PR-OWL, automaticamente o UBF torna-se acoplado a um arquivo PR-OWL.

No CD ha um exemplo de contetido de uma UBF. Um UBF completo ¢é dividido
em trés partes:

1. Cabecalho contendo meta dados do UBF.

Version indica a versao do arquivo UBF.
e Version=0.02

PrOwl indica a URI relativa do arquivo PR-OWL que o arquivo UBF
descreve. Seu valor deve estar entre aspas.

e PrOwl=“StarTrek27.owl”

2. Declaragoes da MTeoria: na versao atual, o UnBBayes presume que um
unico arquivo PR-OWL tenha somente uma MTeoria declarada, entretanto,
a estrutura do UBF ja permite a declaracao de diversas MTeorias em um
unico arquivo PR-OWL.

MTheory nome da MTeoria tratada pelo UBF.
e MTheory=StarshipMTheory

NextMFrag numeral usado como sufixo para o nome da proxima MFrag
que sera criada pelo UnBBayes. Este nimero é tipicamente impor-
tante para evitar que os nomes automaticamente gerados choquem
com nomes existentes.

o NextMFrag=10

NextResident numeral usado como sufixo para o nome do préximo no re-
sidente que sera criado pelo UnBBayes. Este ntimero é tipicamente
importante para evitar que os nomes automaticamente gerados cho-
quem com nomes existentes.

o NextResident=24

NextInput numeral usado como sufixo para o nome do préximo né de en-
trada que serd criado pelo UnBBayes. Este niimero é tipicamente im-
portante para evitar que os nomes automaticamente gerados choquem
com nomes existentes.

o NextInput=19

NextContext numeral usado como sufixo para o nome do proximo né de
contexto que serd criado pelo UnBBayes. Este ntimero é tipicamente
importante para evitar que os nomes automaticamente gerados cho-
quem com nomes existentes.

o NextContext=15

NextEntity numeral usado como sufixo para o nome da entidade que sera
criada pelo UnBBayes. Este ntimero é tipicamente importante para
evitar que os nomes automaticamente gerados choquem com nomes
existentes.
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e NextEntity=1

3. Lista de declaracao de MFrags: declara atributos referentes a contetudos da
MFrag. Sao diversos blocos de declaragao que iniciam com a declaragao de
nome da MFrag e terminam ou com o inicio do préximo bloco ou com o fim
do arquivo.

MFrag nome da MFrag tratada naquele bloco.
e MFrag=DangerToOthersMFrag

NextOrdinaryVar numeral usado como sufixo para o nome da variavel or-
dinaria que sera criada pelo UnBBayes para aquela MFrag. Este nu-
mero ¢ tipicamente importante para evitar que os nomes automatica-
mente gerados choquem com nomes existentes. Esta declaracao estéd
neste escopo, pois uma variavel ordinaria é declarada localmente na
MFrag.

o NextOrdinaryVar=4

Lista de declaragao de nés sao diversos blocos que declaram atributos
referentes a nds em particular, que podem ser residentes, de entrada,
contexto ou variaveis ordinarias.

Node nome do no.
o Node=DangerToOthers
Type tipo do né. Seu valor pode ser OrdinalVar, ContextNode, Ge-
nerativelnputNode ou DomainResidentNode.
e Type=DomainResidentNode
Position dois numerais que representam a coordenada X,Y da posicao
do no6 referente no painel de visualizagao, separada por virgulas.
e Position=165.0,280.0
Size largura e altura do né referente no painel de visualizagao. Apesar
de no momento nao fazer sentido para uma varidvel ordindria,
futuramente pode ser usada para especificar um né de contexto
IsA.
e Size=100,20

Aquelas declaragoes no arquivo UBF que nao forem identificadas na especifi-
cagao ou que nao tenham representantes no arquivo PR-OWL serao simplesmente
ignoradas. Isso permitiria que uma classe que leia uma versao antiga do UBF (ou
PR-OWL) possa ler uma versao recente sem maiores danos.

7.8.2 Implementacao no UnBBayes

Para a implementacao do suporte a IO de MEBN foi utilizado o modo de arquivos
OWL. Este modo é baseado na classe JenaOWLModel. O Protégé usa a API Jena
para véarias tarefas, em particular para fazer o parsing de arquivos OWL/RDF.

A Figura 7.32 mostra o diagrama das classes que compoem o suporte a aber-
tura e armazenamento de MTeorias. Logo abaixo serd apresentada a especificacao
dos componentes da implementagao.
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Pacote unbbayes.io.mebn possui as classes necessarias para abrir e salvar as
MEBN nos formatos suportados, além de sub-pacotes contendo classes de
excecao e classes resource para regionalizagao.

Interface MebnIO interface para classes que implementam funcionalidades de en-
trada e saida de MEBN no UnBBayes. As classes que a implementam devem
prover os seguintes métodos:

loadMebn reconstréi a MEBN a partir de um arquivo valido.

saveMebn salva uma MEBN em um arquivo valido.

Classe PrOwlI0 classe que implementa a interface de MebnI0 para abrir e salvar
arquivos no formato PR-OWL. Para tal, utiliza as classes LoaderPrOwl1I0
e SaverPr0OwlIO.

Classe LoaderPrOwlIO0 classe que concentra rotinas de carregamento da MTeoria
descrita em PR-OWL. Utiliza a API Protege-OWL para esse fim.

Classe SaverPr0OwlI0 classe que concentra rotinas de armazenamento da MTeo-
ria descrita em PR-OWL. Utiliza a API Protege-OWL para esse fim.

Classe UbfI0 Classe que implementa a interface MebnI0, adicionando funcionali-
dades de manipulacao de arquivos UBF. E uma extensao da classe PrOw1IO0
através da agregacao no lugar de herancas.

getInstance como a visibilidade do construtor da classe é privada, exige-se
que se use este método de instanciacao para a geracao de objetos desta
classe. Padrao de projeto Singleton foi utilizado.

loadMebn utiliza o método loadMebn da classe PrOwlI0 para a leitura do
arquivo PR-OWL e posteriormente realiza a leitura do arquivo UBF
para o ajuste de parametros internos do UnBBayes.

saveMebn utiliza o método saveMebn da classe PrOwlI0 para o armaze-
namento do arquivo PR-OWL e posteriormente realiza a escrita de
parametros internos do UnBBayes no arquivo UBF.
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Capitulo 8

Estudo de Caso: Star Trek

Para ilustrar um caso de uso de ontologia probabilistica em PR-OWL no UnB-
Bayes, foi feita uma migracao da ontologia Star Trek [13] para o editor visual.

As Figuras 8.1 e 8.2 detalham a M Teoria utilizada por Costa e Laskey em [12] e
[13]. De uma maneira simplificada, o principal objetivo dessa MTeoria é modelar
o problema de detectar espagonaves Romulan (consideradas comos hostis para
Federacao Unida dos Planetas) a analisar o nivel de perigo que representam para
a propria espaconave, a Enterprise. Todas outras espagonaves sao consideradas
amigaveis ou neutras. A deteccao de espaconaves é realizada através de um
conjunto de sensores, que podem detectar e discriminar com uma acuracia de
95%. No entanto, espaconaves Romulan podem estar em “cloack mode”, que as
tornam invisiveis para os sensores da Enterprise. Até mesmo para as tecnologias
mais recentes de sensores, a uUnica dica de que ha uma espagonave proxima em
cloack mode é um leve disturbio magnético causado pela enorme quantidade de
energia exigida para permanecer nesse estado. A Enterprise possui um sensor de
distirbio magnético, mas é muito dificil distinguir o distirbio magnético natural
de um causado pela espagonave no cloack mode.

Existem quatro entidades béasicas nesse modelo: Starship, Zone, TimeStep
e SensorReport.

De acordo com a enciclopédia Trecknolégica!, Starship é a designacao para
uma espaconave com uma dobra espacial. Ela tipicamente possui mais de um
convés e tem compartimentos separados, como ponte, oficina, efermaria, etc.
Nesse modelo, essa palavra é utilizada para designar qualquer espaconave.

Uma Zone, ou zona, pode ser Deep Space, Planetary System ou Boundary
of a Black Hole. E assumido que OwnStarship, ou Enterprise, quando em
operagao, tem 80% de chance de estar na zona Deep Space Zone, 157 de estar na
Planetary System e 5% de estar na Boundary of a Black Hole. Nesse modelo,
fronteiras de buracos negros sao as zonas preferidas para armadilhas preparadas
por espagonaves que usam cloak device, ja que o alto disturbio magnético gerado
nessas zonas dificulta até mesmo para os sensores mais avancados a distin¢ao dos
disturbios causados pela zona dos causados por espagonaves em cloack mode.

TimeStep ¢ uma entidade especial utilizada para modelar nés dinamicos e ha
varios nesse dominio.

Thttp://www.ex-astris-scientia.org/treknology1.htm
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Finalmente, os relatérios gerados pelos sensores da Enterprise sao individuos
da entidade SensorReport.

De forma a possibilitar uma comparacao com a MTeoria modelada no UnB-
Bayes com a proposta em [13], esta é apresentada novamente na Figura 8.1, jun-
tamente com a MTeoria modelada no UnBBayes na Figura 8.2. No UnBBayes,
as variaveis ordindrias sao declaradas com nés de contexto isA.

As CPT para os noés residentes apresentados nas segoes seguintes e o arquivo
.ubf e .owl que representam o modelo Star Trek editado no UnBBayes estao
disponiveis no CD.

As préximas segoes apresentam as MFrags editadas no UnBBayes. As figuras
das MFrags estarao seguidas por uma breve descricao de seus componentes.
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8.1 MFrag DangerToOthers

A Figura 8.3 mostra a MFrag DangerToOthers modelada com a GUI do UnB-
Bayes.

o ommeoveswee
(oo [ e R e SR

A e

Figura 8.3: MFrag DangerToOthers modelada no UnBBayes.

e Variaveis ordindrias:

t tipo TimeStep. Utilizado para representar o tempo atual.
s tipo Starship. E a propria espaconave testada.

st tipo Starship. Ea espaconave que a distancia com o Starship s é
testada.

e Nos de entrada:

DistFromOwn representa o no residente de mesmo nome, presente na MFrag
Starship.

e Nés residentes:

DangerToOthers representa a capacidade da espagonave s de inferir sobre
o perigo de outras espaconaves st.

e No0s de contexto:

IsOwnStarship indica que a espagonave s é a propria espagonave.

(not(s = st)) garante que as duas espagonaves s e st sao distintas.
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Figura 8.4: MFrag DangerToSelf modelada no UnBBayes.

8.2 MFrag DangerToSelf
A Figura 8.4 mostra a MFrag DangerToSelf modelada com a GUI do UnBBayes.

e Variaveis ordindrias:

t tipo TimeStep. Utilizado para representar o tempo atual.

s tipo Starship. Ea propria espagonave testada.

st tipo Starship. Ea espagonave que representa um perigo potencial para
a propria espaconave.

e No0s de entrada:

HarmPotential representa o nd residente de mesmo nome, presente na
MFrag
Starship.

OpSpec representa o no residente de mesmo nome, presente na MFrag
Starship.

e NOs residentes:

DangerToSelf representa o perigo que a propria espaconave s esta exposta
no tempo t.

e Nos de contexto:

IsOwnStarship indica que a espagonave s é a propria espagonave.

(not(s = st)) garante que as duas espaconaves s e st sao distintas.
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8.3 MFrag SensorReport

A Figura 8.5 mostra a MFrag SensorReport modelada com a GUI do UnBBayes.

Figura 8.5: MFrag SensorReport modelada no UnBBayes.

e Variaveis ordindrias:

t tipo TimeStep. Utilizado para representar o tempo atual.
sr tipo SensorReport. Indica o relatério obtido pelo sensor.
st tipo Starship. E a espagonave que a distancia com a espagonave s ¢
testada.
e Nos de entrada:
Exists representa o noé residente de mesmo nome, presente na MFrag
StarshipExistance.

CloakMode representa o né residente de mesmo nome, presente na MFrag
Starship.

StarshipClass representa o noé residente de mesmo nome, presente na
MFrag Starship.

DistFromOwn representa o no residente de mesmo nome, presente na MFrag
Starship.
e Noés residentes:
SRClass representa que tipo de classe de espaconave foi reportada por sr
em um tempo t.
SRDistance representa a distancia reportada entre a prépria espagonave e
a espaconave detectada pelo relatorio s» no tempo t.

e Nos de contexto:

not IsOwnStarship indica que a espagonave s nao é a propria espagonave.

(Subject(sr) = st) garante que a espagonave st ¢é a reportada pelo sen-
sor em ST.
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8.4 MFrag SRData

A Figura 8.6 mostra a MFrag SRData modelada com a GUI do UnBBayes.

Figura 8.6: MFrag SRData modelada no UnBBayes.

e Variaveis ordindarias:
sr tipo SensorReport. Indica o relatério obtido pelo sensor.
e Nos residentes:

Subject tem como seu valor possivel todas as entidades que podem ser
objeto do relatorio sr do sensor. No caso, qualquer instancia da en-
tidade Starship como o conjunto dos seus valores possiveis, represen-
tando todas as espagonaves do dominio. Dessa forma, a distribuigao
de probabilidades é uniforme.

8.5 MFrag Starship
A Figura 8.7 mostra a MFrag Starship modelada com a GUI do UnBBayes.

e Variaveis ordinarias:
t tipo TimeStep. Utilizado para representar o tempo atual. E uma entidade
ordenavel que serd utilizada nessa MFrag para recursividade temporal.
tPrev tipo TimeStep. Indica o tempo imediatamente anterior a t.

st tipo Starship. E a espaconave que a distancia com a espagonave s ¢é
testada.

z tipo Zone. E a zona em que st esta contida.
e Nés de entrada:
DistFromOwn representa o no residente de mesmo nome, presente na mesma

MFrag. E um caso de recursividade.

ZoneEShip representa o no residente de mesmo nome, presente na MFrag
Zone.

ZoneFShip representa o no residente de mesmo nome, presente na MFrag
Zone.
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Figura 8.7: MFrag Starship modelada no UnBBayes.
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e NoOs residentes:

DistFromOwn representa a distancia entre a prépria espaconave e a espago-
nave st. Essa distancia é medida de acordo com o alcance das armas
disponiveis. Seu valor pode ser: OutOfRange, TorpedoRange, Pha-
ser2Range, PhaserlRange, PulseCanonRange e absurd.

HarmPotential representa o potencial de st em danificar a prépria espa-
conave no tempo t. Nao representa a intencao, e sim a sua habilidade.

OpSpec representa a espécie ou raca que esta pilotando a espaconave st.
Pode ser Cardassian, Friend, Klingon, Romulan, Unknown e absurd.

StarshipClass representa a classe da espagonave st. Pode ser WarBird,
Cruiser, Explorer, Frigate, Freighter ¢ absurd.

CloakMode variavel booleana que indica se a espagonave em questao estd
em modo invisivel.
e Nos de contexto:
not IsOwnStarship indica que a espaconave st nao ¢ a propria espago-
nave.
Exists garante que a espagonave st esta presente no sistema.

(StarshipZone(st) = z) indica que a zona z é onde a espaconave st estd
contida.

8.6 MFrag StarshipData

A Figura 8.8 mostra a MFrag StarshipData modelada com a GUI do UnBBayes.

Figura 8.8: MFrag StarshipData modelada no UnBBayes.

e Variaveis ordinarias:
st tipo Starship. E a espagonave em questao.

e NoOs residentes:
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StarshipZone indica qual é a zona que a espaconave st se situa. No
caso, qualquer instancia da entidade Zone faz parte do conjunto dos
seus valores possiveis, representando todas as espaconaves do dominio.
Dessa forma, a distribuicao de probabilidades é uniforme.

IsOwnStarship varidvel booleana que indica se st ¢ a propria espagonave.
A principio, seu condicionante deveria ser um né de identidade [12],
mas como o UnBBayes ainda nao implementa esses nés, IsOwnStar-
ship foi mantido sem pai.

e Nos de contexto:

Exists garante que a espagonave st estd presente no sistema.

8.7 MFrag StarshipExistence

A Figura 8.9 mostra a MFrag StarshipExistence modelada com a GUI do UnB-
Bayes.

Figura 8.9: MFrag StarshipExistence modelada no UnBBayes.

e Variaveis ordindrias:

z tipo Zone. E a zona onde se encontra a espagonave st no momento t.

st tipo Starship. E a espagonave cujo CloakMode ¢é testado.
e Nos de entrada:

ZoneFShips representa o né residente de mesmo nome, presente na MFrag
Zone.

ZoneEShips representa o no residente de mesmo nome, presente na MFrag
Zone.
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e NoOs residentes:

Exists representa se uma espagonave esta presente em uma determinada
zona dado as chances de existéncia de inimigos (ou amigos) na zona.
Possui valor booleano.

e No0s de contexto:

(StarshipZone(st) = z) indica que a zona z é a zona onde a espagonave
st se encontra.

8.8 MFrag Zone

A Figura 8.10 mostra a MFrag Zone modelada com a GUI do UnBBayes.

Gosuipi]  {ATmsn o)

Figura 8.10: MFrag Zone modelada no UnBBayes.

e Variaveis ordinarias:
t tipo TimeStep. Utilizado para representar o tempo atual. E uma entidade
ordenavel que serd utilizada nessa MFrag para recursividade temporal.
tPrev do tipo TimeStep. Eo tempo imediatamente anterior ao t.
z tipo Zone. E a zona onde se encontra a espaconave st no momento t.

st tipo Starship. E a espaconave cujo CloakMode ¢ testado.
e Nos de entrada:

ZoneMD representa o nd residente de mesmo nome, presente na mesma
MFrag. E um caso de recursividade.
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CloakMode representa o né residente de mesmo nome, presente na MFrag
Starship.

e NoOs residentes:

ZoneNature é um nd sem condicionante. Pode ter o valor BlackHoleBoun-
dary, DeepSpace ou PlanetarySystem.

ZoneMD representa o valor de disturbio magnética na zona z no tempo t.

ZoneFShips relaciona a possibilidade de uma zona conter naves amigas ao
redor.

ZoneEShips relaciona a possibilidade de uma zona conter naves inimigas
ao redor.

e No0s de contexto:

(StarshipZone(st) = z) indica que a zona z ¢ a zona onde a espagonave
st se encontra.

8.9 Query HarmPotential (!ST4, !T3)

Ao fazer a geracao da rede bayesiana especifica, o UnBBayes gera um relatorio com
todos os passos realizados. Para exemplificar e deixar mais claro as informagoes
contidas nesse relatério, este sera intercalado com a rede bayesiana existente em
cada alteracao realizada a BN que esta sendo gerada. O questionamento utilizado
foi o HarmPotential(/ST4, !T3). O modelo e a KB utilizados, assim como, o
relatério se encontram no CD.

Uma vez finalizado o algoritmo de geracao de SSBN, o UnBBayes escaminha a
rede gerada para a tela de inferéncia em BN como pode ser visto na Figura 8.11. O
algoritmo de inferéncia em BN foi implementado na versao anterior do UnBBayes
conforme apresentado em [26].

O resultado do questionamento feito indica que a probabilidade de HarmPo-
tential (/ST4, !T3) ser false é de 91,46%, de ser true é de 8,547 e de ser absurd
é de 0,00%.

No entanto, dificilmente esse resultado sera sastisfatério. Na verdade, o que
se busca ¢ a BN especifica para que seja possivel realizar inferéncias probabilisti-
cas para o contexto existente. Uma nova evidéncia poderia ser encontrada com
a informacao de que a StarshipClass(/ST4) é WarBird. Dessa forma, essa
informacao deve ser alimentada no modelo como apresentado na Figura 8.12 e
propagada para o resto das variaveis.

Uma vez feita a propagacgao o usuario pode avaliar novamente a informacgao
disponivel para a variavel de interesse. Com a nova evidéncia, a variavel HarmPo-
tential (/ST4, !T3) apresenta agora uma probabilidade de 16,31% para false,
de 83,69% para true e de 0,00% para absurd, como apresentado na Figura 8.13.
Uma variagao significativa que certamente serd 1til para o usuario.
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Figura 8.13: Resultado da propagacao da evidéncia StarshipClass(!ST4) =
WarBird.
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Capitulo 9

Conclusao

O grupo URW3-XG foi criado pelo consércio W3C com o objetivo de estudar
formalismos para representar incerteza na Web semantica e raciocinar com base
em ontologias. Essa pesquisa constitui uma contribui¢ao para os trabalhos desse
grupo visto que foca a primeira implementagao mundial de uma ferramenta aberta
capaz de representar e raciocinar com ontologias probabilisticas, baseadas na lin-
guagem PR-OWL e na légica MEBN. A ferramenta implementada é o UnBBayes,
versao MEBN, disponivel via licenca GNU GPL.

A descricao da légica MEBN utilizada na implementacao do UnBBayes é a
apresentada em [27]. J& a descrigdo da linguagem PR-OWL utilizada é a apre-
sentada em [12], com as atualizac¢oes disponibilizadas no site www.pr-owl.org.

As principais contribuicoes cientificas obtidas com a implementacao do
UnBBayes-MEBN sao:

1. extensao da linguagem PR-OWL com a inclusao da propriedade de exclu-
sividade global (segao 7.1.2), possibilidade de definir uma entidade como
sendo um estado possivel de um né (segao 7.1.2) e facilidade de recursao
embutida (se¢do 7.6).

2. proposi¢ao de um novo algoritmo para geragao de SSBN (segao 7.7 e [7, 8,
5]).

3. proposicao de uma gramatica BNF para geracao de pseudocodigo para
construcao de CPT de forma dinamica (se¢ao 7.2 e [6]).

As principais contribuicoes tecnolégicas resultantes dessa pesquisa sao:

1. implementacao do algoritmo para geragao de SSBN proposto.

2. primeira implementac¢ao mundial de uma ferramenta PR-OWL/MEBN.
Essa ferramenta permite salvar modelos baseados em ontologias probabilis-
ticas. O formato do arquivo gravado é denominado PR-OWL o qual é com-
pativel com o formato OWL. O UnBBayes-MEBN também permite realizar
inferéncias probabilisticas com o modelo PR-OWL/MEBN criado. O soft-
ware implementado é aberto, gratuito, desenvolvido em Java com utilizacao
de padroes de projeto e suporte para internalicionalizagdo (atualmente em
inglés e portugués). O UnBBayes-MEBN esta disponivel no site do Source
Forge (www.sourceforge.net/projects/UnBBayes).
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3. desenvolvimento de uma GUI para permitir a construcao de modelos basea-
dos em PR-OWL e MEBN de forma visual (Capitulo 7 e [6]), minimizando
o esforgo requerido para o modelador, pois construir MFrags e todos os seus
elementos em uma ontologia probabilistica, com um editor de textos ou
mesmo um editor de ontologias como é o caso do software Protégé [19], é
um processo cansativo e sujeito a erros, exigindo um conhecimento profundo

da estrutura de dados do PR-OWL.

4. implementacao de um compilador das regras de producao da gramatica BNF
para a construcao de CPT de forma dinamica (segao 7.2).

5. proposicao e implementacao do formato .ubf (secao 7.8.1) para representar
propriedades graficas de modelos PR-OWL/MEBN;, varidveis de trabalho e
representacao de recursao.

6. padronizacao da representacao grafica dos nés residentes, de entrada e de
contexto (segao 7.3 e [15]).

9.1 Limitacoes e trabalho futuro

O UnBBayes-MEBN disponibilizado é uma versao alfa visto que nao foi possivel
testa-la de forma exaustiva com a modelagem de um dominio real. Os testes
realizados foram baseados no dominio ficticio Star Trek [12].

Atualmente € possivel entrar com diversas evidéncias mas a inferéncia é apenas
sobre um né de interesse.

No que se refere ao mecanismo de recursao, a implementacao atual se limita
a informar que um tipo é ordendvel e que um né de entrada usa esse tipo. Dessa
forma, o algoritmo, para gerar a SSBN, faz a recursao até chegar ao menor ele-
mento (segundo a ordenagao) desse tipo ordendvel. Uma extensdo interessante
seria permitir informar a condigao de parada para esse tipo ou até mesmo o
numero de passos que se deseja caminhar na recursao. Por exemplo, o né Dist-
FromOwn (st, tPrev) pode ser relevante apenas para os 5 tempos anteriores, logo,
se DistFromOwn(st, t) possui o parametro t como /T10, a condi¢ao de parada
para DistFromOwn(st, tPrev) seria quando tPrev fosse !T5. Na implementacao
corrente, a recursao pararia quando tPrev fosse !TO.

Em relagao a GUI, o desenho dos nés poderia ser melhorado da seguinte forma:

e 0 tamanho dos nés ser individual e aumentar automaticamente de acordo
com o rétulo que aparece dentro dele;

e fazer com que as setas saiam do contorno do né de origem e cheguem no
contorno do né de destino. Na implementacao atual, isso nao ocorre quando
o né nao é um circulo;

e implementar uma visualizacao de toda MTeoria, similar ao apresentado na
Figura 8.2.
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Uma funcionalidade importante para tornar possivel a reutilizacao de MFrags
¢ a de se salvar uma MFrag sem necessariamente salvar toda a MTeoria. Na hora
de salvar uma MFrag, seriam apresentadas duas possibilidades:

1. salvar apenas a MFrag corrente, podendo causar inconsisténcias caso o né
de entrada nao exista como residente em outra MFrag da MTeoria onde
aquela MFrag for carregada;

2. salvar a MFrag corrente e todas as dependentes direta ou indiretamente.
As MFrags referenciadas pelos nés de entrada da MFrag corrente sao de-
pendentes direto. Da mesma forma, as MFrags referenciadas devem salvar
todas MFrags, ainda nao salvas, que seus nés de entrada fazem referéncia
(dependente indireto). Isso garante uma consisténcia quando essas MFrags
forem carregadas em outra MTeoria.

No entanto, em ambos os casos, poderia acontecer de existir MFrags ou até
mesmo nos com mesmo nome na MTeoria carregada e esse conflito teria que ser
resolvido pelo usuério.

Uma melhoria 1til para ser feita, no atual algoritmo de geragao da SSBN im-
plementado, é a possibilidade do usuério indicar mais de um né como de interesse
para o algoritmo, ou seja, possibilitar que o questionamento seja um conjunto de
nos de interesse e nao apenas um no.

Por fim, funcionalidades previstas em [12] e [27] como fungao identidade, com-
posicao de fungoes, arvore de tipos, polimorfismo e varidveis exemplar devem ser
consideradas para implementagoes futuras.
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