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RESUMO

Analise de Aprendizado de Maquina Aplicada a Ocorréncia de Focos de
Incéndio na Amazénia Legal

A Amazonia legal possui a maior cobertura florestal da Terra, desempenhando um papel
fundamental para a sequestro de carbono, conservacgdo da biodiversidade e regulagéo do clima.
No entanto, nas ultimas décadas, a conversdo de areas de vegetacao natural em &reas agricolas,
desmatamento seletivo e efeitos de mudanca climaticas tem induzido o aumento de eventos de
gueimadas. Essa pesquisa possui como objetivo analisar modelos baseados em métodos de
aprendizagem de maquina para prever as areas mais vulneraveis a ocorréncia de incéndios na
regido da floresta amazonica brasileira. Os métodos de aprendizagem de maquina testados
foram o Random Forest (RF), Extreme Gradient Boost (XGB) e Multilayer Perceptron (MLP).
O processamento de dados utilizou diferentes fei¢cGes da paisagem que condicionam a variacao
espacial da ocorréncia de incéndios, incluindo: areas desmatadas, cidades, estradas, bordas de
florestas e dados climaticos (temperatura média da superficie terrestre e precipitacdo média). A
analise de precisdo usou a curva Receiver Operating Characteristic (ROC), comparando 0s
resultados dos modelos de aprendizado de maquina e os focos de incéndios provenientes do
banco de dados BDQueimadas desenvolvido pelo Instituto Nacional de Pesquisas Espaciais
(INPE). A otimizacdo dos hiperpardmetros dos modelos considerou os valores de acuracia,
objetivando a aprimoracdo dos modelos na obtencdo dos melhores resultados. Apesar dos
modelos apresentarem desempenho semelhantes, o0 melhor modelo foi 0 RF com valores de
Area Abaixo da Curva (AUC) de 0,88 seguido do MLP e XGB com AUC de 0,84. No entanto,
a modelagem considerando a insercdo de estradas planejadas no modelo corrobora uma maior
variacdo usando o método MLP. Os resultados evidenciam a interferéncia humana na induc¢éo
das queimadas. Trabalhos futuros devem ser desenvolvidos para o0 aprimoramento da
metodologia proposta, principalmente inserido outras variaveis ambientais e antropicas e
comparando com outros métodos de inteligéncia artificial.

Palavras-chave: incéndio florestal, inteligéncia artificial, aprendizado de maquina, analise

espacial, modelos preditivos.



ABSTRACT

Machine Learning Analysis Applied to the Occurrence of Fire Spots in the Legal
Amazon

The Brazilian Legal Amazon has the most extensive forest cover on Earth, playing a
pivotal role in carbon sequestration, biodiversity conservation, and climate regulation.
However, in recent decades, the conversion of areas of natural vegetation into agricultural areas,
selective deforestation, and the effects of climate change have increased fire events. This
research aims to analyze models based on machine learning methods to predict the most
vulnerable areas to fire occurrences in the Brazilian Amazon Forest region. The tested machine
learning methods were Random Forest (RF), Extreme Gradient Boost (XGB), and Multilayer
Perceptron (MLP). Data processing uses different landscape characteristics that condition the
spatial variation in the occurrence of fires, including deforested areas, cities, roads, forest edges,
and climate data (average temperature of the Earth's surface and average precipitation). The
accuracy analysis used the Receiver Operating Characteristic (ROC) curve, comparing the
results of machine learning models and active fires from the BDQueimadas database developed
by the National Institute for Space Research (INPE). Optimizing the method's hyperparameters
considered accuracy values, aiming to improve the models to obtain the best results. Despite
the models presenting similar performance, the best model was the RF with Area Under the
Curve (AUC) values of 0.88, followed by MLP and XGB with AUC of 0.84. However, the
modeling considering the inclusion of planned roads presents a more significant variation using
the MLP method. The results show human interference in the induction of fires. Future studies
should be developed to improve the proposed methodology, mainly by inserting other
environmental and anthropic variables and comparing them with other artificial intelligence
methods.
Keywords: forest fire, artificial intelligence, machine learning, spatial analysis, predictive
models.
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1. INTRODUCAO

A Amazbnia Legal contétm a mais extensa cobertura florestal e riqueza em
biodiversidade do planeta, desempenhando um papel fundamental para a regulacéo do clima
em ambos hemisféricos (Fu et al., 2013; Malhi et al., 2008), sequestro de carbono (Gatti et al.,
2021; Rappaport et al., 2018), conservacdo da biodiversidade (Barlow et al., 2016), regulagédo
do balanco hidrico e do fluxo do rio (Cavalcante et al., 2019; Costa and Foley, 1997; Lopes et
al., 2021), manutencdo de povos indigenas (Franco-Moraes et al., 2021; Urzedo and Chatterjee,
2021) e saude (Butt et al., 2020; de Vasconcellos et al., 2021; Gongalves et al., 2012). No
entanto, o desflorestamento da Amazonia tem sido expressivo nas Ultimas décadas, atingindo
um pico histérico em 2004 com uma éarea desmatada de 27,772 km?. Ap6s esse evento, houve
um expressivo esforco governamental e intervenc6es nas cadeias produtivas da soja (moratoria
da soja) e carne bovina que proporcionaram uma significativa reducdo na taxa de
desmatamento, atingindo 84% no ano de 2012 (Maranhéo et al., 2019; Mello and Artaxo, 2017).
No entanto, gradativamente o desmatamento vem novamente aumentando, atingindo em 2020
a maior taxa de desmatamento da década (Silva Junior et al., 2021).

A ocorréncia de incéndios esta intimamente relacionada com a a¢des antrépicas de
desmatamento e uso da terra. Normalmente, as florestas primarias com dossel fechado possuem
resisténcia ao fogo por possuirem densas copas foliares mesmo em periodos de estiagem,
usando suprimentos de adgua do solo profundo (Nepstad et al., 1994). Portanto, a presenca de
ignicOes naturais de incéndios na floresta Amazonica é rara, mesmo com a alta ocorréncia de
raios entre 0os meses de setembro e novembro (Christian et al., 2003). A perda de resisténcia
ocorre pelas acdes antrépicas (corte seletivo e acbes do fogo com adelgacamento do dossel),
com aumento da camada de combustivel do solo da floresta e mudanca do microclima no
interior da floresta que se torna mais quente e seco. Apesar da resisténcia inicial da floresta, os
incéndios repetidos reduzem a cobertura do dossel e favoreceram gramineas invasoras (Balch
et al., 2015). As areas mais vulneraveis sdo as bordas da floresta, com maior suscetibilidade ao
ressecamento, intensidade do fogo e invasdo de gramineas sdo maiores (Broadbent et al., 2008;
Cochrane and Laurance, 2002; Laurance et al., 2002). As reincidéncias de severos periodos de
seca em regides de borda de florestas tornam-se fortes indutores de incéndios de grandes
proporgdes (Silvério et al., 2019).

A utilizacdo do fogo torna-se um instrumento de facil emprego desde o processo de
desmatamento, a partir da pratica do corte sequido da queima para a abertura de florestas
(Tremblay et al., 2015), até nas atividades agropecuarias, onde é empregado para preparar,



capinar e fertilizar a terra por pequenos até grandes proprietérios de terras (Cabral et al., 2013;
Morello et al., 2017) (Figura 1). Em adicdo, incéndios acidentais de larga escala séo
provocados a partir do manejo de fogo em terras agricolas adjacentes que expandem sobre a
floresta degradada, causando danos econémicos para 0 proprietario (agravos de cercas e
reducdo da capacidade de pastoreio) e prejuizos ambientais (de Mendonca et al., 2004). Assim,
a diminuicg&o da taxa de desmatamento ndo significa uma diminuicao de incéndios devido a sua
permanéncia nas atividades agropecudrias. A ado¢do de medidas de manejo de terras sem fogo

pode reduzir substancialmente a incidéncia de incéndios em até 69% em relacdo as areas com

manejo do fogo (Aragédo and Shimabukuro, 2010).

Figura 1 - Vegetacdo Nativa; 2-Desmatamento; 3-Queimada; 4-Agricultura e Pastagem.

As alteracBes antrdpicas promovem um estresse ecossistémico que induz a uma
retroalimentacdo negativa que intensifica a probabilidade de ocorréncia de incéndios devido as
mudancas nas interacfes ecossistema-clima. A remocdo das florestas causa um aumento na
temperatura, a remogdo das florestas causa um aumento na temperatura do ar e na
evapotranspiracdo potencial (ETP) e reduz a precipitacdo devido principalmente a falta de
arvores, que acrescentam agua na atmosfera através da transpiracdo, e reduz a precipitacdo a
favor do vento em &reas desmatadas. Além disso, as mudangas na estrutura da floresta e
composicao de espécies provenientes dos disturbios antropicos devido a extracdo seletiva de
madeira, desmatamento progressivo com isolamento de remanescentes florestais, e mudancas

climéaticas favorecem a ocorréncia de incéndios em é&reas florestadas. A associagdo do



desmatamento e de incéndios provoca uma significativa perda de habitat com acentuados
Impactos negativos na biodiversidade amazonica, havendo uma estreita relacdo da frequéncia
de incéndios e os impactos na biodiversidade (Feng et al., 2021). A sinergia maltipla desses
fatores antropicos impactam conjuntamente para uma grande perda de florestas tropicais
(Cabral et al., 2013; Cochrane and Laurance, 2008). Essas mudangas sistémicas podem afetar
a estabilidade das florestas em escala regional que pode atingir um “ponto de inflexdo” onde a
floresta perde a capacidade de recuperacdo (Arvor et al., 2018; Franklin and Pindyck, 2018;
Lima et al., 2021; Lovejoy and Nobre, 2019; Nobre and Borma, 2009). Nesse cenario, a
associacdo da expansdo da conversdo das florestas por pastagens, fragmentacdo florestal,
inibicdo das chuvas e aumento de incéndios provocara um processo de savanizagdo (Nepstad et
al., 2008; Wuyts et al., 2017).

A evolucdo da area gqueimada no dominio da Amazonia Legal Brasileira totaliza cerca
de 124.996 milhGes de hectares no periodo de 19 anos (2002-2020) (Figura 2). A média de
queimadas nesse periodo foi de cerca de 6.578 ha por ano, com maior propor¢ao nos anos de
2005 (11.501 ha) e 2007 (11.197 ha) e menor proporcdo nos anos de 2013 (2.297 ha) e 2018
(3.525 ha). Nesse periodo os anos que ficaram acima da média registrada de queimas na area
de estudo foram: 1987; 1988; 1995; 1996; 1997; 1998; 1999; 2000; 2001; 2002; 2003; 2004;
2005; 2006; 2007; 2008; 2010. As areas de maior ocorréncia de fogo na regido Amazoénica estao
na fronteira agricola, avangando em direcéo a floresta denominada de arco do desmatamento,
contendo os maiores indices de desmatamento da Amazonia e localiza principalmente nos
estados de Rond6nia, Para e Mato Grosso (Morton et al., 2013; Schroeder et al., 2009). O
processo de corte e queima das areas florestais tem avancado cada vez mais nos territorios da
Floresta Amazonia, no ano de 2005, aproximadamente 90% das areas desmatadas no sudeste
de Ronddnia e noroeste de Mato Grosso foram as principais areas de queimadas (Lima et al.,
2012).

O controle e diminuicdo dos desmatamentos e incéndios na Amazonia deve atuar com
instrumentos de monitoramento, comando e controle e politicas baseados em incentivos
(Fearnside, 2006; Morello et al., 2017). Nesse contexto, técnicas de sensoriamento remoto sao
fundamentais para monitoramento devido a sua rapidez e eficiéncia na deteccdo de incéndios
florestais ativos e de areas queimadas (Bowman et al., 2009; Santana et al., 2018; Shimabukuro
et al., 2015).

Outra importante ferramenta é a utilizacdo de método preditivos de incéndios que
orientam o combate e permitem a mitigacdo desses eventos. Os modelos de previsdo séo

baseados em métodos estatisticos ou algoritmos de aprendizagem de maquina que permitem



calcular a probabilidade de ocorréncia de um dado, através da utilizacdo das varidveis
independentes (topografia, tipo de vegetacdo, clima, entre outros) para uma variavel resposta
(ndmero de focos, quantidade de area queimada, entre outros). Diferentes modelos tém sido
empregados para a predicdo de areas vulneraveis a incéndios, destacando os métodos de
regressdo, analise de decisdo multicritérios, e métodos de aprendizagem de maquina. Diversos
modelos de regressao estdo sendo utilizados para a predi¢do de incéndios, tais como: regressao
logistica (Chang et al., 2013; Eskandari and Chuvieco, 2015; Guo et al., 2016a; Mohammadi et
al., 2014; Zhang et al., 2016), regressdo de Poisson (Boubeta et al., 2015; Graff et al., 2020),
regressdo geograficamente ponderada (Monjaras-Vega et al., 2020; Oliveira et al., 2014),
regressao logistica geograficamente ponderada (Rodrigues et al., 2014), e Splines de Regresséo
Adaptativa Multivariada (Amatulli et al., 2013). A andlise de decisdo multicritério € um método
de tomada de decisdo que avalia e compara varias fatores vulnerabilidade aos incéndios, sendo
amplamente utilizado (Cipriani et al., 2011; Eugenio et al., 2016; Jung et al., 2013; Kayet et al.,
2020; Kumari and Pandey, 2020; Sari, 2021). Por fim, vérios estudos tem utilizado técnicas de
aprendizado de maguina (onde varios comparam com a regressao logistica), tais como Redes
Neurais Artificiais (ANN) (Adab, 2017; de Bem et al., 2019; Goldarag et al., 2016), arvore de
deciséo (ID3 e C.45) (Sitanggang et al., 2013), Random Forest (RF) (Amatulli et al., 2013; Guo
et al., 2016b; Ma et al., 2020; Milanovi¢ et al., 2020), and Support Vector Machines (SVM)
(Jaafari and Pourghasemi, 2019). Complementarmente, algumas pesquisas comparam Vvarias
técnicas de aprendizado de maquina tais como: RF, Boosting Regression Trees (BRT), SVM,
Logistic Regression (Rodrigues and de la Riva, 2014), e Redes Neurais Artificais, SVM, e RF
(Ghorbanzadeh et al., 2019).
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Figura 2 - Evolucéo anual das areas queimadas entre 2002 e 2020.

O presente trabalho possui como objetivo de avaliar e comparar modelos utilizados para
identificacdo de areas susceptiveis aos focos de incéndios na Amazonia Legal. Os objetivos
especificos sdo: discriminar os focos de incéndios presente dentro recorte temporal; identificar
as principais variaveis independentes e dependentes que impulsionam os focos de incéndios; e

qualificar um modelo que represente 0 comportamento espacial do fogo.

2. AREA DE ESTUDO

A éarea de estudo compreende a Amazodnia Legal Brasileira (Figura 3), uma area
politico-administrativa instituida pelo Governo brasileiro conforme a lei nimero 1806 de
06/01/1953 (Brasil, 1953). A Amazonia Legal abrange os limites da Bacia hidrografica do Rio
Amazonas, compreendendo os Estados do Amazonas (AM), Para (PA), Roraima (RR),
Rond6nia (RO), Acre (AC), Amapa (AP), Tocantins (TO), Mato Grosso (MT) e parte do
Maranh&o (MA) com uma area total de 5,2 milhdes de km? que corresponde a 61% do territdrio
brasileiro. A regido apresenta clima tropical chuvoso (chuvas do tipo mongéo), correspondendo
a classe “Am” na classificacdo de Koppen com temperaturas médias altas (variando de 25°C
até 27°C), elevada radiag&o solar, totais pluviométricos médios anuais de 2500 mm e umidade
relativa do ar entre 85 e 90%, na parte mais imida (Centro-Noroeste do Amazonas) é o clima
Af, por fim, na regido da Amazoénia Meridional, limite com o Cerrado é o clima do Aw. (Fisch
et al., 1998; Pavao et al., 2015). Essa regido apresenta vastas planicies fluviais, caracterizadas

por terrenos baixos e elevada riqueza mineral e elas acompanham os vales dos principais rios,



foram dessas areas, existe tabuleiros, colinas, depressdes e planaltos residuais, ocupando a
maior parte da &rea da Amazonia Legal. (Ferreira and Salati, 2005).
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Figura 3 - Localizagéo da area de estudo.
3. MATERIAL E METODOS

3.1  Dados dos Focos de Incéndios (variavel dependente)

O presente estudo utilizou os focos de calor presente no banco de dados denominado

BDQueimadas (www.inpe.br/queimadas/bdqueimadas) desenvolvido pelo Instituto Nacional

de Pesquisas Espaciais (INPE) a partir dos dados do sensor Moderate Resolution Imaging
Spectroradiometer (MODIS) a bordo dos satélites AQUA e Terra a partir de 1998 e do sensor
Visible Infrared Imaging Radiometer Suite (VIIRS) do satélite Suomi-National Polar-orbiting
Partnership (S-NPP) gerados a partir de 2019 (Figura 4). O BDQueimadas € um aplicativo
WebGIS desenvolvido a partir de geotecnologias abertas com dados geogréaficos gerenciados
por PostgreSQL. O banco de dados inclui dados diarios provenientes de mais de 200 imagens
processadas especificamente para detectar focos de queima de vegetacdo em toda América
Latina. A partir dos dados diarios dos focos é possivel estabelecer uma composi¢do para um
intervalo da série temporal e comparacdes temporais e espaciais para intervalo maiores que 10

dias. No entanto, os dados ndo devem ser considerados medida absoluta da ocorréncia de fogo.
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Figura 4 - Distribuicdo de focos detectados pelo INPE em 2021.

A presente pesquisa filtrou as ocorréncias de incéndios do ano de 2021 nos limites da
Amazonia Legal. A ocorréncia dos focos de calor foi considerada a classe de presenga no
processo de modelagem. A classe de auséncia foi elaborada através da criacdo de pontos
aleatdrios na area de estudo, considerando uma distancia minima de 2 quilémetros entre pontos

de auséncia e presenca.

3.2. Dados de Rodovias e Centros Urbanos a partir do OpenStreetMap (variaveis
independentes)

Neste estudo foram utilizados dados de rodovias e centros urbanos disponiveis na base
OpenStreetMap (OSM), que fazem parte do conjunto de variaveis independentes utilizadas na
modelagem de incéndios. O projeto OSM ¢é uma iniciativa de mapeamento colaborativo que
comegou em 2004 que permite a construcdo de uma base de dados geograficos aberta e gratuita
do mundo a partir da mobilizagdo comunitaria, denominada de Wikipedia dos mapas por atingir
0 auge da informacdo geografica voluntaria e colaborativa (Bertolotto et al., 2020; Neis and
Zielstra, 2014). A construcdo colaborativa da base de dados vetoriais utiliza diversas estratégias
para mapeamento, tais como o uso de dispositivos de GPS, fotogrametria, analise de imagens

de satélite, entre outros (https://wiki.openstreetmap.org/wiki/Mapping_techniques). Portanto,



desde o seu surgimento, gradativamente aumenta o engajamento pelas comunidades de
mapeamento voluntario, organiza¢fes governamentais, instituicdes humanitérias e privadas na
colaboracdo de preenchimento de lacunas de dados e aplicacdes para diversas finalidades.
Dentre as diferentes aplicacfes do uso do OSM, pode-se citar a reducdo do risco de desastres
(Goldblatt et al., 2020; Scholz et al., 2018), classificacdo do uso e cobertura da terra (Fonte et
al., 2015), planejamento de rotas urbanas (Neis, 2015; Novack et al., 2018), visualizagéo e
modelagem 3D de cidades (Over et al., 2010), entre outros. Apesar da maior contribuicdo na
insercéo de dados a partir de regiées com indice de Desenvolvimento Humano alto, esforgos
de mapeamento concentram principalmente em regides com desenvolvimento humano medio e
baixo (Herfort et al., 2021). Além disso, busca-se também um maior engajamento da
comunidade académica para uma validacdo dos dados (Grinberger et al., 2022).

Os dados de rodovias no OSM sdo categorizados em diversos valores em funcgéo do tipo
e importancia das vias (https://wiki.openstreetmap.org/wiki/Key:highway). As seguintes
categorias foram selecionadas e agrupadas em trés grupos em funcdo de niveis hierarquicos
para uso neste estudo:

«  As categorias motorway, trunk, primary e primary-link foram agregadas em um grupo

como rodovias primarias, representando grandes vias tais como rodovias nacionais.

«  As categorias secondary e secondary-link foram consideradas rodovias secundarias,

representando vias de menor extenséo tais como rodovias estaduais;

«  As categorias tertiary, tertiary-link, track e unclassified foram agregadas em um grupo

como rodovias terciarias, representando pequenas vias de menor importancia.

Similarmente, os dados de locais ou centros urbanos séo categorizados em funcéo de sua

funcdo e nivel hierarquico (https://wiki.openstreetmap.org/wiki/Key:place). Nesta pesquisa

foram selecionados pontos representando as categorias “city” (grandes centros urbanos como
capitais), “town” (centros urbanos médios) e “village” (pequenos centros urbanos ou
grupamentos tais como vilas e aldeias).

Os dados vetoriais das rodovias e centros urbanos foram utilizados como variaveis
independentes no processo de modelagem. Os dados vetoriais foram convertidos em dados
matriciais e gerado a distancia euclidiana para cada feicdo vetorial, com cada pixel resultante
representando o valor da distancia até a feicdo mais proxima (por exemplo, distancia a rodovia
primaria mais proxima, ou distancia ao grande centro urbano mais proximo). A resolucao

espacial utilizada para a criacdo destes dados matriciais foi de 500 metros.



Complementarmente, os dados OpenStreetMap contam com dados de rodovias planejadas,
inseridos como rodovias primarias em outra modelagem separada para avaliar o possivel

impacto com a construcdo dessas novas rodovias.

3.3  Dados Climaticos (variaveis independentes)

Este estudo usou dois tipos de dados climaticos: temperatura média da superficie terrestre
e precipitacdo média observadas no ano de 2021. A média da temperatura da superficie terrestre
foi calculada a partir de dados do produto MOD11A2 do sensor MODIS

(https://Ipdaac.usgs.gov/products/mod11a2v061/), que apresenta estimativas da temperatura da

superficie em uma resolucdo espacial de 1km por pixel. Os valores de temperatura,
originalmente dados em Kelvin (K), foram convertidos para celsius (C). A média da
precipitacdo para o ano de 2021 foi calculada a partir de dados encontrados na base de dados
Climate Hazards group Infrared Precipitation with Stations (CHIRPS), cujo objetivo é elaborar
mapas de precipitacdo a partir de dados de imagens de sensoriamento remoto e dados de
estacoes climatoldgicas (https://www.nature.com/articles/sdata201566,
https://pubs.usgs.qgov/ds/832/).

3.4  Procedimento de Amostragem

O total de observacbes foi de 204298 amostras, incluindo as classes de presenca e
auséncia de focos. Estas observacgdes foram primeiramente divididas em dois grupos amostrais:
treinamento e teste. O primeiro grupo foi utilizado para treinar, otimizar e validar os modelos.
O segundo grupo foi utilizado para testar e avaliar o modelo treinado com a amostra de
treinamento.

O método de validacao utilizado foi a cruzada utilizando 5 sub amostras do treinamento.
As amostras foram separadas espacialmente através do método de agrupamentos (clustering)
espacial (Figura 5). Isto € feito para reduzir o viés causado pela autocorrelacdo espacial de
pontos, fendmeno que tende a mascarar o desempenho real dos modelos. Modelos isolados sao
treinados com cada subgrupo e validados ao aplica-los aos demais grupos. A Figura 6

demonstra a divisdo espacial das amostragens.
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Figura 5 - Divisdo espacial das amostras de treinamento para validagdo cruzada.
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Figura 6 - Processo de divisdo de amostras neste trabalho.

3.5  Modelos
Os seguintes modelos foram escolhidos para prever a ocorréncia espacial de focos:
Random Forest (RF)

Random Forest (RF) (Breiman, 2001) combina um grande conjunto de arvores de
classificacdo binarias, obtendo como resultado o voto majoritario de todas as arvores
individuais (Genuer et al., 2010). A concepcdo do método é que muitos modelos relativamente
ndo correlacionados votando performam melhor do que um Unico modelo, estabelecendo um

método de aprendizagem conjunta ou multipla (ensemble learning).

Extreme Gradient Boost (XGB)

O modelo Extreme Grandient Boosting (XGB) (Chen and He, 2014) é uma
implementacao eficiente do Grandient Boosting para a solucéo dos problemas de classificacdo
e regressdo. Ao contrario do Random Forest, 0 XGB constroi arvores pequenas e diferentes,

treinando-as em subamostras dos dados de treinamento. Esses métodos usam “boosting” para



combinar previsdes de diferentes classificadores, tentando determinar iterativamente o0s
melhores pesos de cada classificador de acordo com uma determinada funcdo de perda. Em
linhas gerais, o método utiliza a estrutura de Gradient Boosting que minimiza os erros pela
aplicacdo de um gradiente descendente e um poderoso método de otimizacdo numérica,

eliminando candidatos menos qualificados.

Multilayer Perceptron (MLP)

O modelo Multilayer Perceptron (MLP) é uma rede neural artificial feedforward
composta por multiplas camadas de nos interconectados, onde a informacédo transcorre em
apenas em uma direcdo da entrada para a saida (Murtagh, 1991). A rede neural é formada por
uma camada de entrada que recebe os dados, camadas ocultas com um ndmero indeterminado
de neurdnios que processa os dados gerando saidas intermediérias e uma camada de saida
responsavel pela previsdo final. Cada camada contém neur6nios, e 0s neurénios dentro de cada
camada se conectam com o0s neurdnios das proximas camadas por meio de conexdes
ponderadas. Nas arquiteturas MLP, existe uma variacdo do numero de camadas escondidas e
do numero de nés em cada camada dependendo de sua aplicacdo (Baum, 1988). Os pesos se
adaptam ao longo do treinamento, modificando os valores contidos em cada neurbnio para
melhor adequacdo aos dados e minimizar os erros entre a previsdo e o dado real. O neurénio da
camada de saida na classificacdo binaria corresponde a probabilidade da classe determinada.
Os MLPs sdo utilizados para tarefas de classificacdo e regressdo, sendo uma técnica popular e

amplamente utilizada no campo de redes neurais artificiais.

3.6. Analise de acuracia dos modelos

A andlise de acurécia utilizou a curva ROC (Receiver Operating Characteristic), uma
métrica bidimensional que avalia a performance de uma classificacdo que se baseia na
representacdo grafica de dois indices de acuracia: sensibilidade (taxa de verdadeiros positivos)
e especificidade (taxa de falsos positivos, também denominado de Recall) (Marzban, 2004).
Essas duas métricas de acuracia sdo amplamente usadas na avaliacdo de classificacdo binaria,
evidenciando o desempenho na classificacdo correta de casos positivos e negativos. A TVP
expressa a proporcdo de casos positivos classificados corretamente como positivos (VP),
enquanto a TFP é a propor¢éo de casos negativos classificados incorretamente como positivos

(FP), descritos pelas seguintes equacdes:

TVP = ————
VP =vp TN



TEP = e TN

Onde “FN” representa a quantidade de Falsos Negativos ¢ “VN” a quantidade de
Verdadeiros Positivos.

Um classificador ideal teriaum TVP de 1 e um TFP de 0, o que significa que classificaria
corretamente todos 0s casos positivos e negativos. Graficamente, quanto mais proxima a curva
ROC estiver do canto superior esquerdo, melhor serd o modelo na classificacdo de casos
positivos sem incorrer em muitas classificacdes de falsos positivos. A curva ROC também
permite a determinagéo do limite ideal de previsdes, selecionando o ponto que equilibra a
necessidade de alto TPR e baixo FPR. A area sob a curva ROC (Area Under The Curve - AUC)
é uma das principais métricas utilizadas na avaliacdo de modelos de classificacdo binaria (como
0 nosso caso de presenca ou ndo de incéndios), sendo frequentemente usada como uma Unica
métrica escalar para resumir o desempenho geral de um modelo, com um valor de 1 indicando
um classificador perfeito e um valor de 0,5 indicando um classificador aleatorio (Faraggi and
Reiser, 2002).

4 RESULTADOS

4.1  Resultados dos grupos de Validacéo

A Figura 7 demonstra os resultados das curvas ROC para 0s cinco conjuntos de
treinamentos dos modelos MLP, RF e XGB, enquanto a Tabela 1 lista os respectivos valores
referentes as AUC-ROC curvas. A presente analise avalia a acuracia da previsdo de ocorréncia
de focos de incéndios. Os valores da curva ROC apresentam resultados satisfatorios nos trés
modelos (Mohajane et al., 2021; Pourghasemi et al., 2020). Os modelos baseados em arvore de
decisdo (RF e XGB) tiveram comportamento muito similares para os diferentes grupos,
havendo um melhor desempenho nos grupos 1 e 5. Essas duas areas de amostragem estdo
posicionadas na por¢do mais ao norte com menor ocorréncia de incéndios, principalmente o
grupo 5 (Figura 5). Dentre os melhores resultados do MLP, o grupo 5 permanece como nos
métodos RF e XGB, mas o grupo 1 é substituido pelo grupo 2 que se posiciona na por¢éo
nordeste com alta dispersdo de eventos de incéndio. NOs trés modelos, os grupos com menores
ajustes estdo posicionados na porcdo sul da Amazonia onde o desmatamento é mais
pronunciado. Dentre todos 0os modelos e areas de andlise, 0 melhor modelo foi 0 XGB para o

grupo 1 (91%) e o pior foi RF para o grupo 2 (58%).
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Figura 7 - Curvas ROC para cada modelo e grupo de validagéo.



Tabela 1 - Valores da area abaixo da curva (AUC) ROC para cada modelo e grupo de validag&o.

Modelo Fold AUROC
MLP Fold1l 0,69
MLP Fold2 0,87
MLP Fold3 0,66
MLP Fold4 0,63
MLP Fold5 0,87
RF Foldl 0,88
RF Fold2 0,58
RF Fold3 0,74
RF Fold4 0,63
RF Fold5 0,87
XGB Foldl 0,91
XGB Fold2 0,60
XGB Fold3 0,73
XGB Fold4 0,63
XGB Fold5 0,88

4.2  Avaliacao final

A Tabela 2 apresenta os valores médios das AUC-ROC dos conjuntos de treinamento e
teste para os trés modelos avaliados, evidenciando uma similaridade de comportamento. Os
valores de testes foram superiores aos de treinamento em todos os modelos (Figura 8). Essa
diferenca entre os resultados entre 0s conjuntos de treinamento e teste se verificam em outros
estudos. De Vasconcelos et al. (2001) registrou uma classificacdo global de 84,1% utilizando o
grupo de treino e 73,9% no grupo de validagdo. O melhor resultado alcancado foi com o
conjunto de teste usando o RF. No conjunto de treinamento, todos os modelos obtiveram o
mesmo valor de AUC-ROC de 0,75. Em contraposic¢ao, no conjunto de teste 0 modelo RF teve

um valor de AUC-ROC de 0,88 pouco superior aos outros dois modelos com 0,84.
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Tabela 2 - Valores da area abaixo da curva ROC médias de treinamento e teste dos modelos.

Tipo Modelo AUROC
Train MLP 0,75
Train RF 0,75
Train XGB 0,75
Test MLP 0,84
Test RF 0,88
Test XGB 0,84

4.3  Mapas de probabilidade

A formulacdo dos mapas de probabilidade considerou dois cenarios: presenca das
estradas atuais e considerando a efetivagdo das rodovias planejadas, visando analisar o seu
efeito na distribuicdo de incéndios. A Figura 9 apresenta os mapas de probabilidade de focos
de incéndios referentes aos modelos avaliados considerando o conjunto atual de estradas. Os
modelos preditivos usando os métodos baseados em arvores (RF e XGB) tiveram um padréo
de distribuicdo de incéndios similares. A predicdo do XGB em comparacdo ao RF apresentou
areas ligeiramente mais propensas a ocorréncia de incéndios ao longo das rodovias. Em
contraposicdo, 0 MLP evidenciou uma probabilidade de incéndios superiores em area e
intensidade do que os métodos RF e XGB, cobrindo toda a extensdo do arco de desmatamento.

A Figura 10 demonstra a previsdo com a inser¢do das rodovias planejadas, onde o
modelo MLP continua apresentando as areas mais propensas aos eventos de incéndios de forma
mais pronunciada do que os modelos de RF e XGB. Dentre os modelos baseados em arvores, 0
RF realgou mais os efeitos das novas rodovias do que o XGB. Em contraposi¢do, o modelo
MLP evidenciou mais intensivamente as novas estradas pavimentadas.

Objetivando enfatizar o efeito da insercéo das estradas pavimentadas, a Figura 11 mostra
a diferenca entre os dois cenarios (sem e com rodovias planejadas). As imagens das diferencas
de probabilidade para os modelos RF e XGB demonstra uma alta homogeneidade e pouco
evidéncia mudancas. Ao contrario, 0 modelo MLP proporciona destacar com maior intensidade

as modificagfes com o advento das novas rodovias pavimentadas.
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Figura 9 - Mapa de probabilidade de presenca de focos segundo os modelos MLP, RF e XGB, considerando as
estradas atuais em atividade.
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Figura 10 - Mapa de probabilidade de presenca de focos dos modelos MLP, RF e XGB com a adicdo de
rodovias planejadas.
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5 DISCUSSAO

Os incéndios florestais consistem em um desafio governamental associados a sistemas
socioecologicos complexos que tendem a aumentar no futuro se ndo forem adotadas medidas
governamentais adequadas (Carmenta et al., 2011). Os principais fatores para o aumento de
focos de incéndios na regido amazonica séo as atividades antrdpicas, considerando tanto acdes
propositais como acidentais. Os mapas de probabilidades sdo importantes por evidenciar 0s
pontos de ignicdo, para possiveis escape do fogo para a floresta e areas vizinhas com grandes
prejuizos socioecondmicos, ambientais e de salde da populacdo. A predigdo de incéndios
corrobora na elaboracdo de melhores estratégias de prevencdo (Yang et al., 2007).

Nosso estudo, evidencia que os incéndios possuem uma forte relacdo com as rodovias,
diminuindo a ocorréncia com o aumento da distancia das estradas em todas as areas. Esses
resultados sdo bem retratados na literatura. Até o comeco da década de 1960, a restricdo de
acesso a regido amazonica favoreceu a preservacdo florestal. Nos anos subsequentes, projetos
de infraestrutura, incluindo estradas federais e estaduais, foram desenvolvidos e associados a
programas de incentivos fiscais para assentamento agrario (Fearnside, 2002; Pacheco, 2009).
Nesse contexto, as estradas permitiram o acesso humano e promoveram o0 aumento do
desmatamento e do emprego do fogo ao longo de suas margens. Varios autores abordam a
influéncia das estradas como a principal via para o aumento do desmatamento e de incéndios
(Fearnside, 2007; Fearnside and De Alencastro Graca, 2006; Fearnside and de Lima Ferreira,
1984; Nepstad et al., 2001; Neto, 2019; Perz et al., 2008; Soares-Filho et al., 2004). Outros
paises na Bacia Amazénica (Venezuela, Colémbia, Equador e Peru) também apresentam forte
influéncia das estradas nas queimadas, apesar de apresentarem diferencas espaciais no
momento do pico de eventos de incéndios (Armenteras et al., 2017). Estudos do comec¢o da
década 2000 demonstraram que em uma distancia de 100 km das rodovias incluiam 90% das
areas desmatadas (Alves, 2002), e em uma distancia de 50 km corresponderia entre 67%
(Nepstad et al., 2001) até 85% (Chomitz and Thomas, 2001). No comeco da década de 2010,
observou-se que uma distancia de 5,5 km de estradas ou 1 km de rios, cobrindo 35% da
Amazonia Brasileira, apresentavam quase 95% de todo o desmatamento (Barber et al., 2014).
Além disso, as areas desmatadas e florestas perturbadas ou fragmentadas perto de estradas séo
mais vulneraveis a incéndios. Objetivando coibir o uso de fogo ao longo das rodovias, uma
legislacdo especifica foi promulgada para disciplinar o uso de tal pratica (Portaria/IBAMA/R®.
231/88, de 08/08/88). Ainda com relacdo ao uso do fogo, a Lei Federal n°. 4.771 do Cddigo
Florestal de 1965 (Artigo 27) regulamenta que € proibido o uso do fogo nas florestas e demais



formas de vegetacdo (Regulamentado pelo Decreto Federal n° 2.661, de julho de 1998). O
problema é complexo, uma vez que o asfaltamento das estradas ndo atua somente na
viabilizacdo do deslocamento da frente pioneira, mas também estabelece mecanismos e
pequenas infraestruturas do governo com propdsito de oferecer servicos as populagdes que ja
moram nos eixos rodoviarios (Neto, 2019).

O aprimoramento da presente pesquisa pode ser obtido com insercdo de varidveis
desconsideradas na modelagem, tais como as areas de reservas que possuem importancia por
limitarem a construcao de estradas, desmatamento e incéndios. Na conservacdo das florestas, o
principal mecanismo de prote¢éo séo as reservas ambientais de protecédo integral, uso limitado
e reservas indigenas (Ricketts et al., 2010; Soares-Filho et al., 2010). Portanto, as reservas retém
uma cobertura florestal natural substancial (Ferreira et al., 2005), que consiste em um fator de
barreira das acGes de fogo dentro e em suas bordas (Arima et al., 2007), mesmo considerando
regides de contorno altamente afetadas (Fearnside, 2003; Nepstad et al., 2006). No entanto, a
presenca das reservas nao coibe acdes de danos ambientais, tais como a caga (Antunes et al.,
2019; Carvalho, 2019; Peres and Zimmerman, 2001) e o seu tamanho pode ser insuficiente para
manter as populacdes de muitas espécies. Além disso, as areas proximas a rodovias e rios em
areas protegidas apresentam menor desmatamento (10,9%) do que areas desprotegidas (43,6%)
(Barber et al., 2014). No entanto, alguns estudos demonstram vulnerabilidades das reservas para
a contencdo de incéndios que saem do controle por agricultores, evidenciando as fragilidades
das politicas de manejo do fogo e suas ameacas para a conservacao da floresta (Carmenta et al.,
2019). Categorias de reserva que envolve terras de particulares também possui maior
suscetibilidade, por exemplo, o conjunto de unidades de Conservagédo na regido da Terra do
Meio possui uma eficiente conservacgdo dos ecossistemas naturais e inibicdo da ocorréncia de
incéndios, com excecdo da Area de Protecdo Ambiental Triunfo do Xingu por envolver terras
de particulares (Jesus and Catojo, 2020).

Além da insercdo das areas de reservas, outros fatores politicos e econdmicos podem
condicionar os eventos de incéndios e podem ser alvo de novos estudos, incluindo outros
projetos de infraestrutura, precos da carne bovina e da soja, e variagdes climéticas interanuais

com presenca de anos mais Secos.

6 CONCLUSAO

Este estudo analisou modelos de aprendizado de maquina, incluindo Random Forest
(RF), Extreme Gradient Boost (XGB) e Multilayer Perceptron (MLP), para prever as areas mais

vulneraveis a incéndios na regido da Floresta Amazonica brasileira. A variavel dependente foi



0 conjunto de eventos de incéndios extraidos do BDQueimadas para o ano de 2021 e as
variaveis independentes foram constituidas pelos seguintes fatores: (a) distancia das cidades
considerando trés categorias (grandes, médios e pequenos centros urbanos), (b) distancia da
malha rodoviaria subdivididas em trés categorias (priméria, secundaria e terciaria), e (c) fatores
climéticos referentes a temperatura média da superficie terrestre e precipitacgdo média
observadas no ano de 2021. Além disso, a pesquisa considerou dois cenérios: (a) contendo a
malha rodoviaria atual, e (b) acrescentando as estradas planejadas. A precisdo dos modelos foi
avaliada usando a curva Receiver Operating Characteristic (ROC) e comparada com dados reais
de incéndio. Os resultados mostraram que o Random Forest obteve o melhor valor de AUC de
0,88, seguido de MLP e XGB com valores de AUC de 0,84. Entretanto, o modelo MLP
considerando a expansdo da malha rodoviaria permitiu melhor evidenciar as alteracfes dos
eventos de fogos ao longo das novas rodovias. O estudo constatou que a interferéncia de novas
rodovias é um fator significativo na inducdo de incéndios. Por fim, pesquisas futuras podem ser
desenvolvidas incorporando mais variaveis ambientais e antropogénicas e comparando-as com

outros meétodos de inteligéncia artificial.
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