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CESSÃO DE DIREITOS
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RESUMO

O reconhecimento rápido de pragas e insetos em lavouras é uma das estratégias de controle para
mitigar perdas na produtividade agrı́cola. Algoritmos de aprendizagem de máquinas têm sido
bem sucedidos como ferramentas de reconhecimento automático em aplicações envolvendo gran-
des conjuntos de dados, mas os modelos tendem a reduzir drasticamente seu desempenho quando
lidam com conjuntos de dados pequenos, o que dificulta a ampla utilização dessa tecnologia em
campo. A capacidade de aprender com poucas amostras visuais, é um dos principais desafios
no campo da aprendizagem de máquinas. A Few-shot Learning (FSL), entretanto, é uma abor-
dagem de aprendizagem recente e mais adequada para lidar com poucos dados. Neste trabalho,
conduzimos um estudo sobre a FSL baseada em métrica para fornecer um modelo competitivo de
classificação de insetos usando poucas amostras. O modelo proposto inclui dois módulos princi-
pais: 1) um mecanismo de redes neurais convolucionais (CNN) para extração e fusão de recursos
multicamada (FMC) para a geração de vetores representativos ricos em informações de classes, e
2) um módulo de similaridade baseado nas divergências de Bregman para comparação de vetores
gerados pela FMC. Dois conjuntos de dados desafiadores de insetos da agricultura foram propos-
tos para os experimentos: o primeiro contendo insetos separados por estágio de maturidade, e o
segundo abrangendo pragas e insetos benéficos (incluindo predadores e parasitoides) da cultura
do milho. Uma ampla cadeia experimental foi realizada para análise de divergências e validação
do modelo proposto. A validação do modelo foi realizada comparando-se os resultados aos de
redes consolidadas na literatura. Os resultados mostraram que o modelo apresentado melhorou
a acurácia em até 3.62% e 2,82% em tarefas de classificação de 1-shot e 5-shot respectivamente
usando a FMC. Além disso, o modelo superou os resultados das redes ResNet50, VGG16 e Mo-
bilenetv2, com redução em até 99% da quantidade de parâmetros de aprendizagem. Este trabalho
mostrou que a aprendizagem few-shot é uma abordagem relevante para pesquisas relacionadas a
classificação de insetos na agricultura, servindo como uma alternativa para o desenvolvimento de
soluções de prototipagem rápida para aplicação em campo.

Palavras-chaves: Few-shot Learning, classificação de insetos na agricultura, visão com-
putacional, fusão de caracterı́sticas.



ABSTRACT

Rapid recognition of crop insect pests is one of the control strategies to mitigate losses in agricul-
tural productivity. Machine Learning algorithms have been successful as automatic recognition
tools in large data sets applications. But models tend to drastically reduce their performance
when dealing with small data sets, which makes it difficult for the wide use of this technology in
the crop field. The ability to learn with few visual samples is one of the main challenges in the
field of machine learning. Few-shot Learning (FSL), however, is a recent and suitable learning
approach to deal with few samples. In this work, we conducted a study to provide a competitive
metric-based FSL insect classification model. The proposed model includes two main modu-
les: 1) an image feature extraction and fusion mechanism (FMC) based on convolutional neural
networks (CNN) to generate information-rich representative vectors of classes, and 2) a simi-
larity module based on Bregman divergences to compare vectors generated by the FMC. Two
challenging agricultural insect data sets were proposed for the experiments: the first containing
insect pests separated by maturity stages, and the second covering pests and beneficial insects
(including predators and parasitoids) of the maize crops. A wide experimental chain was carried
out for the divergence analysis and validation of the proposed model. Validation was performed
by comparing our results to those of networks consolidated in the literature. The results showed
that the presented model improved the accuracy by up to 3.62% and 2.82% in 1-shot and 5-shot
classification tasks, respectively, using FMC. Furthermore, the model outperformed the results of
the ResNet50, VGG16, and Mobilenetv2 networks, with the advantage of reducing the number
of learnable parameters by up to 99%. This work showed that Few-shot learning is a relevant
approach for research related to insect classification in agriculture, serving as an alternative for
the development of rapid prototyping solutions for field application.

Keywords: Few-shot learning, insect pest classification, computer vision, multi-scale fe-
ature fusion.
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2.7 Esqueḿatico das redesMatchingusando uma con�guraç̃ao4-waye1-shot, com 1
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3.4 Tend̂encia de acurácia em relaç̃ao aos par̂ametrosN-way-K-shotpara classi�caç̃ao
de insetos da fase adulta. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
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de insetos da fase priḿaria. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
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1 INTRODUÇÃO

Este caṕ�tulo apresenta uma introdução sobre o contexto geral dessa pesquisa, descrevendo os
objetivos, contribuiç̃oes e a organização da dissertação.

1.1 CONTEXTUALIZAÇ ÃO

As pragas agr�́colas s̃ao organismos caracterizados pelo aumento da população de insetos
causadores de danos�as lavouras, sendo responsáveis por perdas importantes na agricultura global
(OLIVEIRA et al., 2014; THENMOZHI; REDDY, 2019). Por esse motivo, o gerenciamento
de infestaç̃oes demanda reconhecimento rápido de insetos para tomada de decisão e reduç̃ao de
custos na produção agŕ�cola.

O reconhecimento de insetos em plantaçõesé uma das tarefas mais desa�adoras na agricultura
devido�a exist̂encia de muitas espécies na natureza e da semelhança entre muitas delas. Por essa
raz̃ao, diferenciar insetos com acurácia para o controle de infestações ñaoé uma soluç̃ao trivial.
A classi�caç̃ao autoḿatica de insetos, nesse contexto,é vista como uma solução potencialmente
promissora no combate�as infestaç̃oes.

A aprendizagem profunda (Deep learning) tem sido vastamente utilizada como solução de
última geraç̃ao para reconhecimento visual de insetos na agricultura (LI et al., 2020; KASI-
NATHAN; SINGARAJU; UYYALA, 2021). No entanto, os algoritmos demandam conjuntos
de dados tipicamente grandes para treinamento, além de custo computacional elevado. Tendo
em vista que a construção de conjuntos de dados de insetosé naturalmente onerosa do ponto de
vista da captura em condições reais de campo, a demanda por algor�́timos de aprendizagem de
máquinas que lidam com poucos dadosé crescente.

A capacidade humana de aprender com dados limitados ainda supera os algoritmos clássicos
existentes em Aprendizagem de Máquinas. Por outro lado, aFew-shot learning(FSL) (WANG et
al., 2020)́e uma t́ecnica que de�ne uma aproximação relativa entre o aprendizado de máquinas e o
aprendizado humano, considerando a tarefa desa�adora de aprender a partir de poucas amostras.
A FSL pode fornecer uma alternativa de prototipagem rápida éutil para aplicaç̃oes na agricultura,
servindo como facilitadora no reconhecimento de espécies de insetos usando poucas amostras de
dados ou com classes naturalmente desbalanceadas na natureza.

O conceito de FSL teve os primeiros registros nos anos 2000 (LU et al., 2020). Apesar disso,
essa abordagem ganhou maior projeção com o advento da aprendizagem profunda e visão com-
putacional, sobretudo, com o crescente movimento das Redes Neurais Convolucionais (CNN)
a partir de 2015. Atualmente, há registros de aplicação da FSL em diversos seguimentos da
aprendizagem de ḿaquinas com resultados relevantes, tais como, na classi�cação de imagens
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(DHILLON et al., 2020), detecç̃ao de objetos (KANG et al., 2019), bem como no processamento
de linguagem natural (PENG et al., 2020).

Um algoritmo cĺassico de FSL consiste na extração de caracter�́sticas de imagens a partir
de uma CNN (encoder) para classi�caç̃ao baseada na similaridade entre imagens. Ao longo dos
últimos anos, diversos ḿetodos foram propostos para melhoria no desempenho dos modelos. Em-
bora muitos avanços tenham sido alcançados, duas caracter�́sticas s̃ao muito comuns na maioria
dos trabalhos, como o uso de redes muito complexas resultantes da combinação de v́arios ḿetodos
para extraç̃ao de recursos de imagens mais representativos, e o uso de métodos recorrentes para
mediç̃ao de similaridade entre imagens.

Dado que na aprendizagemfew-shotpoucas amostras são disponibilizadas ao modelo para a
construç̃ao do aprendizado, a extração de recursos de imagens para formação deembeddingsricos
em informaç̃oesé uma tarefa crucial para o desempenho �nal do modelo. Entretanto, manter uma
arquitetura simples para extração de recursos relevantesé desa�ador. Por isso, o aprimoramento
e a otimizaç̃ao das t́ecnicas de FSL para classi�cação autoḿatica s̃ao necesśarios para melhoria
dos resultados alcançados, aumentando as possibilidades com respeito ao uso dessa abordagem
em aplicaç̃oes reais de campo.

A classi�caç̃ao de insetos na agricultura requer métodos robustos para a diferenciação de
imagens em diferentes situações, sobretudo, para lidar com classes de insetos muito semelhantes,
a partir de poucas amostras dispon�́veis. Nesta dissertação, propomos abordar a classi�cação de
insetos na agricultura a partir de um modelo aprimorado de FSL baseado na e�ciência e com
baixa complexidade em relação aos ḿetodos déultima geraç̃ao utilizados para tal.

Esta dissertaç̃ao prop̃oe um modelo de classi�caçãofew-shotpara reconhecimento de insetos
importantes na agricultura, constru�́do para lidar com os desa�os da classi�cação mesmo com
poucos dados dispon�́veis para treinamento. O modelo proposto será testado em aplicações es-
peć��cas de classi�caç̃ao de insetos a partir de dados exclusivos, considerando o reconhecimento
de insetos por fases de maturidade (GOMES; BORGES, 2022), com potencial para evitar pre-
cocemente as infestações, bem como pela diferenciação de pragas e insetos bené�cos (incluindo
predadores e parasitoides), com potencial para o controle biológico de pragas.

1.2 OBJETIVOS DA DISSERTAÇÃO

1.2.1 Objetivo geral

Propor um modelo computacional aprimorado deFew-shot learningpara classi�caç̃ao de in-
setos importantes na agricultura usando poucas amostras de dados.
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1.2.2 Objetivos espeć��cos

São objetivos espec�́�cos dessa dissertação:

• Realizar a construção de conjuntos de dados de insetos importantes na agricultura para
aprendizagemfew-shot.

• Realizar um estudo comparativo das divergências de Bregman como medidas de similari-
dade em um modelo de FSL baseado em métrica.

• Investigar a in�ûencia dos par̂ametrosN-way-K-shotdo modelo para a de�niç̃ao de cami-
nhos promissores relacionados�as perspectivas de acertos na classi�caçãofew-shot.

• Propor um mecanismo CNN de extração e fus̃ao de recursos de baixo n�́vel (locais) e de
alto ń�vel (globais) de imagens baseado em multicamadas (FMC) para a geração de vetores
(embeddings) com forte representatividade de classe.

• Realizar testes de classi�cação few-shotde insetos em duas tarefas desa�adoras em agri-
cultura: a classi�caç̃ao baseada no ciclo de vida do inseto e, para diferenciar insetos entre
beńe�cos e pragas da cultura do milho.

1.3 CONTRIBUIÇ ÕES DA DISSERTAÇÃO

Esta Dissertaç̃ao fornece tr̂es importantes contribuições para classi�caç̃aofew-shotde insetos
na agricultura, as quais serão apresentadas contextualmente a seguir:

• Apesar da not́oria relev̂ancia das diverĝencias de Bregman na comparação de distribuiç̃oes,
seus ḿetodos ñao foram amplamente investigados em FSL. Este trabalho fornece um es-
tudo exclusivo sobre a comparação de quatro importantes divergências de Bregman para
classi�caç̃ao de insetos usando aprendizagemfew-shot, s̃ao elas: as distâncias Euclidiana e
de Mahalanobis, e as divergências de Kullback-Leibler e Itakura-Saito. A adoção de uma
diverĝencia adequadáe importante para a diferenciação de imagens de insetos com acurácia
devido�a semelhança entre muitas espécies. O estudo serve como um embasamento para a
escolha da diverĝencia em futuras pesquisas.

• Este trabalho prop̃oe um modelo de FSL baseado na fusão de caracter�́sticas de imagens
e Entropia relativa para classi�cação de insetos com acurácia relevante. A fus̃ao multica-
madas (FMC) proporciona a geração de vetores com maior representatividade de classe,
comparando-se aos métodos que usam apenas recursos globais de imagens existentes na
literatura. J́a a entropia relativa consegue comparar esses vetores com maior e�ciência em
vez da dist̂ancia Euclidiana, comumente usada em FSL, em operações de classi�caç̃ao 1-
shot. O modelo proposto pode ser adaptado para outras aplicações envolvendo classi�cação
visual.

3



• Este trabalho prop̃oe dois conjuntos de dados de insetos importantes na agricultura para
aprendizagemfew-shotsupervisionada. O primeiro conjunto contém insetos com categorias
separadas por estágios de maturidade (fases primária e adulta), usado aqui para análise de
diverĝencias. O segundo com separação de insetos bené�cos e pragas da cultura do milho,
usado aqui para teste do modelo proposto nessa pesquisa.

1.4 ORGANIZAÇ ÃO DO DOCUMENTO

O restante deste documento está organizado como segue:

• O Caṕ�tulo 2 apresenta uma revisão da literatura e a fundamentação téorica que envolve a
aprendizagemFew-shotbaseada em ḿetrica.

• O Caṕ�tulo 3 fornece um estudo sobre as divergências de Bregman aplicadas em FSL, es-
clarecendo as situações, bem como as con�gurações dos par̂ametrosN-way-K-shot, que
fornecem as melhores possibilidades de acertos na classi�cação.

• O Caṕ�tulo 4 prop̃oe um modelo de aprendizagemfew-shotaprimorado, com aplicação na
diferenciaç̃ao entre insetos bené�cos e pragas do milho.

• As conclus̃oes e sugestões de trabalhos futuros são apresentadas no Cap�́tulo 5.
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2 REVISÃO DA LITERATURA E

FUNDAMENTAÇ ÃO TEÓRICA

Este caṕ�tulo apresenta uma visão geral sobre a classi�cação autoḿatica de insetos na agri-
cultura. Aĺem disso, uma seção apresenta os conceitos que envolvem a aprendizagemfew-shot,
cobrindo o contexto histórico e a fundamentação téorica dos modelos baseados em métrica, aĺem
dos principais aprimoramentos da FSL publicados nosúltimos anos.

2.1 RECONHECIMENTO DE INSETOS NA AGRICULTURA

Entre os problemas agr�́colas mais investigados envolvendo visão computacional e aprendiza-
gem de ḿaquinas, a classi�caç̃ao de insetos e doenças de plantas são os fatores que receberam
maior atenç̃ao (YANG et al., 2022). A identi�caç̃ao ŕapida de agentes patológicos em plantaç̃oes
é crucial para o controle da produtividade agr�́cola. Entretanto, o reconhecimento de insetosé
um caso naturalmente complexo, visto que existe um número expressivo de espécies na natureza.
Al ém disso, a semelhança entre insetos torna o reconhecimento automático uma das tarefas mais
desa�adoras da agricultura.

O desenvolvimento de algoritmos de aprendizagem de máquinas baseados em imagens, tem
contribú�do fortemente para os processos de reconhecimento automático de insetos. As técnicas
de aprendizagem profunda são majoritariamente usadas para o reconhecimento de pragas nas
lavouras (ALVES; SOUZA; BORGES, 2020; LIU; WANG, 2020). No entanto, esses modelos
normalmente requerem alto custo computacional e uma grande massa de dados para treinamento,
o que nem sempre está dispoń�vel. As t́ecnicas como o aumento de dados (KUSRINI et al., 2020)
e transfer̂encia de aprendizado (THENMOZHI; REDDY, 2019) foram abordagens comumente
adotadas para lidar com a falta de dados em muitos casos.

Embora as t́ecnicas citadas acima tenham contribu�́do para o alcance de resultados promissores
em aprendizagem profunda, há uma crescente necessidade de reconhecimento rápido de insetos
a partir de algoritmos otimizados, com menor dependência dehardwarespotentes, e de grandes
conjuntos de dados genéricos como o ImageNet (RUSSAKOVSKY et al., 2015). Trabalhos an-
teriores mostraram um crescimento na tendência por algoritmos otimizados para classi�cação de
insetos com aplicaçãomobile(NGUGI; ABELWAHAB; ABO-ZAHHAD, 2021), bem como por
modelos com capacidade relevante de extração de caracter�́sticas de imagens usando CNN rasa
(LI; NIE; CHAO, 2020).

A aprendizagemfew-shot, portanto, tem sido uma alternativa promissora para abordar questões
desa�adoras em agricultura, como a classi�cação de patologias vegetais e de pragas. Trabalhos

5



recentes mostraram a grande importância dessa abordagem no reconhecimento de doenças foli-
ares (LI; CHAO, 2021; ARG̈UESO et al., 2020). Por outro lado, muitas doenças de plantas são
causadas por agentes transmissores como as pragas (THENMOZHI; REDDY, 2019). Além disso,
esses agentes são responśaveis por perdas signi�cativas na agricultura global (OLIVEIRA et al.,
2014; LI et al., 2020). Por essas razões, a identi�caç̃ao precoce desses agentesé uma alternativa
promissora para mitigar os efeitos negativos das infestações em culturas. De fato, estudos foca-
dos em soluç̃oes para essa aplicação t̂em sido encontrados na literatura. A Tabela 2.1 mostra um
panorama dos principais estudos voltados para a classi�cação de insetos usando FSL.

Tabela 2.1: Principais artigos de FSL voltados para classi�cação de insetos.

Autor T�́tulo
Aplicação de
classi�caç̃ao

(LI; YANG, 2020) Few-shot cotton pest recognition and terminal realization Insetos
(LI; CHAO, 2020) ANN-based continual classi�cation in agriculture Insetos e doenças

de plantas
(YANG et al., 2021) Small-sample learning with salient-region detection and center neighbor loss

for insect recognition in real-world complex scenarios
Insetos

(LI; YANG, 2021) Meta-learning baselines and database for few-shot classi�cation in agricultureInsetos e doenças
de plantas

(NUTHALAPATI;
TUNGA, 2021)

Multi-Domain Few-Shot Learning and Dataset for Agricultural Applications Insetos e doenças
de plantas

A estrutura otimizada dos modelos de FSL facilita o desenvolvimento de soluções embarca-
das, e o uso dessa tecnologia em aplicações remotas. Li e Yang (2020), por exemplo, usaram
FSL para a classi�caç̃ao de pragas da cultura de algodão em um terminal embarcado. As redes
protot́�picas foram implementadas na placa de desenvolvimento PYNQ-Z2, a qual possui umchip
integrado composto por um controlador ARM e uma estrutura FPGA responsável pelo ćalculo da
rede convolucional. J́a Yang et al. (2021) apostaram em melhorias nas redes Protot�́picas, pro-
pondo um mecanismo de detecção de regĩoes salientes para classi�cação de insetos. O modelo
foi treinado para localizar regiões com caracter�́sticas discriminat́orias mais relevantes de insetos
em imagens.

A meta-aprendizagem, usada na maioria dos trabalhos recentes, tem sidoútil para classi�caç̃ao
few-shotde multiplos doḿ�nios em agricultura. Li e Yang (2021), por exemplo, investigaram a
classi�caç̃ao de insetos e de doenças foliares em um problema de classi�cação de doḿ�nio cru-
zado (cross-domain). Os resultados mostraram que o dom�́nio misto, no qual o meta-treinamento
e o meta-teste usam classes de ambas as categorias de dados juntas (insetos e plantas), produziu
melhores resultados. Nuthalapati e Tunga (2021) melhoraram esses resultados usando um meca-
nismo de transformação dosembeddingscom uma estrutura de Transformer. As �guras 2.1 e 2.2
mostram exemplos de dom�́nios misto e cruzado respectivamente.

Embora a meta-aprendizagem forneça uma metodologia promissora para a classi�cação de
doḿ�nio cruzado, estáe uma tarefa desa�adora devido�a limitaç̃ao dos modelos com respeito ao
aćumulo de conhecimento. Como solução para este problema, Li e Chao (2020) propuseram a
classi�caç̃ao cont́�nua de doenças foliares e insetos por meio do armazenamento e recuperação
de informaç̃oes de tarefas anteriores. As redes Generativas (GAN) foram usadas para gerar
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Figura 2.1: Um exemplo de conjuntos de meta-treinamento e meta-teste para classi�cação de doḿ�nio misto.
Fonte: Adaptado de (LI; YANG, 2021)

informaç̃oes das tarefas. Essas informações s̃ao armazenadas e posteriormente utilizadas em
novas tarefas de classi�cação.

Estudos recentes mostraram que a FSLé uma alternativa relevante para reconhecimento au-
tomático de insetos, apresentando resultados comparáveis aos de modelos profundos (SNELL;
SWERSKY; ZEMEL, 2017). Ao menos três vantagens podem ser listadas sobre a aplicação da
FSL na classi�caç̃ao de insetos da agricultura:

• A necessidade de poucos dados– algumas amostras de imagens são su�cientes para trei-
namento do modelo, reduzindo signi�cativamente o tempo gasto na coleta e anotação de
imagens para construção de bancos de dados.

• O uso de modelos otimizados– existe a possibilidade de utilização de uma rede CNN rasa
para extraç̃ao de recursos de imagens, resultando em baixo custo computacional durante o
treinamento e teste.

• Aplicaç̃oes embarcadas– a viabilidade econ̂omica em virtude da possibilidade de implementação
em dispositivos com poder computacional limitado, tornando o método mais abrangente e
acesś�vel.

Muitos esforços foram empenhados nosúltimos anos na busca de elevar os resultados em
FSL. Na pŕoxima seç̃ao, s̃ao apresentadas algumas considerações importantes sobre o contexto
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Figura 2.2: Um exemplo de meta-dados para classi�cação de doḿ�nio cruzado.
Fonte: Adaptado de (LI; YANG, 2021)

histórico e as principais técnicas de FSL, bem como as melhorias mais importantes nos modelos
de última geraç̃ao, dandôenfase nos esclarecimentos sobre como o modelo aqui apresentado
contribui com esses trabalhos.

2.2 APRENDIZAGEM FEW-SHOT

2.2.1 Contexto hist́orico

A aprendizagemFew-shot́e um conceito relativamente recente na literatura, proposta inicial-
mente no iń�cio dos anos 2000 (LU et al., 2020). O regime geral dessa abordagem foi marcado por
dois peŕ�odos importantes: o per�́odo da aprendizagem não profunda e o per�́odo profundo. No
primeiro peŕ�odo, os primeiros trabalhos focaram na compreensão do aprendizado humano para
o desenvolvimento de algoritmos com habilidade de generalização a partir de poucas amostras.
Miller, Matsakis e Viola (2000) publicaram um dos estudos pioneiros nesseâmbito. Pouco tempo
depois, o conceito deone-shot learningcomeçou a ser articulado por Fe-Fei et al. (2003). No
peŕ�odo da aprendizagem profunda, a FSL foi inicialmente impulsionada por Koch et al. (2015),
que propuseram o primeiro estudo combinando CNN e FSL.

Apesar da relev̂ancia do aprendizado usando poucos dados, poucos estudos focaram no con-
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ceito de FSL durante o per�́odo inicial para soluç̃ao de problemas em geral. No entanto, essa
abordagem ganhou maior projeção a partir dos modelos discriminativos, viabilizados pelo de-
senvolvimento da aprendizagem profunda. O poder de extração de caracter�́sticas de imagens
proporcionado pelas CNNs causou um forte impacto nos modelos defew-shot. A combinaç̃ao do
aprendizado profundo com o FSL acelerou o desenvolvimento de novas abordagens em poucos
anos, culminando no aumento do número de estudos publicados a partir de 2015.

Os primeiros trabalhos envolvendo a combinação de CNN e FSL propuseram classi�cadores
baseados na comparação de imagens por pares. Como o próprio nome sugere, tais compara-
dores tinham a funç̃ao de julgar se um par de imagens pertencia a uma mesma classe ou se
dividia em classes distintas. Koch et al. (2015) propuseram um modelo de redes Siamesas para
a classi�caç̃ao de imagens a partir de tarefasone-shot. A partir desse estudo, novos modelos
baseados em classi�cação multiclasse foram surgindo. Em 2016, Vinyals et al. (2016) propuse-
ram as redesMatching. Nos anos seguintes, foram publicadas asPrototypical networks(SNELL;
SWERSKY; ZEMEL, 2017) eRelation networks(SUNG et al., 2018).

As abordagens iniciais do per�́odo profundo, bem como as suas variações subsequentes, por
exemplo, (ORESHKIN; ĹOPEZ; LACOSTE, 2018; YE et al., 2020; LIU et al., 2020; WANG;
WANG, 2021), aproveitaram amplamente as vantagens da CNN para extração de recursos repre-
sentativos de imagens, potencializando as pesquisas e levando o conceito de FSL para um novo
peŕ�odo de desenvolvimento rápido. As t́ecnicas adotadas se concentraram na otimização dos
modelos profundos para lidar com problemas de FSL sob diferentes aspectos, incluindo a apren-
dizagem ḿetrica (KAYA; BILGE, 2019) e meta-aprendizagem (HOCHREITER; YOUNGER;
CONWELL, 2001), permanecendo até agora como abordagens deúltima geraç̃ao em FSL.

A evoluç̃ao da FSL mostrou que a transição do peŕ�odo ñao profundo para o profundo causou
transformaç̃oes relevantes na arquitetura dos modelos. A combinação de CNN, para extração de
recursos de imagens, com a aprendizagem métrica e a meta-aprendizagem,é uma t́atica comu-
mente adotada na maioria dos trabalhos. Atualmente, a FSL aparece com frequência em pesquisas
que envolvem vis̃ao computacional, atraindo uma ampla atenção da comunidade de aprendizagem
de ḿaquinas. A pŕoxima seç̃ao apresenta mais detalhes sobre as abordagens que usaram a apren-
dizagem ḿetrica em conjunto com a meta-aprendizagem.

2.2.2 Modelos baseados em ḿetrica

Os ḿetodos de FSL baseados em métrica (learninf-to-measure- L2M) (LU et al., 2020), con-
sistem na obtenção de conhecimento a partir da semelhança entre imagens. Um modelo t�́pico de
L2M é composto por um extrator CNN de recursos de imagem e uma função de semelhança para
diferenciar imagens no espaço de caracter�́sticas. Alguns dos principais diferenciais dos modelos
baseados em ḿetrica dizem respeito�a simplicidade e e�cîencia na comparação de caracter�́sticas
para generalização de imagens, mesmo a partir de poucos exemplos de treinamento.

Se os dados de um determinado problema forem insu�cientes para o treinamento dos modelos
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de aprendizagem, a obtenção de experîencia a partir de problemas com dados semelhantes pode
ser vista como uma solução. Por esse motivo, a maioria das abordagens caracteriza a aprendiza-
gemfew-shotcomo um problema de meta-aprendizagem. A combinação da meta-aprendizagem
com o L2M, tem sido usada com frequência em modelos FSL déultima geraç̃ao como estratégia
de aprendizagem em dom�́nio cruzado (cross-domain) (LI; YANG, 2021; JAMAL; QI, 2019; SUN
et al., 2019).

A proposta da meta-aprendizagem se concentra no paradigma de aprender a aprender (learn
to learn) diferindo da aprendizagem clássica. Na aprendizagem clássica, os modelos aprendem
a generalizar a partir de dados de treinamento, em seguida o modeloé avaliado usando dados de
teste. Normalmente, os modelos necessitam ser treinados novamente quando uma nova classe
é inserida. Na meta-aprendizagem, o modelo aprende a aprender dado um conjunto de tarefas
de treinamento usando dados de um problema espec�́�co. A avaliação do modelo ocorre em um
conjunto de tarefas de testes para solução de outro problema, que pode ou não ter relaç̃ao com
os dados do problema usado no treinamento. Dessa forma, o modelo não necessita de um novo
treinamento quando novas classes são inseridas para testes.

A rotina de treinamento dos modelos de FSLé composta por diversas tarefas de classi�cação
baseadas no paradigmaN-way, K-shot. O par̂ametroN representa a quantidade de classes eK a
quantidade de amostras de suporte em cada classe. Além disso, o parâmetro impĺ�cito, q, indica
a quantidade de exemplos de consulta por classe. Diferentemente da aprendizagem clássica, em
que o modelo normalmente necessita de um volume maior de dados, o conceito de aprendizagem
few-shotconsidera uma quantidade pequena de exemplos de treinamento por classe. Por esse
motivo, o par̂ametroK varia tipicamente entre 1 e 10. Já o par̂ametroN (N train =Ntest ) pode variar
conforme o modelo ou a prática experimental, adotados.

O conjunto de imagens de suporte e de consulta dentro de uma determinada tarefa são repre-
sentados por S =N × K e Q =N × q respectivamente. O objetivo do modeloé rotular as imagens
do conjunto de consulta Q de acordo comN classes de uma tarefa, a partir de uma medida de
similaridade. A Figura 2.3 ilustra os dados de uma tarefa de classi�cação espeć��ca.

O modeloé treinado usando um conjunto de origem (source set) dividido entre imagens de
suporte (trainx) e de consulta (trainy). As imagens de consulta são utilizadas para avaliar o desem-
penho de treinamento do modelo em cada tarefa de classi�cação. Assim como no treinamento,
os testes s̃ao realizados por tarefas de classi�cação, dessa vez usando um conjunto de destino, ou
conjunto alvo (target set), tamb́em dividido entre imagens de suporte (testx) e de consulta (testy),
de ondeé obtida a acurácia ḿedia de classi�caç̃ao do modelofew-shot. A Figura 2.4 mostra a
estrat́egia de treinamento e teste usada na meta-aprendizagem.

Em geral, a maioria dos algoritmos de FSL adotam a metodologia de meta-aprendizagem para
treinamento dos modelos, garantindo um bom desempenho na classi�cação ñao restrita somente
a novas imagens de classes já treinadas, mas também abrangendo a classi�cação de novas classes
não treinadas, istóe, servindo como uma espécie de transferência de aprendizado. A metodologia
de transfer̂encia de aprendizado usada na meta-aprendizagem garante ao modelo uma forma de
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Figura 2.3: Conjuntos de dados em uma tarefa de classi�caçãofew-shot.

se adaptar a novas tarefas de classi�cação ñao vistas durante o treinamento. Nesse contexto,
diferentemente da aprendizagem clássica, ñao h́a relaç̃ao entre as classes contidas nos dados de
treino (source set) e aquelas nos dados de teste (target set).

Os ḿetodos de aprendizagem métrica baseados em meta-aprendizagem, formam um campo
muito importante em FSL. Os algor�́timos existentes s̃ao conceitualmente semelhantes e se dife-
rem ao ń�vel de implementaç̃ao. Os modelos aprendem no espaço de caracter�́sticas de imagens
durante as tarefas de treinamento para diferenciar classes usando uma métrica de similaridade. A
próxima seç̃ao apresenta uma breve descrição das principais arquiteturas baseadas em métrica.

2.2.2.1 Principais arquiteturas L2M usadas em meta-aprendizagem

Redes Siamesas (Siamese Networks)

Os primeiros trabalhos envolvendo FSL e redes baseadas em métrica focaram em comparado-
res por pares. Nas redes Siamesas, os pares de imagens passam pela mesma estrutura de rede para
extraç̃ao de recursos e o modelo aprende usando a Diferença Absoluta (L1). A sá�da do modelóe
a probabilidade de duas imagens pertencerem a mesma classe. O esquema das redes Siamesasé
apresentado na Figura 2.5.

Embora ñao seja explicitamente notável que os comparadores por pares possam ser usados
como modelos de FSL, em virtude da estrutura padrãoN-way, K-shotexigida,é posś�vel conside-
rar os pares de dados como sendo exemplos de suporte e consulta respectivamente. Dessa forma,
a comparaç̃ao entre cada par se torna uma tarefa de classi�cação. Koch et al. (2015) por exemplo,
relataram resultados promissores em operação deone-shotusando as redes Siamesas. O modelo
é treinado por v́aria tarefas de classi�cação usando diversos pares aleatórios de imagens. A partir
do aprendizado adquirido, consegue generalizar em testes usando novas classes de dados.
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Figura 2.4: Estratégia da meta-aprendizagem em aprendizagemfew-shot. A �gura ilustra tarefas de classi�cação
2-waye2-shotusando uma imagem de consulta q. Em algumas abordagens, as redes de extração de recursos de
imagensf eg são a mesma. As imagens de consulta são rotuladas de acordo com uma pontuação de similaridade

com osembeddingsde suporte.

Redes de Triĝemeos (Triplet Networks)

As redes de Triĝemeos (HOFFER; AILON, 2015) funcionam de maneira semelhante�as redes
Siamesas. A diferençáe que ela considera três imagens em uma tarefa de classi�cação: a imagem
x, um exemplo positivox+ pertencente�a mesma classe dex, e um exemplo negativox- de classe
diferente. Os tr̂es exemplos passam pela mesma estrutura de rede CNN (Net) para extraç̃ao de
recursos de imagens, conforme mostra a Figura 2.6. Em vez de umaúnica comparaç̃ao, ocorre
um par de comparações entre (x, x+) e (x, x-). A rede adota o critério de perda de triĝemeo para o
treinamento do modelo, com o intuito de aproximar as caracter�́sticas entre as imagens da mesma
classe e distanciar em caso de classes diferentes.

RedesMatching (Matching Networks)

As redesMatching (VINYALS et al., 2016) s̃ao exemplos de classi�cadores multiclasse e
diferem das redes Siamesas sob dois aspectos principais: 1) as imagens de suporte e consulta
passam por estruturasf � e g� respectivamente para extração de recursos (podendo ser potencial-
mente consideradasf � = g� ), conforme mostra a Figura 2.7, 2) a similaridadeé obtida por meio
da dist̂ancia do cosseno entre osembeddingsem vez da dist̂ancia absoluta.

Redes Protot́�picas (Prototypical Networks)

A ideia principal das redes Protot�́picas (SNELL; SWERSKY; ZEMEL, 2017) se concentra
no fato de que a ḿedia dosembeddingsde suporte produz representantes de classes ideais quando
uma diverĝencia Bregman, como a distância Euclidiana,́e usada. O objetivo do modelóe ba-
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Figura 2.5: Estrutura das redes Siamesas.
Fonte: Adaptado de (KOCH et al., 2015)

sicamente aprender uma métrica no espaço de caracter�́sticas de imagens que representa uma
similaridade por dist̂ancia, para a previsão de uma imagem com base no centroide (protótipo) de
classe. As imagens de consulta são rotuladas encontrando o protótipo de classe mais próximo
conforme mostra a Figura 2.8. Mais detalhes sobre o funcionamento das redes Protot�́picas s̃ao
apresentados no Cap�́tulo 3.

Redes de relaç̃ao (Relation Networks)

As redes de Relação (SUNG et al., 2018) concatenam mapas de recursos das imagens de
suporte aos de consulta e os envia para um módulo de relaç̃ao para de�niç̃ao da similaridade. A
Figura 2.9 mostra a arquitetura para a con�guração5-waye1-shotcom uma imagem de consulta
q. O módulo de relaç̃ao, constitú�do de camadas convolucionais e camadas totalmente conectadas,
é responśavel pela produç̃ao da respectiva pontuação de relaç̃ao entre as imagens. Tal pontuação
descreve a semelhança entre as imagens de suporte e consulta, em que zero indica baixo grau de
similaridade e 1 signi�ca similaridade alta.

Embora as redes citadas acima apresentem resultados diferentes entre diversas aplicações em
relaç̃ao �a acuŕacia, elas possuem uma grande relação entre si, e ñao é posś�vel especi�car, em
geral, qual o melhor modelo. A análise para adoç̃ao do modelo adequado depende estritamente
da aplicaç̃ao. As redes Siamesas e de Trigêmeos podem facilmente generalizar entre novas classes
não treinadas em tarefas2-way. No entanto, em algumas aplicações que envolvem várias classes
simult̂aneas, o uso das redes Protot�́picas,MatchingeRelationpodem ser mais relevantes.

Em resumo, os algoritmos de meta-aprendizagem visam aprender a classi�car por meio de ta-
refas para se adaptarem a novas tarefas. A meta-aprendizagem adéqua-se muito bem�as priḿ�cias
que envolvem a metodologia de FSL, sobretudo referindo-se aos modelos baseados em métrica.
Estudos recentes mostraram os resultados promissores com o aprimoramento dessa abordagem,
conforme relatado na seção seguinte.
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Figura 2.6: Esqueḿatico das redes de Trigêmeos.
Fonte: Adaptado de (HOFFER; AILON, 2015)

2.2.3 Aprimoramento dos modelos déultima geração

As buscas por algoritmos de aprendizagem baseados em poucos dados cresceram expressiva-
mente a partir das mudanças na estrutura dos modelos de FSL, em 2015. Duas questões iniciais
podem fazer muito sentido para o aprimoramento dessas abordagens: 1) como melhorar a extração
de recursos discriminativos de imagens para formarembeddingscom maior representatividade de
classe e, 2) como obter maior desempenho na medição de similaridade entreembeddings.

Trabalhos recentes focaram na melhoria dos algoritmos para a extração de recursos de imagens
(feature extraction). Ye et al. (2020) introduziram o FEAT para adaptarembeddingsatrav́es de
uma funç̃ao espeć��ca ( set-to-set) e uma arquitetura de Transformer. O FEAT melhora a extração
de recursos discriminatórios enquanto produzembeddingsespeć��cos de tarefas. Ji et al. (2020)
propuseram um modelo de redes Protot�́picas baseado em um módulo de distribuiç̃ao de peso
sobre as instâncias para aumentar a representatividade dos protótipos. As imagens com mais
informaç̃oes intraclasse são associadas a um maior peso. Lin e Gao (2020) aprimoraram as redes
Protot́�picas propondo um extrator de recursos visuais que aprende caracter�́sticasúteis de ima-
gens reduzindo a quantidade de caracter�́stica ińuteis para geração dosembeddings. J́a Yang et
al. (2021) melhoraram as redes Protot�́picas combinando reconhecimento e localização de obje-
tos. Eles propuseram a detecção de regĩao saliente para classi�cação de insetos em imagens com
fundo complexo. Lim et al. (2021) aproveitaram os benef�́cios da transfer̂encia de aprendizado
para a obtenç̃ao deembeddingsde amostras mais consistentes usando as redes Protot�́picas. O
extrator de recursos de imagens usado foi pré-treinado usando outro conjunto de dados em uma
tarefa ñao associada�a aprendizagemfew-shot.
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Figura 2.7: Esqueḿatico das redesMatchingusando uma con�guraç̃ao4-waye1-shot, com 1 imagem de consulta q.
Fonte: (VINYALS et al., 2016)

Figura 2.8: Estratégia das redes Protot�́picas.
Fonte: (SNELL; SWERSKY; ZEMEL, 2017)

Embora as melhorias na extração de recursos de imagens tenham fornecido resultados promis-
sores, a otimizaç̃ao dos modelos nem sempreé a principal motivaç̃ao. Além disso,́e importante
que essas melhorias na arquitetura venham acompanhadas com melhorias no processo de medição
de similaridade. O uso de outras estratégias de similaridade ainda não investigadas em FSL, por
exemplo, pode contribuir com o desenvolvimento de novas tecnologias que lidam melhor com o
paradigma de se reduzir a diferença entre imagens intraclasse e ampliar a diferença entre imagens
interclasse, além de nortear pesquisadores em futuras pesquisas.

Apesar da grande relevância da abordagem métrica nos modelos de FSL, poucos estudos in-
vestigaram os efeitos de diferentes métricas de similaridade. Além disso, poucas ḿetricas de
similaridade foram de fato investigadas na maioria dos estudos. Yang et al. (2020), por exem-
plo, apresentaram um estudo para avaliação do desempenho das métricasL1, L2 e a dist̂ancia
do cosseno usando três modelos clássicos de FSL baseados em métrica, asMatching networks,
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Figura 2.9: Rede de Relação demonstrada a partir de uma con�guração5-waye1-shot, com 1 imagem de consulta
q.

Fonte: Adaptado de (SUNG et al., 2018)

Prototypical networkseRelation networks. Seus resultados mostraram que as redes Protot�́picas,
com a ḿetrica de similaridadeL2 produzem melhores resultados gerais.

Dado que a maioria dos trabalhos publicados lida com métricas recorrentes na literatura,
como a dist̂ancia Euclidiana quadrática (SNELL; SWERSKY; ZEMEL, 2017; LI; YANG, 2020),
a diferença absoluta (KOCH et al., 2015; YANG et al., 2020), e a similaridade do cosseno
(VINYALS et al., 2016; CHEN et al., 2021), novos métodos devem ser investigados. Recen-
temente, os resultados dessas métricas foram melhorados combinando um extrator de recursos
com um classi�cador baseado na distância de Mahalanobis regularizada (BATENI et al., 2020;
NUTHALAPATI; TUNGA, 2021).

Melhorar a extraç̃ao de recursos e a medição de similaridadée um caminho promissor para o
avanço das técnicas de FSL. Este trabalho contribui com as pesquisas anteriores fornecendo um
modelo com duas melhorias principais: 1) um estudo amplo sobre as divergências de Bregman
em FSL para a adoção de uma abordagem relevante para medição de similaridade no modelo
proposto (Caṕ�tulo 3), e 2) um ḿodulo CNN de extraç̃ao e fus̃ao de recursos multicamadas para
geraç̃ao de representantes visuais consistentes (Cap�́tulo 4).
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3 ANÁLISE DE DIVERG ÊNCIAS EM

APRENDIZAGEM FEW-SHOT

Este caṕ�tulo trata de aspectos importantes para o aprendizado de algoritmos baseados em
poucos dados, incluindo análise de diverĝencias e de parâmetrosN-way e K-shot dos mode-
los defew-shot. Uma arquitetura baseada nas redes Protot�́picas foi constrú�da para ańalise de
classi�caç̃ao de insetos usando quatro divergências de Bregman. O conjunto de dados de insetos
da agricultura IP-FSL, com categorias separadas por ciclo de maturidade do inseto, foi proposto
para treinamento do modelo. O objetivo deste cap�́tulo, é demonstrar caminhos promissores que
minimizam os erros de classi�cação e fornecer um embasamento para a escolha da divergência
usada como medida de similaridade emfew-shot.

3.1 DIVERGÊNCIAS DE BREGMAN

As diverĝencias de Bregmam têm sido aplicadas com frequência em problemas de otimização,
clusterizaç̃ao e aprendizagem de máquinas (SIAHKAMARI et al., 2020; BŔECHETEAU; FIS-
CHER; LEVRARD, 2021; CILINGIR; MANZELLI; KULIS, 2020). Esse grupo de divergências
corresponde a uma abordagem que estabelece uma medida generalizada entre distribuições, de�-
nida nos termos de uma função estritamente convexa (BANERJEE et al., 2005).

De�niç ão: Dada uma funç̃ao continuamente diferenciável, estritamente convexa,F : S ! R,
de�nida em um doḿ�nio convexoS � Rd, a diverĝencia de Bregman entrex, y 2 S induzida por
F , é de�nida conforme a Equação 3.1.

DF (x,y) = F (x) � F (y) � h x � y; r F (y)i (3.1)

Em queha,bi indica o produto interno, er F (y) representa o vetor de gradiente deF avaliado
emy.

As diverĝencias de Bregman possuem diversas propriedades fundamentais, dentre elas a não
negatividade, istóe, DF (x,y) � 0, em queDF (x,y) = 0 se e somente sex = y. Além disso,
mesmo com algumas exceções, as diverĝencias de Bregman são consideradas assimétricas, haja
vista queDF (x,y) 6= DF (y,x). Nesse trabalho, avaliamos quatro divergências de Bregman no
contexto de aprendizagemfew-shot, amplamente utilizadas na literatura, as quais são descritas
brevemente nesta seção.
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3.1.1 Dist̂ancia Euclidiana quadrática

Dentre as diverĝencias de Bregman, a distância Euclidiana quadrática, gerada pela função
estritamente convexaF (x) = jjxjj 2, é a mais simples e amplamente utilizada para a diferenciação
de distribuiç̃oes. Essa abordagem calcula a distância entre vetores de ponto a ponto. Dada a sua
função convexa, a distância Euclidiana entre dois vetoresx e y pode ser calculada conforme a
Equaç̃ao 3.2:

DF (x,y) = jjx � yjj 2 (3.2)

3.1.2 Dist̂ancia quadrática de Mahalanobis

A distância de Mahalanobis, gerada pela função convexaF (x) = xT Ax, é de�nida como a
medida de dist̂ancia entre um ponto e uma distribuição. Por esse motivo, considera a covariância
entre as varíaveis envolvidas. A distância de Mahalanobis entre um vetorx e uma distribuiç̃aoy
pode ser calculada pela Equação 3.3, a quaĺe chamada distância de Mahalanobis quandoA é o
inverso da matriz de covariância.

DF (x,y) = ( x � y)T A(x � y) (3.3)

A Equaç̃ao 3.3 objetiva resolver o problema da distância Euclidiana quando os dados pos-
suem correlaç̃ao linear. Ela tem o efeito de transformar as variáveis em ñao correlacionadas,
escalonando-as a partir da divisão pela matriz de covariância. Dessa forma, a equação 3.3 corres-
ponde ao ćalculo da dist̂ancia Euclidiana com dados escalonados.

Em nosso trabalho, priorizamos o custo temporal para a estimativa da matriz de covariância.
Por esse motivo, adotamos a hipótese de que a covariância baseada em protótipos de tarefa em vez
de inst̂ancias de classes, produz resultados signi�cativos com baixo consumo de tempo durante
o cálculo computacional. Portanto,x corresponde ao conjunto deembeddingsde consulta ey o
conjunto de prot́otipos de uma tarefa. Essa abordagem nos permite usarK � 1 sem mudanças de
paradigma no algoritmo de estimativa da covariância.

3.1.3 Diverĝencia de Kullback-Leibler

A divergência de Kullback–Leibler (KL), ou entropia relativa,é gerada pela função convexa
da entropia negativa

P d
j =1 x j log2x j para distribuiç̃oes discretas. Trata-se de uma medida que

quanti�ca a diferença entre duas distribuições de probabilidade. A divergência de Bregman en-
tre duas distribuiç̃oes de probabilidade discretas, correspondente a função convexa geradora da
diverĝencia KLé descrita pela Equação 3.4.
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DF (x,y) =
dX

j =1

x j log2(
x j

yj
) = KL (xjjy) (3.4)

Em nossos experimentos, transformamos cadaembeddingou prot́otipo de classe em uma
esṕecie de vetor de probabilidade para o cálculo da diverĝencia KL. Em outras palavras, tomamos
um vetor de caracter�́sticasy e o transformamos em um vetor de probabilidade calculado conforme
a Equaç̃ao 3.5, de forma que

P d
j =1 yj = 1.

y =
y0

P d
j =1 y0

j

(3.5)

Em quey0 é o vetor inicial.

Observa-se que pode existir, na Equação 3.4, um problema relacionado ao cálculo do loga-
ritmo quando houver valores iguais�a zero. Por esse motivo, uma constante� com um pequeno
valor foi adicionada aos vetores antes do cálculo da diverĝencia, para evitar resultado in�nito
negativo (log0), ou mesmo a divis̃ao por zero.

3.1.4 Diverĝencia de Itakura-saito

A divergência de Itakura-Saito (IS)́e gerada pela função do logaritmo negativoF (x) =
� logx. Assim como a diverĝencia KL, ISé uma medida assiḿetrica e amplamente utilizada
em processamento de sinais. A divergência ISé de�nida conforme a Equação 3.6.

DF (x,y) =
dX

j =1

x j

yj
� log(

x j

yj
) � 1 = IS (xjjy) (3.6)

Assim como no ćalculo da diverĝencia KL, foram gerados vetores de probabilidade, conforme
a Equaç̃ao 3.5, para ćalculo da diverĝencia IS nas tarefas de classi�cação.

Esta seç̃ao mostrou as principais divergências de Bregman utilizadas para comparação de
distribuiç̃oes e como foram utilizadas neste trabalho. A próxima seç̃ao trata do modelo defew-
shotadotado para estudo dessas divergências.

3.2 O MODELO ADOTADO PARA AN ÁLISE DE DIVERG ÊNCIAS

A rede Protot́�pica (ProtoNet) (SNELL; SWERSKY; ZEMEL, 2017)́e um dos algoritmos
baseados em ḿetrica mais utilizados e bem sucedidos na literatura. Adotamos um modelo de
aprendizagem baseado nessa arquitetura para investigação das diverĝencias de Bregman em FSL.
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A arquitetura da ProtoNeté constitú�da de uma CNN para extração de caracter�́sticas de ima-
gens e um comparador métrico baseado na distância Euclidiana. A CNN aprende caracter�́sticas
de imagens a partir da ḿetrica de similaridade por distância para a previsão de uma ou mais clas-
ses. Embora as redes protot�́picas usem originalmente uma divergência de Bregman (distância
Euclidiana) como medida de similaridade, sua estrutura permite a utilização de outras ḿetricas
capazes de diferenciar vetores, dando suporte a ampla utilização das Diverĝencias de Bregman.

Figura 3.1: Epiśodio de treinamento.

Modi�camos a estrutura original das redes protot�́picas para obtenção de um aprendizado e�-
ciente, com melhor poder de extração de caracter�́sticas de imagens e redução de superajustes aos
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dados de treinamento. Cada um dos quatro blocos convolucionais contém uma camada convo-
lucional de 64 �ltros 3 × 3, camada de normalização, ReLU e max-pooling 3 × 3. A sa�́da do
modelo compreende a camadaFlatten, que resulta em um vetor de 256 dimensões.

O objetivo do modelo apresentado nesse cap�́tulo é aprender caracter�́sticas de imagens para
diferenciar classes por meio das divergências de Bregman. Além da dist̂ancia Euclidiana, inves-
tigamos os resultados de outras três diverĝencias: a dist̂ancia de Mahalanobis e as divergências
de Kullback-Leibler e Itakura-Saito. O nosso modelo integra, portanto, essas divergências como
medidas de dissimilaridade para a classi�cação de insetos dos dados IP-FSL.

As diretrizes da meta-aprendizagem foram usadas para a condução dos experimentos nesse
trabalho. As etapas de treinamento do modelo são inicializadas selecionando-se, aleatoriamente,
N classes do conjunto de origem para treinamento de uma tarefa de classi�cação. A Figura 3.1
mostra o esquema de uma tarefa, a qual representa um episódio de treinamento do nosso modelo.
A seguir, explicamos cronologicamente o �uxo de treinamento com�́ndices indicando cada etapa
da Figura 3.1:

1. Seleç̃ao aleat́oria das classes de uma tarefa de classi�cação: Inicialmente,N classes s̃ao
selecionadas aleatoriamente do conjunto de dados (source set) para treinamento de uma
tarefaN-way-K-shot. A Figura 3.1 representa uma tarefa3-way.

2. Divisão dos dados em conjuntos de suporte e consulta:Os dados da respectiva tarefa são
divididos em conjunto de suporte S e de consulta Q, conforme os valores dos parâmetros
N, K e q previamente atribu�́dos. Nessa etapa, os�́ndices das classes (0, 1, . . . ,N-way-
1) s̃ao de�nidos para a criaç̃ao das varíaveisTarget usadas para a veri�cação do erro de
classi�caç̃ao.

3. Geraç̃ao de vetores de recursos de imagens, os Embeddings:As caracteŕ�sticas de todas as
imagens de uma tarefa são extrá�das pela CNN, formando osembeddingsde suporte e de
consulta.

4. Geraç̃ao de Prot́otipos: Os prot́otipos s̃ao calculados a partir dosembeddingsde suporte
e funcionam como representantes de classes. Cada protótipo corresponde ao centroide dos
embeddingsde uma classe, calculado conforme a Equação 3.7.

c(n) =
1

K (n)

K ( n )X

i =1

f � (x(n)
i ) (3.7)

Em quec(n) representa o centroide da classen.

5. Cálculo das diverĝencias:Nessa etapa, a divergência de Bregmańe calculada para medição
de similaridade entre osembeddingde consulta e os protótipos, conforme o caso adotado:
dist̂ancia Euclidiana, distância de Mahalanobis, divergência de Kullback–Leibler ou a di-
verĝencia de Itakura–Saito.
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6. Calculo das probabilidades e classi�cação de imagens:As imagens de consulta são rotu-
ladas de acordo com uma distribuição de probabilidade sobre as divergências. Uma me-
nor dist̂ancia indica maior probabilidade de uma imagem `q' pertencer a uma determinada
classe. A probabilidadée obtida por meio dosoftmax, conforme a Equaç̃ao 3.8.

p� (y = njx) =
exp(� d(f � (x); c(n)))

P
n0 exp(� d(f � (x); c(n0)))

(3.8)

7. Perda e retropropagaç̃ao: O aprendizado das redes Protot�́picasé realizado minimizando a
probabilidade de log negativoJ (� ) = � log� (y = njx) por meio do algoritmo de gradiente
descendente estocástico (SGD).

As etapas acima descreveram sucintamente o treinamento de um episódio do modelo aqui
utilizado. O modelo completamente treinadoé obtido aṕos diversas tarefas de classi�cação, cujos
detalhes s̃ao apresentados na seção 3.4. Um epiśodio de testée semelhante ao de treinamento,
com exceç̃ao de que os parâmetros do modelo são congelados durante o teste. Além disso, o teste
é realizado usando otarget set. Por �m, o epiśodio termina com a classi�cação das imagens e a
obtenç̃ao da acuŕacia com respeito ao conjunto de consulta Q da tarefa de teste. Aqui a acurácia
é obtida pela ḿedia das acurácias em v́arias tarefas de teste.

3.3 O CONJUNTO DE DADOS IP-FSL

Atualmente, existem poucos conjuntos de dados de insetos dispon�́veis na literatura. Em se tra-
tando de conjuntos de dados espec�́�cos para o aprendizadofew-shotno meio agŕ�cola, o ńumero
pode ser considerado irrisório. Recentemente, Wu et al. (2019) publicaram os dados IP102 con-
tendo 102 classes de insetos divididas entre 8 culturas (rice, corn, wheat, beet, alfafa, vitis, citrus,
mango), com o total de 75222 imagens. O IP102 possui imagens com condições de captura di-
versas; algumas de cenas reais, como as capturadas em campo (insetos na planta, com fundo
de imagem variado), outras em condições controladas como em laboratório, bem como imagens
contendo desenhos de insetos. Além disso, os dados IP102 possuem imagens diversi�cadas em
relaç̃ao�a maturidade dos insetos. Em outras palavras, algumas classes possuem imagens do inseto
adulto, bem como outras imagens de suas larvas, o que pode di�cultar a busca de padrões de uma
determinada classe, e como consequência, ñao permitir um aprendizado adequado ao algoritmo
de aprendizagem de máquinas.

A medida que novos conjuntos de dados são disponibilizados na literatura, há um ganho no
desenvolvimento de novas metodologias para aplicação na agricultura. Por esse motivo, anali-
samos exaustivamente todo o conjunto de dados IP102 para a construção de um novo conjunto
de dados de insetos (IP-FSL), espec�́�co para a aprendizagemFew-shote com atenç̃ao �a fase
biológica da praga. Acreditamos que o treinamento do modelo direcionado�a fase bioĺogica do
inseto garante um aprendizado otimizado, com maior ganho em relação �a acuŕacia e em temos
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práticos, principalmente no que diz respeito ao reconhecimento precoce da praga na fase inicial
de vida, contribuindo para a contenção do avanço das pragas nas lavouras.

O conjunto de dados IP102 possui classes contendo insetos em diferentes estágios de matu-
ridade. Para a construção do novo conjunto de dados com distinção sobre o ciclo de vida do
inseto, selecionamos imagens para formar novas classes atribuindo-as em duas categorias: a fase
primária e a fase adulta. Considerou-se da fase primária aquelas imagens que contêm a presença
do ovo, larva, lagarta ou da pupa. Já a fase adulta inclui insetos jovens e adultos. Para aquelas
esṕecies com imagens das duas fases citadas, foram formadas novas classes. As imagens foram
selecionadas da seguinte maneira: classes contendo imagens de insetos de umaúnica fase perma-
neceram as mesmas dentro de sua categoria; já as classes que possuem as duas fases do inseto
foram divididas para atribuição das imagens, sendo alocadas, portanto, nas respectivas categorias.
Em outras palavras, uma determinada espécie de inseto que contenha imagens de ambas as fases,
foram atribú�das�as categorias priḿaria e adulta.

Decidiu-se adotar um número ḿ�nimo de 15 e ḿaximo de 50 imagens para compor cada classe
do conjunto de dados IP-FSL. Tais quantidades são su�cientes para treinamento de algor�́timos de
few-shot. Como crit́erios de seleç̃ao, considerou-se, principalmente, as imagens com condições
de captura em campo, com prioridade daquelas que possuem insetos com as dimensões muito
pequenas em relação �as dimens̃oes das fotogra�as. Devido�a quantidade pequena de imagens
dispoń�veis em algumas classes do conjunto de dados fonte, que corresponderam aos critérios de
seleç̃ao adotados, algumas classes não alcançaram o montante de 50 imagens.

A con�guração �nal dos dados IP-FSL, representada na Figura 3.2, conta com um total de
6817 imagens. O subconjunto 'Fase primária' cont́em 45 classes de insetos no estágio inicial
de vida, totalizando 2050 imagens. Já o subconjunto 'Fase adulta'é composto de 97 classes de
insetos, totalizando 4767 imagens. A Figura 3.3 mostra alguns exemplos dos dados IP-FSL. As
informaç̃oes de cada classe e a quantidade de imagens são apresentadas na Tabela A.1.

Figura 3.2: Con�guraç̃ao dos dados IP-FSL.

O IP-FSLé um novo conjunto de dados de insetos, constru�́do especi�camente para apren-
dizagemfew-shot(GOMES; BORGES, 2022). No entanto, os dados podem ser usados para a
aprendizagem de outros modelos clássicos em aprendizagem de máquinas. Para os experimentos
deste caṕ�tulo, as classes dos dados da fase adulta foram divididas em uma taxa de 80:20 para
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Figura 3.3: Algumas amostras dos dados IP-FSL. Os rótulos de classes estão numerados conforme os nomes dos
insetos na Tabela A.1. A �gura mostra alguns exemplos de classes que possuem insetos das duas fases, por isso

aparecem nos dois subconjuntos (são eles, 2, 31, 67, 74, 87 e 89).

a formaç̃ao dos conjuntosSourcee Target respectivamente. Os dados da fase primária foram
divididos sob uma taxa aproximada de 77:23 para treinamento e teste do modelo nessa categoria.

3.4 EXPERIMENTAL

Todas as con�guraç̃oes de treinamento e de teste descritas nesta seção foram igualmente reali-
zadas para os experimentos usando os dois subconjuntos de dados contidos no IP-FSL. O modelo
de aprendizagem recebe imagens com três canais (RGB), sem qualquer processamento de ima-
gem. Realizou-se, entretanto, algumas transformações morfoĺogicas para padronização e aumento
do ńumero de classes.

Inicialmente, todas as imagens do conjunto de dados foram redimensionadas para o formato
96 × 96 × 3. Conforme sugerido no artigo original das redes Protot�́picas, para melhorias no
desempenho do modelo, as imagens foram rotacionadas em múltiplos de 90º para formação de
novas classes de insetos. Dessa forma, após ḿultiplas rotaç̃oes at́e 270º, cada subconjunto de
dados passou a ter quatro vezes o número inicial de classes, não interferindo no quantitativo de

24



inst̂ancias dentro das respectivas classes. Ao ser inserida uma imagem redimensionada�a arquite-
tura de extraç̃ao de caracter�́stica do modelo, um vetor de dimensão 256é retornado.

Os experimentos foram realizados para avaliação dos resultados sob dois aspectos: a variação
dos par̂ametrosN-way-K-shote os efeitos das Divergências de Bregman na tarefa de classi�cação
de insetos. Para a investigação dos efeitos na variação dos par̂ametrosN-way, K-shot, adotou-se
uma abordagem conforme utilizada por Li e Yang (2021) em outro contexto. Para todas as di-
verĝencias de Bregman usadas nessa pesquisa, portanto, foram analisadas as con�gurações1-shot,
5-shote10-shotem tarefas de3-waye5-way. Os valoresN-wayforam analisados permutando-os
de forma queN train , N test = 3; 5 e vice-versa. Aĺem disso, q= 5 permaneceu �xo para todos os
experimentos.

Os experimentos foram conduzidos por meio da plataforma Google Colaboratory. A bibli-
oteca Pytorch na versão 1.9.0 foi usada para treinamento dos modelos. Os dados de origem
(source set) foram usados para treinamento de cada modelo com a sua respectiva divergência
por 10épocas, sendo 2000 episódios porépoca em cada uma das duas con�guraçõesN-way. A
taxa de aprendizagem inicial de10� 3 decai pela metade a cadaépoca. Os testes foram realizados
usando os dados de destino (target set).

3.5 RESULTADOS E DISCUSS̃OES

Uma extensa cadeia experimental foi estruturada para abranger a avaliação das diverĝencias de
Bregman e dos parâmetrosN-wayeK-shotem FSL. Os experimentos foram realizados usando da-
dos de insetos minunciosamente selecionados, para simular com maior proximidade as situações
reais de campo. Além disso, usando a metodologia de meta-aprendizagem, os modelos foram trei-
nados usando os dados de origem (source) e testados com os dados de destino (target), de forma
que ñao houve nenhuma relação de classes entre ambos os dados. Em aprendizagemFew-shotos
resultados s̃ao comumente apresentados como a média das classi�caç̃oes de diversas tarefas de
teste. Os resultados apresentados aqui correspondem�a acuŕacia ḿedia de 1000 epiśodios de teste.

Para cada uma das quatro divergências de Bregman investigadas nesse trabalho, foram rea-
lizadas 12 categorias de experimentos. Em resumo, foram realizados 48 experimentos em cada
um dos dois subconjuntos dos dados IP-FSL. As Tabelas 3.1 e 3.2 apresentam as con�gurações
e resultados experimentais usando os dados de insetos na fase adulta e na fase primária respecti-
vamente. Tais tabelas mostram os resultados das divergências de Bregman separados em colunas
com respeito�as variaç̃oes dos par̂ametrosN-way-K-shot. A partir desses dados, analisamos a in-
�u ência das diverĝencias e da variação dos par̂ametrosN-wayeK-shotem todos os experimentos.

Os resultados desse cap�́tulo foram analisados sob os seguintes aspectos: inicialmente, duas
seç̃oes foram dedicadas�a ańalise dos efeitos da variação dos par̂ametrosN-way-K-shot, a partir
dos gŕa�cos nas Figuras 3.4 e 3.5; em seguida, os resultados das divergências de Bregman foram
comparados e discutidos a partir das Figuras 3.7 e 3.8.
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Tabela 3.1: Resultados da classi�cação de insetos na fase adulta.

Ntrain , Ntest
Euclidiana Mahalanobis KL IS

K=1 K=5 K=10 K=2 K=5 K=10 K=1 K=5 K=10 K=1 K=5 K=10
3, 3 0,7434 0,8435 0,8682 0,7568 0,8527 0,8667 0,7797 0,8633 0,8821 0,7595 0,8471 0,8717
3, 5 0,6013 0,7510 0,7782 0,6144 0,7409 0,7645 0,6252 0,7610 0,7899 0,6144 0,7552 0,7943
5, 3 0,7704 0,85200,8806 0,7607 0,85550,8731 0,7831 0,87220,8839 0,7813 0,87290,8803
5, 5 0,6216 0,7615 0,7958 0,6321 0,7476 0,7782 0,6694 0,7743 0,8099 0,6580 0,7768 0,8083

Tabela 3.2: Resultados da classi�cação de insetos na fase primária.

Ntrain , Ntest
Euclidiana Mahalanobis KL IS

K=1 K=5 K=10 K=2 K=5 K=10 K=1 K=5 K=10 K=1 K=5 K=10
3, 3 0,8045 0,8621 0,8813 0,7920 0,86700,8905 0,8167 0,87910,9010 0,8107 0,8778 0,8869
3, 5 0,6723 0,7819 0,8214 0,6595 0,7687 0,8025 0,6797 0,7835 0,8132 0,6812 0,7840 0,7989
5, 3 0,7940 0,86540,8903 0,7950 0,8756 0,8865 0,8133 0,87790,9010 0,8018 0,87980,8976
5, 5 0,6758 0,7722 0,8112 0,6786 0,7780 0,7925 0,6906 0,8072 0,8162 0,6859 0,8044 0,8248

3.5.1 Os efeitos da variaç̃ao deK-shot

O par̂ametroK-shotrepresenta a quantidade de imagens de suporte em cada classe dentro de
uma tarefa de classi�cação. Como mostram os grá�cos das Figuras 3.4 e 3.5, a acurácia possui
correlaç̃ao positiva em relaç̃ao aK-shot, independentemente do tipo de dado (fase adulta ou fase
primária), visto que as tarefas de1-shotproduziram as menores acurácias, sendo gradativamente
superadas pelas tarefas5-shote10-shot.

Objetivamente, o modelo visa armazenar nos protótipos a maior quantidade de informação
posś�vel sobre as respectivas classes. Naturalmente, quanto maior o valor deK, mais informaç̃oes
sobre as distribuiç̃oes de classes serão captadas pelos protótipos, aumentando a sua representa-
tividade. A raz̃ao disso,́e que mais informaç̃oes s̃ao aprendidas pela rede CNN a medida que o
número de imagens exploradas aumenta. Esseé um t́�pico ceńario da aprendizagem clássica, em
que o aprendizado do modelo tende a aumentar a medida que o número de inst̂ancias de classes
aumenta. No contexto de aprendizagemfew-shot, é importante que o ńumero de inst̂anciasK de
uma classe ñao seja elevado, normalmente esse parâmetro varia entre 1 e 10.

3.5.2 Os efeitos da variaç̃ao deN-way

O par̂ametroN-wayrepresenta a quantidade de classes dentro de uma tarefa de classi�cação,
para as quais o modelo precisa rotular as imagens de consulta. Conhecer o desempenho do modelo
multiclasse com respeito�a con�guraç̃ao N-way é fundamental. Os parâmetrosN train e N test

foram variados, assumindo os números 3 e 5, para a análise de quais circunstâncias o modelo
tem maior robustez para classi�cação das imagens dos dados IP-FSL. Com relação aos resultados
obtidos e apresentados por meio das Figuras 3.4 e 3.5, pode-se destacar três situaç̃oes relevantes
para ańalise:N train < N test , N train = N test eN train > N test .
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(a) Dist̂ancia Euclidiana (b) Dist̂ancia de Mahalanobis

(c) Diverĝencia de Kullback-Leibler (d) Diverĝencia de Itakura-Saito

Figura 3.4: Tend̂encia de acurácia em relaç̃ao aos par̂ametrosN-way-K-shotpara classi�caç̃ao de insetos da fase
adulta.

3.5.2.1 Situaç̃ao 1 (N train = N test )

Notavelmente, os parâmetros con�gurados comoN train = N test = 3 produziram maior
acuŕacia em comparação com a con�guraç̃aoN train = N test = 5 em todas as divergências, con-
forme mostraram as Figuras 3.4 e 3.5. Isso signi�ca que um menor número de classes dentro de
uma tarefa produz menores erros de classi�cação. Dessa forma, pode-se dizer que a di�culdade
de aprendizagem do modeloé proporcional a quantidade de classes existentes em uma tarefa, ou
seja, quanto maiorN train , maior a di�culdade de aprendizagem.

Portanto, a di�culdade de aprendizagem do modelo, referida acima, pode ser quanti�cada com
respeito ao montante de classes exploradas na tarefa de classi�cação, associado�a semelhança
existente entre algumas dessas classes. Como os modelos defew-shotsão treinados e testados por
meio de tarefas, essa de�nição que quanti�ca a di�culdade de aprendizado, e por consequência a
di�culdade de classi�caç̃ao,é válida tanto para o treinamento quanto para o teste.
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(a) Dist̂ancia Euclidiana (b) Dist̂ancia de Mahalanobis

(c) Diverĝencia de Kullback-Leibler (d) Diverĝencia de Itakura-Saito

Figura 3.5: Tend̂encia de acurácia em relaç̃ao aos par̂ametrosN-way-K-shotpara classi�caç̃ao de insetos da fase
primária.

3.5.2.2 Situaç̃ao 2 (N train < N test )

Como apontaram os grá�cos das Figuras 3.4 e 3.5, a acurácia cai consideravelmente no caso
de N train < N test . Com refer̂encia �a de�nição de di�culdade de aprendizagem citada acima,
pode-se dizer que o modelo aprende em um ambiente de baixa di�culdade de aprendizagem,
visto que realiza classi�caç̃oes entre uma variedade baixa de classes, ao passo queé testado em
um ambiente de dif�́cil classi�cação devido ao maior ńumero de classes para escolha, por isso a
acuŕacia tende a cair. Em outras palavras, o modelo não aprendeu o su�ciente para classi�car a
partir de uma situaç̃ao de maior di�culdade. A Figura 3.6 mostra o desempenho da aprendizagem
do modelo usando a divergência KL. Nota-se que a curva de perda de treinamentoé elevada
quandoN train = 5, e consequentemente a acuráciaé baixa. O contŕario ocorre quandoN train = 3,
em que a perda de treinamentoé baixa e a acurácia de treinamentóe maior.
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(a) Acuŕacia (b) Perda

Figura 3.6: Um exemplo da perda e acurácia de treinamento usando o conjunto de dados da fase adulta e a
diverĝencia KL em uma con�guraç̃ao de5-shot.

3.5.2.3 Situaç̃ao 3 (N train > N test )

Tendo em vista os dados no decorrer do treinamento, conforme mostra a Figura 3.6, pode-se
dizer que o modelo aprende com maior di�culdade quandoN train = 5, já que h́a um ńumero
maior de classes nas tarefas de classi�cação. Observa-se que há uma reduç̃ao consideŕavel na
perda durante o treinamento após 10épocas, entretanto, o m�́nimo é alcançado ainda em um
patamar elevado. Por outro lado, na con�guração N train > N test o modeloé testado em um
ambiente com menor variedade de classes para a atribuição das imagens de consulta, aumentando
a probabilidade de classi�cação correta. Dessa forma, a classi�cação usando os dados de teste
teŕa menor di�culdade e consequentemente a acurácia seŕa elevada.

3.5.2.4 Con�gurações importantes deN-waypara classi�cação de insetos

Em se tratando do conjunto de insetos adultos, os resultados da variação do par̂ametroN-way
sugerem que o treinamento usandoN train > N test é mais vantajoso apesar de muito próximo dos
resultados deN train = N test = 3. O primeiro caso citado superou o segundo em todos os testes,
como mostra a Figura 3.4. Apesar disso, não é posś�vel de�nir até que pontoN train > N test

seja a melhor escolha visto que o escopo dos experimentos se limitou�a variaç̃aoN-way= 3 e 5.
Entretanto, dentro dos valores estudados,N train = 5 em conjunto comN test = 3 é uma escolha
razóavel para os parâmetros do modelo de classi�caçãofew-shotde insetos adultos.

Considerando os resultados para os dados da fase primária (Figura 3.5), ñao foi posś�vel con-
�rmar qual a melhor con�guraç̃ao entreN train > N test e N train = N test = 3. Com exceç̃ao da
diverĝencia KL, todas as distâncias registraram inversões nos melhores resultados ao longo da
variaç̃ao deK-shot. Entretanto, as variações s̃ao muito pequenas, com resultados muito aproxi-
mados. Possivelmente, a semelhança entre algumas classes dentro da mesma tarefa, pode fazer
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com que o desempenho oscile ligeiramente. As classes de lagartas, por exemplo, são muito se-
melhantes em alguns casos, e com isso, as divergências tamb́em podem ser aproximadas, o que
di�culta a classi�caç̃ao correta.

3.5.3 Ańalise das diverĝencias de Bregman

A adoç̃ao de uma abordagem métrica adequada para um modelo de classi�cação few-shoté
um fator importante para a obtenção do melhor desempenho, tanto para os comparadores por pa-
res quanto para os modelos de classi�cação multiclasse. Por esse motivo, estudar os efeitos das
diversas metodologias de medição de similaridade entre dadosé fundamental para a de�nição do
equiĺ�brio entre o tempo de processamento no treinamento do modelo, a capacidade computacio-
nal dispoń�vel e acuŕacia desejada.

A partir dos diversos experimentos realizados nesse cap�́tulo, foi posś�vel avaliar o comporta-
mento do modelo de FSL com respeito�as quatro diverĝencias de Bregman usadas como medidas
de similaridade. Os resultados podem fornecer um direcionamento para a escolha da divergência
adequada usada nos modelosfew-shottanto para classi�caç̃ao de insetos na agricultura quanto
para outras aplicações envolvendo classi�cação visual. Nas Figuras 3.7 e 3.8 comparamos os re-
sultados das divergências para os dados de insetos adultos e do estágio priḿario respectivamente.
As próximas seç̃oes abordam as análises de cada divergência separadamente. Em seguida, uma
ańalise comparativa de sensibilidade e desempenho relacionando o tempo de processamento e
acuŕaciaé realizada para maiores esclarecimentos.

3.5.3.1 Dist̂ancia Euclidiana

A distância Euclidiana foi uma ḿetrica acertadamente escolhida pelos autores das redes Pro-
tot́�picas. Dentre as caracter�́sticas mais importantes dessa métrica, destaca-se a simplicidade do
método para mediç̃ao da dist̂ancia entre pontos, assumindo o posto de mais simples e utilizada
entre as diverĝencias de Bregman. Nos experimentos aqui apresentados, a distância Euclidi-
ana produziu resultados gerais ligeiramente inferiores aos das divergências KL e IS. Embora a
dist̂ancia Euclidiana tenha superado a IS em 0,1% em um ponto espec�́�co da classi�caç̃ao de
insetos adultos,N train = 5, N test = 3 e 10-shot(Figura 3.7c), e tenha superado todas as di-
verĝencias usando a con�guraçãoN train = 3, N test = 5 e10-shot(Figura 3.8b) nos dados da fase
primária, isso ñao ocorreu em nenhuma outra con�guração.

Os resultados que de�nem a métrica mais vantajosa entre as distâncias Euclidiana e de Maha-
lanobis variaram sem um padrão de con�guraç̃ao N-way-K-shotpara que isso ocorresse. Essas
variaç̃oes ñao permitiram a de�niç̃ao de que uma ḿetrica possa ser mais viável, do ponto de vista
da acuŕacia, em relaç̃ao�a outra. Provavelmente, os efeitos relacionados a medida de variabilidade
entre as varíaveis dentro de uma tarefa de classi�cação, expressados na matriz de covariância
usada no ćalculo da dist̂ancia de Mahalanobis, �zeram com que a distância Euclidiana tenha sido
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(a)N train = 3 , N test = 3 (b) N train = 3 , N test = 5

(c) N train = 5 , N test = 3 (d) N train = 5 , N test = 5

Figura 3.7: Comparação das diverĝencias de Bregman para a fase adulta. ED: Distância Euclidiana. MD: Distância
de Mahalanobis. KL: Diverĝencia de Kullback-Leibler. IS: Divergência de Itakura-Saito.

mais robusta em alguns casos. Na seção a seguir, apontamos um poss�́vel fator que explica em
que circunst̂ancia a robustez da distância de Mahalanobis pode ser melhorada.

3.5.3.2 Dist̂ancia de Mahalanobis

Conforme a metodologia adotada nesse trabalho, a distância de Mahalanobis representa uma
medida de dist̂ancia entre os pontos de consulta e cada protótipo dada a distribuiç̃ao dos prot́otipos
de classes dentro de uma tarefa. Dessa forma, a distância de Mahalanobis depende da matriz de
variância-covarîancia entre os protótipos, comum para todas as medições de dist̂ancia em uma
tarefa.

A distância de Mahalanobiśe uma medida robusta quando temos variáveis que possuem al-
guma correlaç̃ao linear. Entretanto, os dados de caracter�́sticas de imagens são altamente aleatórios
e, portanto, pode ñao haver correlaç̃ao de�nida entre quaisquerembeddings, independentemente
de pertencerem a mesma classe ou não. Por esse motivo, considerar a variabilidade conjunta entre
os prot́otipos, pode ñao ser a melhor opção para os dados IP-FSL.

O número de exemplos dentro do conjunto de protótipos de uma tarefáe naturalmente muito
menor do que a dimensão dos vetores no espaço deembeddings. Por esse motivo, a matriz de co-
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(a)N train = 3 , N test = 3 (b) N train = 3 , N test = 5

(c) N train = 5 , N test = 3 (d) N train = 5 , N test = 5

Figura 3.8: Comparação das diverĝencias de Bregman para a fase primária. ED: Dist̂ancia Euclidiana. MD:
Distância de Mahalanobis. KL: Divergência de Kullback-Leibler. IS: Divergência de Itakura-Saito.

variância usada na Equação 3.3 pode ser melhor estimada por meio da combinação de duas outras
matrizes de covariância, calculadas a partir dosembeddingsde classe e osembeddingsde tarefa
respectivamente (BATENI et al., 2020). No entanto, o cálculo da covarîancia exige um custo de
tempo consideŕavel e, portanto, o tempo total de treinamento do modelo pode aumentar expres-
sivamente com o ćalculo de outras duas matrizes, dado que os modelos de FSL são treinados a
partir de uma grande quantidade de tarefas.

Os experimentos nesse trabalho focaram na redução de tempo de processamento para cálculo
da dist̂ancia de Mahalanobis, por isso, a covariância foi calculada a partir dos protótipos de classe.
Embora a dist̂ancia de Mahalanobis não tenha alcançado resultados gerais superiores aos das
outras diverĝencias, o ḿetodo aqui proposto produziu resultados competitivos. Os resultados
mostraram que a distância de Mahalanobis produziu resultados ligeiramente inferiores aos das
diverĝencias KL e IS. Comparando-se�a dist̂ancia Euclidiana, os resultados oscilaram e não obe-
deceram a uma regra de con�guração. Portanto, a melhor ḿetrica pode ser selecionada com base
na e�ciência do processo de treinamento, considerando, por exemplo, o tempo gasto e a capaci-
dade de processamento dispon�́vel.
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3.5.3.3 Diverĝencia KL

Conforme os esclarecimentos sobre as divergências de Bregman na Seção 3.1, a diverĝencia
KL não é considerada uma ḿetrica de dist̂ancia, tendo em vista quée assiḿetrica e ñao cumpre
a desigualdade triangular. Por outro lado, a divergência de Jensen-Shannon (ENDRES; SCHIN-
DELIN, 2003) estende a divergência KL para calcular uma pontuação siḿetrica, podendo ser
considerada uma ḿetrica de dist̂ancia.

A divergência KL calcula uma pontuação que quanti�ca o quanto uma distribuição de pro-
babilidade se diferencia de outra. Essa abordagem foi utilizada nesse trabalho para diferenciar
as distribuiç̃oes de probabilidade geradas a partir dosembeddingsde consulta e dos protótipos.
Dadas essas distribuições, a entropia relativa do protótipo y para um ponto de consultax foi cal-
culada comoKL (xjjy). Um valor de diverĝencia baixo, ou seja, quandoKL (xjjy) se aproxima
de zero, indica que as distribuições s̃ao semelhantes. Por outro lado, conforme os valores se
distanciam positivamente de zero maior será a diferença entre as distribuições.

Os resultados mostraram que a divergência KLé uma medida robusta para classi�cação dos
dados IP-FSL. Na maioria das con�gurações experimentais, a KL produziu resultados superiores
aos das demais divergências investigadas. Nos dados de insetos adultos, por exemplo, ela foi
superada apenas pela divergência IS, em 3 dos 12 experimentos realizados nessa categoria, com
diferença de no ḿaximo 0,4 ponto percentual, foram eles:

• Figura 3.7b:N train = 3, N test = 5 e10-shot;

• Figura 3.7c:N train = 5, N test = 3 e5-shot;

• Figura 3.7d:N train = 5, N test = 5 e5-shot.

Nos dados de insetos da fase primária, KL tamb́em foi superada pela mesma divergência, IS,
em outros 3 casos, com diferença máxima de 0,9 ponto percentual:

• Figura 3.8b:N train = 3, N test = 5 eK = 1;

• Figura 3.8c:N train = 5, N test = 3 eK = 5;

• Figura 3.8d:N train = 5, N test = 5 eK = 10.

Al ém desses casos citados, a KL foi superada pela distância Euclidiana em um ponto isolado
na classi�caç̃ao da fase priḿaria (Figura 3.8b:N train = 3, N test = 5 e K = 10). Apesar desses
pontos espec�́�cos, KL apresentou melhores resultados gerais em relação as demais divergências.

3.5.3.4 Diverĝencia IS

Em geral, a diverĝencia IS produziu resultados similares aos da divergência KL, na maioria
dos experimentos. Embora algumas �utuações dos valores tenham sido constatadas em relação
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�as outras diverĝencias, considera-se também uma medida robusta para quanti�car a diferença
entre os vetores de probabilidade dos dados de insetos. Entretanto, os resultados de todas as
diverĝencias s̃ao muito aproximados e provavelmente uma análise aprofundada seja necessária
para esclarecimentos sobre o rendimento de cada divergência investigada nesse trabalho. Por esse
motivo, analisamos os resultados sob aspectos espec�́�cos que ser̃ao detalhados nas próximas
seç̃oes.

3.5.3.5 Ańalise de sensibilidade

Tendo em vista a proximidade entre os valores dos resultados, realizou-se uma análise de
sensibilidade das divergências em lidar com uma tarefa de classi�cação considerada de maior
complexidade. Essa análise funciona como uma espécie de lupa para a visualização dos resultados
em dados espec�́�cos. A análise focou em um ponto cr�́tico dos dados de insetos, no qual o
elevado grau de semelhança visual entre algumas classes torna o processo de classi�cação ainda
mais desa�ador.

Cinco classes de insetos adultos, com caracter�́stica visuais relativamente semelhantes, foram
selecionadas para compor o conjunto de teste (target set). Tais classes pertencem�as esṕecies de
gorgulho, e s̃ao comumente encontradas em culturas de arroz, beterraba, alfafa e manga. Neste
teste, utilizamos as con�guraçõesN-way-K-shotmais promissoras. O modelo foi treinado utili-
zando as demais classes dos dados de insetos adultos.

Os resultados apresentados na Figura 3.9, mostram haver uma degradação da acuŕacia em
comparaç̃ao com a classi�caç̃ao de insetos adultos mostrada nas Figuras 3.7a e 3.7c, usando os
mesmos par̂ametros de aprendizagem e de teste. Isso mostra que a di�culdade de aprendizagem
é maior quando classes muito semelhantes são exploradas dentro de uma tarefa de classi�cação,
tornando o processo mais desa�ador como relatado anteriormente. Apesar disso, observou-se que
mesmo em uma situação de grande semelhança entre classes de uma tarefa, as divergências de
Bregman ainda apresentam desempenho relevante para a classi�cação de insetos.

Figura 3.9: Acuŕacia para classes similares de insetos adultos usando10-shot.

Observou-se que�a medida que a diversidade do conjunto de dados aumenta, istoé, quando
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são exploradas classes semelhantes e não semelhantes nas tarefas de classi�cação, o modelo se
torna mais propenso a classi�car corretamente. Embora os desempenhos das divergências se-
jam relativamente semelhantes, os resultados mostrados na Figura 3.9 indicam que a divergência
KL mostrou maior efetividade. Além disso, esses resultados são par̂ametros importantes para a
tomada de decisão sobre a escolha da divergência em FSL.

3.5.3.6 Ańalise emṕ�rica

A análise emṕ�rica foi realizada com intuito de demonstrar o desempenho de classi�cação em
duas perspectivas: 1) o desempenho médio dos modelos de FSL nos pontos com maiores�́ndices
de classi�caç̃ao correta dos dados e, 2) demonstrar a e�ciência dos modelos com respeito ao
tempo de treinamento e a acurácia alcançada.

Para ańalise de desempenho médio, foram considerados os parâmetrosN-wayde treinamento e
teste com maiores possibilidades de acerto (N train = 3, N test = 3 eN train = 5, N test = 3). Dessa
forma, obteve-se o desempenho médio das diverĝencias calculando-se a média das acurácias, em
relaç̃ao aK-shot, dos resultados contidos nas Figuras 3.7 e 3.8.

A Figura 3.10 mostra os resultados médios usando as con�guraçõesN-wayque apresenta-
ram os melhores desempenhos de classi�cação de insetos adultos (Figuras 3.7a e 3.7c) e da fase
primária (Figuras 3.8a e 3.8c). Embora as divergências siḿetricas (ED e MD) sejam usadas com
freqûencia em FSL, foi demonstrado aqui que as divergências assiḿetricas (KL e IS), mesmo não
sendo consideradas métricas de dist̂ancia, s̃ao soluç̃oes competitivas para medição de similari-
dade em modelos de FSL, demonstrando melhores resultados em relação �as siḿetricas, conforme
mostraram as Figuras 3.9 e 3.10.

(a) Fase adulta (b) Fase priḿaria

Figura 3.10: Ḿedia das acurácias usando as con�gurações mais promissoras para classi�caçãofew-shot.

Al ém do conhecimento sobre os parâmetros com maior possibilidade de acerto em FSL, o
tempo de treinamento relacionado�a cada uma das divergências pode ser outro fator de decisão.
Embora possa haver pouca diferença no tempo de processamento entre algumas divergências,
essa diferença pode ser expressiva após milhares de tarefas de classi�cação. Recuperamos o
tempo de treinamento referente�a cada diverĝencia durante o treinamento de umaépoca usando
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as con�guraç̃oes3-way, 10-shote q = 5. Utilizamos o experimento com o conjunto de dados
de insetos adultos, entretanto, a escolha dos dadosé redundante para análise de tempo, visto que
as imagens de entrada possuem as mesmas dimensões (96 × 96 × 3) para extração de recursos
usando o mesmo modelo CNN.

Os tempos de treinamento apresentados na Figura 3.11 mostram que a distância Euclidiana
e as diverĝencias KL e IS produzem tempos de processamento semelhantes. Por outro lado, a
dist̂ancia de Mahalanobis requer um tempo elevado. Presume-se, portanto, que o tempo gastoé
proporcional�a complexidade da equação correspondente. Com isso, a razão do elevado tempo
de treinamento associado�a dist̂ancia de Mahalanobis,é explicada pelo custo computacional ne-
cesśario para o ćalculo da matriz de covariância, tornando a razão acuŕacia-tempo muito baixa
para essa distância. Mesmo com um tempo de treinamento elevado, a distância de Mahalanobis
não produziu um desempenho consideravelmente alto em relação �as outras diverĝencias.

Figura 3.11: Tempo gasto após um epiśodio de treinamento usando3-way, 10-shote q= 5 .

Em um processo de seleção da diverĝencia a ser usada no modelo de FSL, se o tempo for um
fator crucial em uma determinada aplicação, de modo que se sobrepunha a melhor acurácia, os
métodos com equações mais simples são os mais aconselháveis. Por outro lado, as divergências
com maior relaç̃ao acuŕacia-tempo podem ser vistas como abordagens relevantes na busca de
um equiĺ�brio entre custo de processamento e acurácia desejada. A Figura 3.12, constru�́da a
partir dos dados das Figuras 3.10 e 3.11, mostra os resultados globais dessa relação para cada
diverĝencia de Bregman investigada. Os grá�cos da Figura 3.12 mostraram que a distância de
Mahalanobis apresentou o menor�́ndice de acertos em relação ao tempo de treinamento. As
demais diverĝencias produziram taxas relativamente semelhantes, com a divergência KL apre-
sentando a melhor relação.

Outros fatores tamb́em contribuem para o aumento de desempenho de classi�cação do modelo
em termos gerais, como o número de epiśodios que comp̃oem umáepoca, aĺem da quantidade de
épocas de treinamento. A medida que o número de tarefas (episódios) de classi�caç̃ao aumenta,
mais informaç̃oes s̃ao aprendidas até o limite de aprendizado fornecido pela capacidade do mo-
delo e pela quantidade de dados. Por esse motivo,é importante que a quantidade de tarefas na
fase de treinamento seja su�ciente para o aprendizado quando um conjunto de dados possui mui-
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(a) Fase adulta (b) Fase priḿaria

Figura 3.12: Taxa Acurácia-tempo.

tas classes. Dessa forma, o modelo explora mais classes durante o aprendizado, mitigando as
chances de erros de classi�cação durante os testes.

3.6 CONCLUSÕES DO CAPÍTULO

Este caṕ�tulo forneceu o primeiro estudo sobre a comparação das diverĝencias de Bregman
para classi�caç̃ao de insetos usando aprendizagemfew-shot. Um conjunto de dados de insetos da
agricultura (IP-FSL) contendo 142 classes, com categorias separadas por estágios de maturidade,
fase adulta (97) e fase primária (45), foi proposto para o treinamento e teste dos modelos.

Realizou-se aqui uma cadeia de 48 experimentos para análise dos par̂ametrosN-way-K-shote
das diverĝencias em cada categoria dos dados IP-FSL, totalizando 96 experimentos. Os resultados
mostraram que as con�gurações de�nidas comoN train > N test e N train = N test = 3 produziram
os melhores resultados. Isso mostrou que a facilidade de aprendizagem e de classi�cação correta
nos testes depende do número de classes exploradas nas tarefas. Quanto maior o número de
classes, maior a possibilidade de ocorrerem erros de classi�cação.

As diverĝencias mostraram resultados semelhantes entre si, e a escolha do método depende
de alguns fatores como, por exemplo, a relação acuŕacia-tempo de cada divergência. Os melho-
res resultados foram associados�as diverĝencias com equações mais simples nessa análise. Em
contraste, os classi�cadores baseados nas divergências assiḿetricas produziram medidas de simi-
laridade mais relevantes, com os melhores resultados usando a divergência de Kullback-Leibler,
mostrando que essas abordagens, assim como as divergências siḿetricas, s̃ao soluç̃oes competiti-
vas para a classi�caç̃ao de insetos.

O reconhecimento visual usando poucos dadosé visto como um desa�o em aprendizagem
de ḿaquinas. Realizar o melhor uso da CNN para extração de recursos relevantes de imagens
e de�nir como uśa-los para classi�car objetos não é uma questão trivial. O pŕoximo caṕ�tulo
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apresenta um modelo aprimorado de aprendizagemfew-shot, constrú�do com base na questão
não trivial citada que será discutida em uma aplicação espeć��ca de classi�caç̃ao de insetos em
agricultura.
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4 APRENDIZAGEM FEW-SHOT VIA FUSÃO DE

RECURSOS E ENTROPIA RELATIVA

Este caṕ�tulo apresenta um estudo sobre melhorias de desempenho durante a extração de ca-
racteŕ�sticas de imagens e de classi�cação a partir de uma medida efetiva de similaridade. A abor-
dagem aqui apresentada inclui um mecanismo que estende a arquitetura CNN usada no cap�́tulo
anterior para extração e fus̃ao de caracter�́sticas de imagens, aumentando a representatividade
dos vetores de caracter�́sticas. Um conjunto de dados de insetos das culturas de milho, com ca-
tegorias de pragas e insetos bené�cos (incluindo predadores e parasitoides), foi constru�́do para
teste do modelo proposto. Experimentos foram realizados para comparação com as redes Res-
Net50, VGG16 e MobileNetv2, usadas comobackbonespara extraç̃ao de recursos de imagens.
Os resultados mostraram o desempenho superior do modelo apresentado.

4.1 O MODELO PROPOSTO

Um dos grandes desa�os encontrados nos modelos de aprendizagem de máquinas está ligado
a disponibilidade de dados su�cientes para o aprendizado. Na aprendizagem profunda, os bancos
de dados s̃ao normalmente constitu�́dos de milhares de imagens, fornecendo quantidade expres-
siva de informaç̃oes sobre classes. Já na aprendizagemfew-shot, existem poucas informações
dispoń�veis para a construção de conhecimento sobre classes de dados. Por esse motivo, quanto
maior a quantidade de caracter�́sticas relevantes de imagem extra�́das, mais consistente pode ser
o conhecimento adquirido pelo modelo. Entretanto, de�nir quais informações de imagens extrair
e como uśa-lasé uma tarefa desa�adora.

Trabalhos anteriores basearam-se na extração de recursos de textura e de cores de imagens
segmentadas usando os métodos de Matriz de Coocorrência de Ń�vel de Cinza (GLCM) e His-
tograma de Cores para tarefas de classi�cação em agricultura (ES-SAADY et al., 2016; ISLAM
et al., 2017). No entanto, algoritmos de aprendizagem profunda baseados em CNN, demonstra-
ram melhores resultados tendo em vista o processo de extração autoḿatica, sem a necessidade
de preprocessamento de imagens, e a acurácia alcançada. Esses algoritmos mostraram bom de-
sempenho em tarefas agr�́colas como classi�caç̃ao de insetos (THENMOZHI; REDDY, 2019) e
doenças de plantas (ZHANG et al., 2018).

Na maioria dos trabalhos envolvendo aprendizagemfew-shot, a extraç̃ao de caracter�́sticas
globais de imagenśe uma tarefa comumente usada para a construção de vetores representativos de
imagens. Entretanto, quando as caracter�́sticas locais ñao s̃ao consideradas, pode haver perda de
informaç̃oes importantes. No cenário de poucos dados, as caracter�́sticas locais podem fornecer
informaç̃oes relevantes sobre imagens e, negligenciá-las durante a extração de caracter�́sticas,
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pode enfraquecer a representatividade dos vetores gerados e penalizar a medição de similaridade.

Diante do contexto apresentado, o método proposto nesse cap�́tulo se baseia na hipótese de
que a fus̃ao de caracter�́sticas locais e globais, vindas das camadas internas da CNN, pode ser vista
como um ḿetodo mais e�ciente para a construção de vetores representativos em relação ao uso de
apenas das informações globais. Com a fusão desses recursos visuais internos, espera-se mitigar
a perda de informaç̃oes para a construção de vetores que representem fortemente as classes de
dados. Aĺem disso, consideramos outra hipótese de que o desempenho do classi�cador pode ser
melhorado neste cenário usando uma medida de divergência, como a entropia relativa, em vez de
uma ḿetrica de dist̂ancia comóe normalmente adotada na literatura.

A extraç̃ao de caracter�́sticas internas da CNŃe um ḿetodo promissor usado em outros traba-
lhos de aprendizagem profunda, tais como (FU et al., 2019; AMIN et al., 2019).Feature Pyramid
Networks(FPN) (LIN et al., 2017), por exemplo,é um dos ḿetodos mais conhecidos na literatura.
FPN funde recursos multicamadas para predição de caixas delimitadoras (bounding boxes) para
detecç̃ao de objetos. J́a Kim e Chi (2021) usaram um mecanismo de atenção para selecionar re-
cursos multicamadas e fundi-los para classi�cação de imagens de sensoriamento remoto usando
few-shot. Outros autores, como (DING et al., 2019; JIANG et al., 2020), apostaram na fusão de
recursos de v́arias camadas da CNN para a geração de caracter�́sticas de relaç̃ao, usadas nas redes
de Relaç̃ao (Relation networks). A nossa abordagem integra um método espeć��co de extraç̃ao
de recursos multicamadas ao modelofew-shot, baseada em uma rede CNN rasa, e propõe uma
metodologia simpli�cada de fus̃ao desses recursos para a formação de representantes de classes
ricos em informaç̃oes.

Figura 4.1: Arquitetura do modelo proposto.

A Figura 4.1 mostra a arquitetura do modelo proposto, enfatizando os dois principais módulos
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de sua composição: um bloco de extração e Fus̃ao de recursos Multicamada (FMC), e um classi-
�cador baseado na divergência de Kullback-Leibler, também conhecida como Entropia Relativa,
ou a dist̂ancia Euclidiana.

A estrutura FMC foi constrú�da para a geração de vetores ricos em informações, mesmo
sendo uma estrutura baseada em uma rede considerada simples (istoé, rasa). O nosso modelo
funde informaç̃oes locais, medianas da rede e globais de todas as imagens de uma tarefa de
classi�caç̃ao, possibilitando a formação deembeddingse prot́otipos ricos em informaç̃oes de
classes. Na próxima seç̃ao, s̃ao apresentados os detalhes da FMC.

4.1.1 Extraç̃ao de caracteŕ�sticas de imagem

Trabalhos recentes mostraram que a CNNé um ḿetodo consolidado para extração de recursos
discriminativos de imagens, mesmo usando uma arquitetura de rede rasa (FU et al., 2019; LI;
NIE; CHAO, 2020). A compreensão do funcionamento por trás das camadas convolucionais de
uma CNN foi apresentada intuitivamente por Zeiler e Fergus (2014). Conforme a Figura 4.2,
as primeiras camadas caracterizam um detector de recursos de baixo n�́vel, como bordas, por
exemplo. Em vez disso, as camadas mais profundas da rede detectam recursos de alto n�́vel,
como rostos e �ores, por exemplo, nesse caso espec�́�co.

A proposta nesse cap�́tulo consiste em realizar a fusão desses recursos do baixo ao alto n�́vel
para a geraç̃ao de vetores consistentes de informações. Conforme mostrado na Figura 4.3, a
arquitetura proposta consiste em quatro blocos convolucionais. Cada bloco contém uma camada
convolucional com 64 �ltros 3 × 3, normalização, Unidade Linear Reti�cada (ReLU) eMax
Pooling3 × 3. A Figura 4.3 mostra os detalhes do nosso método. Aṕos a sá�da de cada bloco, são
adicionadas camadas deMax Poolinge Flattenpara o fornecimento de vetores de 64 dimensões
que representam cada bloco. A Figura B.1 (Apêndice B), mostra um resumo de todas as camadas
do modelo de acordo com obackboneprincipal e suas rami�caç̃oes fx (x = 1 : 4).

A sá�da da estrutura de fusão de recursos (SFR) resulta da média dos vetores representantes,
conforme mostra a Figura 4.4. Em termos formais, a partir de uma respectiva função de extraç̃ao
de recursosf � com par̂ametros de aprendizagem� , a fus̃ao de recursos calcula a média dos
vetores representativos f das camadas def � , conforme a Equaç̃ao 4.1.

SFRn =
1
4

4X

i =1

f i (x) (4.1)

Em que SFRn representa oembeddingda imagemx na classen.

O objetivo da estrutura FMC em conjunto com a SFR,é aprender representantes consisten-
tes que agreguem o máximo de informaç̃oes posś�veis sobre a imagem. Espera-se, portanto,
que o ḿ�nimo de informaç̃ao seja perdido durante o processo. Todas as imagens na tarefa de
classi�caç̃ao, istoé, as imagens de suporte e consulta, passam pela estrutura de extração e fus̃ao
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