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Suppose that we were asked to arrange the following in two categories — distance, mass,

electric force, entropy, beauty, melody. I think there are the strongest grounds for

placing entropy alongside beauty and melody, and not with the first three.

Eddington A, The Nature of the Physical World, 1928
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Ao fornecer informações a priori para classificação de sinais interativamente, o número

de classes posśıveis para classificação de sinais diminui bastante. Criar etapas de validação

menos complexas também aumentou a precisão, permitindo a redução do tamanho da janela.

As técnicas apresentadas aqui apenas arranham a superf́ıcie das aplicações em que a

entropia de formações pode e deve ser usada. A ideia principal é que uma sequência de redes

simples cuja descrição precise de um pequeno número de bits e tenha maior probabilidade

de fazer generalizações corretas do que uma rede mais complexa, porque presumivelmente

extraiu a essência dos dados e removeu a redundância. Portanto, fornecer ferramentas que

simplifiquem ou forneçam informações de dados é muito importante.

Infelizmente, a coleta de dados do sinal EMG pode ser estressante para o paciente.

Portanto, é muito dif́ıcil obter grandes bancos de dados de sinais biológicos. Por esse motivo,

este estudo foi realizado usando apenas um banco de dados, fornecido junto com a plataforma

BioPatRec. Além disso, o banco de dados utilizado possui poucas repetições de movimento,

o que dificulta o treinamento com algoritmos de aprendizado de máquina.
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as possible.

The objective is to use methods of extracting characteristics and classification of

patterns in electromyographic signals, as well as adaptive training for the recognition of

hand movements with varying degrees of freedom, thus increasing the comfort of the user

and giving naturalness to movement. Through these methods, a significant improvement

was achieved in the pattern recognition process.
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13. Open Hand + Supination

14. Close Hand + Supination

15. Flex Hand + Pronation

16. Extend Hand + Pronation

17. Flex Hand + Supination

18. Extend Hand + Supination

19. Open Hand + Flex Hand + Pronation

20. Close Hand + Flex Hand + Pronation

21. Open Hand + Flex Hand + Supination

22. Close Hand + Flex Hand + Supination

23. Open Hand + Extend Hand + Pronation

24. Close Hand + Extend Hand + Pronation

25. Open Hand + Extend Hand + Supination

26. Close Hand + Extend Hand + Supination

Figure 2.3. The basic six classes of movement, the 27 classes are formed by the
linear combination of these six classes. 1 - Open Hand. 2 - Close Hand. 3 - Flex
Hand. 4 - Extend Hand. 5 - Hand Pronation. 6 - Hand Supination
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