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RESUMO

RECONHECIMENTO DE NOMES DE PESSOAS E ORGANIZACOES EM
TEXTOS FORENSES USANDO UMA VARIACAO DO MODELO OCULTO DE
MARKOV

Autor: Osvaldo Dalben Junior

Orientadora: Prof®. Dr®. Daniela Barreiro Claro
Programa de Pos-graduac¢io em Engenharia Elétrica
Brasilia, dezembro de 2011

Um dos atuais desafios na area da forense computacional estd relacionado a analise de
midias computacionais apreendidas em grande quantidade pelas forcas policiais. Os
arquivos armazenados nessas midias podem conter nomes de pessoas e organizagdes
suspeitos, porém desconhecidos pelas equipes de investigagdo. O presente trabalho propde
a criacdo de um modelo de Reconhecimento de Entidades Mencionadas (REM) baseado no
Modelo Oculto de Markov (HMM) para extrair nomes de pessoas e organizacdes de textos
ndo estruturados contidos em midias apreendidas. O modelo proposto, denominado ICC-
HMM (Identification-Classification Context HMM), ¢ dividido em dois submodelos -
identificacdo e classificacdo de entidades - e utiliza as informacdes do contexto das
palavras e um gazetteer como forma de obter melhor desempenho. Experimentos foram
realizados aplicados a corpora publicos e forenses e os resultados do ICC-HMM superaram
os obtidos por sistemas participantes de avaliagdes conjuntas especificas para o REM no
idioma portugués, o que sugere que o modelo proposto € aplicavel ao cenario forense

nacional.
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ABSTRACT

RECOGNIZING NAMES OF PEOPLE AND ORGANIZATIONS IN FORENSIC
TEXTS USING A HIDDEN MARKOV MODEL VARIATION

Author: Osvaldo Dalben Junior

Advisor: Prof®. Dr®. Daniela Barreiro Claro
Electrical Engineering Graduate Program
Brasilia, December of 2011

One of the current challenges in computer forensics is related to the analysis of computer
media seized in large quantities by the police. Files stored in these media may contain
names of people and organizations suspected, but unknown by the analysis teams. This
paper proposes the creation of a named entity recognition (NER) model based on the
Hidden Markov Model (HMM) to extract names of people and organizations contained in
unstructured text of seized media. The proposed model, called ICC-HMM (Identification -
Classification Context HMM) is divided into two sub-models — identification and
classification of entities - and uses the context information of words and a gazetteer in
order to obtain better performance. Experiments were carried out on forensic corpora and
our results outperformed some of the best NER-based systems in portuguese language.

This suggests that the proposed model is applicable in brazilian computer forensics.
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LISTA DE SIMBOLOS, NOMENCLATURAS E ABREVIACOES

Back-off — Modelos probabilisticos alternativos que tratam o problema da escassez de
treinamento.

CRF - Conditional Random Fields, modelo probabilistico usado para predicdo de
sequéncias.

EI — Extracdo da Informagao.

EM - Entidade Mencionada.

Feature — Qualquer caracteristica associada a uma palavra, direta ou indiretamente.
HMM - Hidden Markov Model, modelo probabilistico usado para predi¢do de sequéncias.

ICC-HMM - Identification-Classification Context HMM, nome dado ao modelo proposto
no presente trabalho.

IE — Information Extraction.

MEMM - Maximum Entropy Markov Model, modelo probabilistico usado para predi¢ao
de sequéncias.

MT - Mineragdo de Texto.

NE — Named Entity.

NER — Named Entity Recognition.

NLP — Natural Language Processing.

PLN - Processamento de Linguagem Natural.

REM — Reconhecimento de Entidades Mencionadas.

Smoothing — Ou suavizagio, técnica usada para minimizar o problema da insuficiéncia de
treinamento através da utilizacdo de modelos probabilisticos auxiliares, pioram a
acuracia, porém garantem a predi¢do das sequéncias.

SVM - Support Vector Machine, modelo probabilistico usado para predi¢cao de sequéncias.
Token — No presente trabalho, refere-se a menor unidade textual tratavel pelos modelos.
TM — Text Mining.

Xiv



1 -INTRODUCAO

Uma operacgdo policial caracteriza-se, em geral, por ser uma ac¢do planejada por uma
equipe de investigagdo, que tem como meio a obtenc¢do de informagdes relevantes sobre os
alvos - pessoas acusadas - ¢ como fim a comprovagdo da sua culpa, dolo ou inocéncia. Tal
comprovagdo pode ser testemunhal, que ¢ baseada em depoimentos de pessoas, ou
material, que resulta do exame pericial dos vestigios materiais — coisas ou pessoas -
associados a pratica criminosa, vestigios estes denominados corpos de delito. Conforme
legislado no Cédigo de Processo Penal (CPP) brasileiro', a prova testemunhal somente é
priorizada quando ndo ¢ possivel o exame do corpo de delito, e este ¢ indispensavel nos
casos em que a infracdo deixar vestigios, mesmo quando hd a confissdo do acusado. Os
exames de corpo de delito sdo realizados por peritos criminais e objetivam definir (i) se o
material examinado pode ou nio ser considerado uma prova e, sempre que possivel,
revelar a autoria (quem), materialidade (o qué) e dinamica (como) do crime sob apuragao,
e (i1) se, do material periciado, pode-se extrair informagdes associadas a novos materiais
ou fatos suspeitos. No caso (i), quando os exames periciais comprovam a associa¢do de
pessoas investigadas com o crime ou a sua inocéncia, esta prova tem interferéncia direta no
julgamento dos acusados. Ja no caso (ii), quanto os exames revelam novas suspeitas, estas
informacdes passam a compor a base de conhecimento da investigagdo e sdo utilizadas

como ferramenta de apoio a decisdo para futuras agdes da equipe policial.

Os avangos na area de comunicagdo interpessoal proporcionados pela inclusdo digital,
protagonizada principalmente pela popularizagdo da Internet a partir da década de 90,
resultaram num constante crescimento da casuistica de crimes praticados por computador
ou com o auxilio deste. Isso, associado ao aumento da capacidade de armazenamento e a
diminui¢@o do custo de aquisicdo de midias digitais, representou um enorme crescimento
do volume de midias digitais apreendidas em operagdes policiais nas duas ultimas décadas.
A maior parte das operagdes policiais que resultam na apreensdo de grande quantidade de
midias esta associada a crimes convencionais, de natureza distinta a informatica, tais como
crimes previdenciarios, fazendarios ou politicos. Conforme apresentado em (Eleutério e
Machado, 2011), cerca de 90% das apreensdes de midias de armazenamento

computacional realizadas pela Policia Federal do Brasil no ano de 2011 ocorreram por

' Decreto-Lei n® 3.689 de 3 de outubro de 1941.



suspeita de utiliza¢do desses equipamentos como ferramenta de apoio para o cometimento
de crimes convencionais, € ndo como um meio para a sua realizagdo. A apreensdo desse
material ¢ necessaria devido a alta probabilidade de nele serem encontradas informagdes
importantes para a investiga¢do, como, por exemplo, um email ou conversa instantanea
que reforca uma suspeita de improbidade administrativa ou uma planilha eletronica que
controla determinado repasse ilegal de verba publica. Depois de realizada a apreensdo do
material, a equipe de investigagdo solicita a equipe pericial a extragdo e disponibilizag¢ao de
todos os arquivos potencialmente suspeitos das midias apreendidas, para que os conteudos

dos mesmos sejam devidamente analisados por equipe especializada da investigacao.

Entretanto, como ndo ¢ possivel identificar previamente quais sdo o0s arquivos
potencialmente suspeitos, em geral sdo selecionados, extraidos e disponibilizados para
andlise manual todos os arquivos que indiquem qualquer interacdo de uma pessoa com um
computador, ou seja, sdo excluidos da selecdo somente os arquivos relacionados a
instala¢do do sistema operacional ou de outros aplicativos que possam ser identificados, o

que resulta em um grande volume de dados que necessitam de andlise manual.

1.1 - MOTIVACAO

O crescente aumento do volume de dados digitais apreendidos nos ultimos anos tem
tornado improdutiva e ineficaz a tradicional forma de trabalho do investigador, qual seja,
formar conclusdes baseadas na andlise manual e isolada dos arquivos extraidos dessas
midias. Esta forma de trabalho nd3o viabiliza a identificagdo de nomes de pessoas e
organiza¢des mencionadas nos arquivos. Esta informacao, se disponivel, é relevante para a
equipe de investigacdo, pois pode revelar nomes suspeitos desconhecidos ou inesperados

dentro do contexto investigativo.

Além disso, conforme apresentado em (Dalben e Claro, 2011), a identificagdo de nomes de
pessoas e organizacdes em midias forenses pode ser usada como um filtro capaz de reduzir
mais de 90% dos arquivos comumente analisados manualmente, com risco minimo de

descarte de arquivos relevantes.



1.2 - PROBLEMA

Diante do cenario apresentado, evidencia-se uma caréncia de métodos e ferramentas que
automatizem o processo de identificagdo de nomes de pessoas e organizagdes em arquivos
digitais, representando um entrave na area da investigacdo criminal, por exigir maior
esforco humano na tarefa de andlise do contetido de midias digitais apreendidas e gerar
resultados ndo satisfatorios quanto a revelacdo de informagdes latentes presentes nessas

midias.

1.3 - PROPOSTA

Este trabalho propde o reconhecimento automatizado de nomes de pessoas e organizagdes
contidos em textos ndo estruturados de arquivos presentes em midias computacionais
apreendidas, como forma de:

e Revelar a equipe de investigagdo os nomes das pessoas e organizagdes citados no
conteudo das midias apreendidas e assim enriquecer a base de conhecimento da
investigacao;

e Criar um filtro para reduzir o volume de arquivos analisados manualmente e,

consequentemente, reduzir o tempo de analise desses arquivos.

1.4 - OBJETIVO

O presente trabalho objetiva a criacdo de um modelo de Reconhecimento de Entidades
Mencionadas (REM) baseado no Modelo Oculto de Markov (Rabiner, 1990), ou HMM
(Hidden Markov Model), adaptado ao contexto forense, a fim de reconhecer nomes de
pessoas e organizagdes contidos em textos forenses ndo estruturados e redigidos no idioma

portugués.

O termo textos forenses é usado no presente trabalho para representar textos de arquivos
contidos em midias apreendidas. Os textos forenses podem se enquadrar em diferentes
géneros textuais, como contratos, e-mails, recibos, etc., por isso sdo caracterizados como

independentes de dominio.



Alguns critérios foram decisorios na comparagdo dos resultados do presente trabalho.
Considerando que (i) a independéncia de dominio, (ii) o idioma portugués, (iii) os textos
ndo estruturados e (iv) o foco no reconhecimento das categorias pessoa € organizagdo sao
critérios diretamente relacionados ao objetivo apresentado, optou-se pela comparagdo dos
resultados do presente trabalho com os obtidos pelo sistema Rembrandt (Cardoso, 2008),
que alcangou o melhor desempenho na avaliagdo conjunta do segundo HAREM (Mota e
Santos, 2008). A escolha do HAREM como evento balizador da avaliagdo se justifica pelo
fato das colecdes de dados nele utilizadas conterem entidades dos tipos pessoa e
organizagdo, serem escritos na lingua portuguesa e serem extraidos de fontes de géneros
variados (Mota et al., 2008a). Além do Rembrandt, os resultados obtidos foram também
comparados com trés variagdes do modelo proposto, com o objetivo de identificar e
analisar o impacto provocado pela auséncia de alguns recursos no desempenho da solucdo

proposta.

1.5 — PRINCIPAIS CONTRIBUICOES

As principais contribui¢gdes esperadas com o presente trabalho sdo as seguintes:

e Desenvolvimento de um algoritmo de REM baseado no HMM especificamente
para a lingua portuguesa;

e Socializagdo de um protdtipo representativo do modelo proposto, desenvolvido
com o objetivo de possibilitar a realizacdo dos experimentos do presente trabalho.
Esse prototipo contribuird para a realizagdo de futuros experimentos utilizando o
modelo proposto, bem como poderd seu utilizado como linha de base para o
desenvolvimento de um sistema de REM aplicado ao cendrio forense;

e Disponibilizacdo, as equipes de investigacdo policial, de uma lista contendo os
nomes das pessoas e organizacdes mencionadas no conteudo de midias
computacionais apreendidas em operagdes policiais, o que favorecerd a revelacdo
de nomes desconhecidos, ficando a cargo das equipes de investigagdo as analises
cabiveis quanto a verificagdo do envolvimento desses nomes com o ilicito sob
apuracio;

e Disponibilizagdo da lista de arquivos que contém pelo menos um nome de pessoa
ou organizacdo mencionado, dentre todos os arquivos de uma midia apreendida.
Segundo os autores em (Dalben e Claro, 2011), em média, os itens dessa lista

correspondem a menos de 10% do total de arquivos e devem ser priorizados no
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processo de andlise manual dos arquivos, uma vez que 99,9% dos arquivos

relevantes tendem a conter nomes de pessoa ou organizagao.

1.6 - ORGANIZACAO DO TRABALHO

O segundo capitulo desta dissertagdo apresenta os conceitos fundamentais da Mineracao de

Textos (MT), necessarios para o entendimento do funcionamento dos modelos de REM.

No capitulo trés ¢ apresentado o REM, que ¢ a tarefa de Extracdo da Informagdo (EI)

associada ao objetivo do presente trabalho.

O capitulo quatro detalha o HMM, modelo base utilizado para o desenvolvimento da

solucdo proposta.

O capitulo cinco descreve alguns trabalhos correlatos que contém propostas que foram

utilizadas na solugdo desenvolvida no presente trabalho.

O sexto capitulo apresenta o ICC-HMM (Identification-Classification Context HMM), que
¢ o0 modelo probabilistico proposto para resolver o problema do REM aplicado ao cenério

forense.

O capitulo sete descreve os experimentos realizados e apresenta e discute os seus

resultados.

Por fim, o oitavo capitulo apresenta as conclusdes finais e direciona trabalhos futuros

dentro da linha de pesquisa abordada.



2 -MINERACAO DE TEXTOS

Dentro da area da linguistica computacional, a tarefa de processar a linguagem natural tem
0 objetivo de permitir a comunicagdo entre seres humanos e maquinas da forma mais
natural possivel, ou seja, sem alterar a forma como o homem se expressa. Quando esta
tarefa se aplica a textos redigidos por humanos, atua-se no campo da minerac¢ao de textos,
uma area que tem sido bastante explorada nas ultimas décadas através de métodos e
ferramentas especializados em extrair de textos ndo estruturados informagdes estruturadas

com utilidades especificas.

Conforme apresentado em (Feldman e Sanger, 2007), a Mineragao de Textos (MT), assim
como a Mineragdo de Dados (MD), busca identificar determinados padrdes que, quando
aplicados aos dados de entrada, permitem a obtenc¢do de informagdes uteis neles contidas.
A diferenga basica entre a MT e a MD ¢é que na primeira esses dados de entrada sdo
colecdes de textos ndo estruturados e na ultima sdo registros de bases de dados
estruturados. Enquanto que a MD analisa os relacionamentos e visdes a serem criados entre
os dados estruturados, a MT concentra-se no pré-processamento das cole¢des de textos, ou
seja, na transformac¢do do dado ndo estruturado em um dado estruturado intermediario, que
serd usado como entrada para a segunda etapa da mineracdo, composta por operagdes de

descoberta do conhecimento.

A MT se aplica também a textos semiestruturados, que se caracterizam por possuir
elementos consistentes de formatagdo que permitem a inferéncia de informagdes
especificas com pouco ou nenhum esfor¢o, como emails, paginas HTML e arquivos no

formato PDF.

O Reconhecimento de Entidades Mencionadas (REM), foco principal do presente trabalho,
¢ uma tarefa baseada na etiquetagdo de sequéncias textuais e pertence a subarea da MT

denominada Extragdo da Informagao (EI).



2.1 - ARQUITETURA
A arquitetura da MT pode ser dividida em quatro tarefas: (i) o pré-processamento, (ii) as

operagdes de mineragdo, (iii) as técnicas de refinamento e (iv) a camada de apresentacdo

(Feldman e Sanger, 2007). Essas tarefas sdo representadas na Figura 2.1.

Operagoes de MT
-+
Colscas de Refinamento
Tarefa de documentos
Pré-Processamento pré- @'
processados E

Documentos Apresentagdo
Textuais

Usuario

Figura 2.1 - Vis@o de alto nivel da arquitetura da MT (modificado (Feldman e Sanger,
2007))

O pré-processamento ¢ a preparagdo do texto original para as operagdes de descoberta do
conhecimento. Esta etapa envolve a formatagcdo dos dados originais para um padrio pré-
definido e a extragdo de informagdes associadas aos elementos do texto, com o objetivo de
disponibilizd-las como produto final ou como entrada para as tarefas seguintes da MT. E
na etapa do pré-processamento que ¢ realizada a tarefa de REM, que produz como saida as
informagdes sobre as categorias de entidade (pessoa, organizacdo) associadas as palavras

do texto.

Conforme mostrado na Figura 2.1, as operacdes de MT recebem como entrada as
informagdes produzidas no pré-processamento textual e sdo consideradas a esséncia da
MT, pois nelas sdo realizadas as tarefas de mineracdo propriamente ditas. As principais
operagdes sdo (i) a analise dos padrdes observados nos documentos da colecdo, (ii) a
analise de tendéncias e (iii) a descoberta do conhecimento. Como exemplo, se uma equipe
de andlise periddica de uma cole¢do de jornais e revistas européias detectar constante
reducdo na quantidade de documentos que fazem referéncia as palavras “Bahia” e
“turismo”, isso pode indicar que a imagem que o europeu possui do turismo na Bahia esta
piorando. Neste cendrio simplificado, ocorreram as trés operagdes retrocitadas: a analise
dos padrodes dos documentos permitiu a extragdo dos nomes “Bahia” e “turismo” e dos
numeros a eles associados (quantidade de documentos que os citam); ocorreu a analise das
tendéncias, através da associag@o feita entre a quantidade de ocorréncias de palavras e a

imagem que o turista tem da Bahia; ¢ a descoberta do conhecimento, que ¢ a conclusdo
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geral da andlise, que neste caso inferiu que algo estd interferindo negativamente na boa

imagem que o turista europeu possui da Bahia.

As técnicas de refinamento sio uma espécie de filtro para eliminacdo de informagdes
redundantes ou agrupamento de informagdes semelhantes, com o objetivo de melhorar o

desempenho de um sistema de MT.

Por fim, a ultima tarefa da arquitetura da MT estd associada a camada de apresentacio,
diretamente relacionada a interacdo que deve existir entre o ser humano interessado na
informag@o e a maquina que a possui. Esta camada se preocupa essencialmente em facilitar
o entendimento dos padrdes, conceitos e resultados, a parametrizacdo de um sistema e a

insercdo de consultas personalizadas.

Conforme mencionado previamente, é no pré-processamento que ocorre a tarefa de REM.
O principal objetivo do pré-processamento de um texto € prepara-lo para ser submetido as
operacgdes de mineragdo. Diversas tarefas existem com esse objetivo e, segundo (Feldman e
Sanger, 2007), essas tarefas podem ser agrupadas em trés classes distintas, denominadas:
processamento preparatorio, tarefas de PLN? de propésito geral e tarefas dependentes do

problema, conforme representado na Figura 2.2.

Tarefas de
Pré-processamento

T

Dependentes
Processamento

= 4l do Praoblema
Preparatoiic PLN - propdsito geral
/ , o Extragao da
E“quamo////‘\ CﬂﬁBQOV‘IZBQEO E
grupamlenio morfossintatica Andlise Completa Analise Simples informacéo
perceptivo Stemming
Tokenizag8o Constituéncia Dependéncia Edracanoease de Exlrgf,:éo i Emcgudy Correferéncia
name (noum phrase) entidades relago

Figura 2.2 - Taxonomia das tarefas de pré-processamento textual (modificado (Feldman e
Sanger, 2007))

As tarefas de processamento preparatorio, representadas no canto esquerdo da Figura

2.2, também conhecidas como padronizagdo do documento (Weiss et al., 2005), convertem

2 PLN - Processamento de Linguagem Natural.



o documento-alvo do processamento para um formato inteligivel para as demais tarefas.
Em geral, conversdes de arquivos pdf, html, doc, rtf, dentre outros sdo realizadas para
arquivos em texto puro, geralmente no formato xml, devido a sua grande aceitag¢do
mundial, ou #xt. Essas tarefas podem também identificar e etiquetar determinadas zonas do
texto, como paragrafos ou colunas, e extrair metadados dos documentos, como a data da
sua criagdo ou o nome do seu autor. Além de documentos, pode ser necessaria também a
preparagdo de outras fontes de informacdo, como a fala, a escrita manual ou imagens de

texto digitalizado.

A segunda classe ¢ composta pelas tarefas de PLN de propésito geral e tem o objetivo de
realizar processamentos de conhecimentos ndo especificos que, em varios casos, sdo pre-
requisitos para as tarefas que resolvem problemas especificos. Dentre as tarefas que
compdem esta classe, destacam-se a segmentagdo em sentencgas, a tokenizagdo ou
zoneamento, a redugdo ao radical® (do inglés lemmatization), a redugdo ao morfema® (do
inglés stemming) e a andlise e etiquetacdo morfossintatica (do inglés POS-tagging) das

palavras.
O presente trabalho faz uso da segmentagdo em sentencas, da tokenizagdo e do stemming.

A segmentaciio em sentencas ¢ a tarefa de identificar os caracteres que marcam as divisas

(T34 66",
.y .

entre as frases. Os caracteres mais comuns s3o as pontuagdes , “7” e suas
combinagdes, entretanto em textos menos formais ocorre a separacdo de sentengas sem a
utilizacdo de pontuagdo (somente com um caractere de controle de avanco de linha, ou /ine
feed) ou, em menor quantidade, com a utilizagdo de outros caracteres de pontuagdo ou
especiais. Em (Feldman e Sanger, 2007), os autores afirmam que o maior desafio da tarefa
¢ interpretar o caractere “.” (ponto) que, além de representar a separacio de duas sentencas,
pode representar também a abreviagdo de uma palavra (por exemplo, Dr., Sr., Ilmo., etc.),
a divisdo de uma expressdo alfanumérica ou de uma data, reticéncias, etc. A segmentagao
de sentencas ¢ pré-requisito fundamental para tarefas como a etiquetagdo morfossintatica e
o REM, que dependem da interpretagdo da construgdo frasal (Weiss et al., 2005). Para

ilustrar esta afirmacdo, supde-se que um sistema de REM identifique o token “Carlos”

3 Elemento estrutural basico da palavra; ex. “puseram” e “posto” (verbo pér) possuem o mesmo radical.

nor uni I i ue identifi vra; ex. ‘“puser uses verbo po ossuem o
* Menor unidade gramatical que identifica a palavra; ex. “puseram” e “puseste” (verbo por
mesmo morfema “pus”, porém “puseram” e “posto” ndo possuem o mesmo morfema.



como sendo uma Entidade Mencionada (EM) na sequéncia textual “Agora vamos falar dos
profissionais da empresa. O Carlos é um cara legal.”. Ao tentar identificar o tipo de EM
deste token (pessoa, organizacdo, local, etc.) ndo interessa a um sistema de REM analisar
o token “empresa” que precede o termo “O”, mesmo que esse sistema seja 3-grama, ou
seja, examine os 2 fokens que precedem o token corrente em analise (empresa = O =
Carlos). Caso isso seja feito, a inclusdo do token “empresa’ na andlise certamente resultara
no aumento da probabilidade do sistema identificar a classe “organiza¢@o” como associada
ao token “Carlos”, o que consequentemente provoca a redugdo probabilistica da
etiquetacdo correta que, neste caso, ¢ da classe “pessoa”. Assim, como ndo ha sequéncia
textual padronizada entre sentencas, bem como ndo € possivel precisar o grau de
proximidade entre as EM de sentengas adjacentes, sistemas de REM, em geral, tratam as

sentencas de forma isolada.

A tokenizacdo ¢ pré-requisito para a maioria das tarefas de PLN mais sofisticadas e
consiste em dividir as sequéncias textuais em unidades bdsicas de processamento,
denominadas tokens. Nesta tarefa, documentos sdo divididos em termos, palavras e, menos
frequentemente, sentencas, paragrafos e capitulos, a depender da tarefa que fara a
utilizacdo do conjunto de tokens. Alguns autores, como em (Feldman e Sanger, 2007),
consideram a tarefa de segmentacdo em sentencgas como subtarefa da tokeniza¢do. Segundo
os autores em (Weiss et al., 2005), a tokenizagdo ¢ uma tarefa dependente do idioma, a sua
customizacdo nesse sentido ¢ imprescindivel para que as determinadas caracteristicas
extraidas dos fokens os representem corretamente e assim se evite posterior trabalho de
correcdo desnecessario. Apesar de independer do problema, o desempenho da tarefa de
tokenizacdo ndo ¢ independente do dominio. Em geral, o conhecimento do dominio
contribui bastante para a melhora do desempenho das tarefas de propdsito geral,
principalmente devido a particularidades de dominios envolvendo pontuagdo, caracteres

especiais e tokens compostos de mais de uma palavra.

A redug@o ao morfema (stemming) ¢ também uma tarefa de propdsito geral que objetiva
normalizar palavras, ou seja, agrupar variagdes de um mesmo radical de modo a reforgar o
peso da sua representagdo no texto. Segundo (Weiss et al., 2005), essa reducdo pode
ocorrer de duas formas, a primeira é a chamada reducéo flexivel (inflectional stemming),
limitada as varia¢des gramaticais de género, numero e conjugacdo verbal da palavra com

base nos seus prefixos e sufixos, como em “jogaram” e “jogatina” que se reduzem ao
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radical “jogo” ou simplesmente “jog”, e a segunda ¢ a chamada reducéo a raiz, do inglés
lemmatization, que busca normaliza¢des mais agressivas do que as realizadas na redugao
flexivel e independe do prefixo e sufixo das palavras. A palavra “Estrutura” ¢ um exemplo
de raiz associada as palavras “desestruturacdo” e “semiestruturado”. A indicacdo quanto
ao uso ou ndo desta tarefa depende da aplica¢do de mineracdo em questdo. Em geral, dada
a dificuldade de previsdo de resultados, ¢ indicado o teste da aplicagdo com e sem a sua
utilizacdo como forma de suporte a essa decisdo. Ha ainda outra variagdo do
stemming/lemmatization, que ¢ baseada na redu¢do dos tokens a um sind6nimo e também

tem o objetivo de normalizar palavras e assim reforgar o seu peso nas analises textuais.

Por fim, a classe das tarefas dependentes do problema, representada na extremidade
direita da Figura 2.2, se utiliza de tarefas realizadas nas duas classes previamente
apresentadas para resolver problemas especificos de categorizacdo e de extracdo da
informagdo, como o REM, a detec¢do de relacdes e correferéncias e a categorizagdo de

textos.

A préxima secdo apresenta em detalhes as principais caracteristicas da drea de EL

2.2 - EXTRACAO DA INFORMACAO

Extragdo da informacdo (EI) é o nome dado ao campo associado diretamente as pesquisas
da descoberta do conhecimento que atua na etapa de pré-processamento da MT, mais
especificamente como representante de tarefas dependentes do problema, apresentadas
previamente na Figura 2.2, dedicadas a extrair informagdes especificas de textos ndo
estruturados, como os nomes das entidades neles contidos, as possiveis relagdes existentes
entre esses nomes € a categorizacio na qual determinado texto se enquadra. A utilizagdo de
tarefas associadas a EI € condicionada ao tipo de informacdo que se deseja extrair.
Segundo os autores de (Weiss et al., 2005), as principais tarefas associadas a EI sdo:
tokenizacdo e segmentacdo de sentencas, andlise e etiquetagdo morfossintatica,
interpretagdo semantica, interpretacdo do discurso, preenchimento de femplates e o proprio
REM. Os autores informam também ser comum haver interdependéncia entre essas tarefas,
conforme apresentado na Figura 2.3, onde se pode observar, por exemplo, que sistemas de
REM, assim como de respostas a perguntas, podem depender das tarefas de etiquetagdo

morfossintatica, de andlise sintdtica e de etiquetacdo semantica.
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Figura 2.3 - Relagdes de interdependéncia entre as tarefas do PLN (Weiss et al., 2005)

Na otica da autora em (Sarawagi, 2008), a EI objetiva transformar a informagdo ndo
estruturada em estruturada e, apesar de ser um topico que surgiu recentemente, associado a
tarefa de REM em eventos de avaliagdo conjunta como o MUC (Grishman e Sundheim,
1996) e o ACE (ACE Group, 2000), em pouco tempo passou a compor diversas areas
académicas, como a inteligéncia artificial, o aprendizado de maquina, a recuperagdo da

informacgdo, banco de dados, a web e a andlise de documentos.

Em (Feldman e Sanger, 2007), os autores afirmaram que as técnicas de EI sdo
indispensdveis durante as operacdes de pré-processamento textual e ressaltam haver
diferengas entre a EI e a RI (recuperacdo da informagdo), pois enquanto que a RI retorna
documentos com base em determinada busca, o que exige posterior interagdo humana para
leitura e interpretacdo dos documentos resultantes, a EI retorna informacgdes relevantes em
formato estruturado, prontas para serem apresentadas ao usudrio ou utilizadas como

entrada para outras tarefas de minerag@o.

Ainda segundo Feldman e Sanger, a EI pode ser vista como uma forma limitada da
compreensdo completa do texto, por anotar as entidades e seus inter-relacionamentos (fatos
ou eventos) e poder, com isso, inferir importantes conceitos semanticos. Eles afirmam que
existem quatro tipos basicos de elementos que podem ser extraidos dos textos ndo
estruturados: as entidades, os atributos, os fatos e os eventos. As entidades sdo
consideradas os elementos bdsicos, representam os nomes mencionados nos textos e

podem ser classificadas como pessoa, organizagdo, local, gene, etc. Os atributos sio
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caracteristicas relacionadas as entidades, como a idade, o sexo e a cor da pele de uma
pessoa. Os fatos sdo as relagdes estdveis existentes entre as entidades, como a empresa
onde uma pessoa trabalha; e os eventos sdo atividades ou a¢des associadas as entidades em
um determinado momento, como a participacdo de uma pessoa em uma competicdo de

nata¢do ou em um assalto a banco.

Em ultima andlise, o objetivo principal dos sistemas de EI ¢ a predi¢do, ou seja, dado um
conjunto de treinamento, ou um conjunto de regras especificas, € um conjunto de teste, o
objetivo é propor uma projecdo de sequéncia textual para o conjunto de teste com base nos
conhecimentos adquiridos com o conjunto de treinamento ou com as regras disponiveis, de
forma a identificar e classificar automaticamente as informagdes especificas contidas nesse
conjunto. Desse modo, transforma-se o texto ndo estruturado em uma informagao
estruturada que pode ser representada na forma de planilha, conforme ilustra o exemplo da
Figura 2.4, que apresenta o resultado de uma tarefa de EI que extraiu trés informagdes de
um texto ndo estruturado, identificou as relacdes existentes entre elas e as representou em

formato tabular estruturado.

Texto ndo estruturado

[-..] e foi comprovado Planilha - Informac#o estruturada
entdo que o 5r. Jodo, filho

de D. Maria e do Sr.
Paulo, recebe um salario
de RS 5.000,00. [...]

Nome |Telefone |[Enderego |Filiagio Profissio |Salirio

Jodo |... Maria e Paulo |... R$ 5.000,00

Figura 2.4 - Representagao de um texto ndo estruturado em forma de planilha

2.3 - FEATURE

5 oa s ~ . . .
As features” sdo informagdes sobre as caracteristicas dos elementos textuais e sdo usadas

na MT como forma de enriquecer o valor informativo que se tem sobre um texto.

> No presente trabalho serd usado o termo na lingua inglesa, a fim de evitar ambiguidades com a tradugdo do
termo para a lingua portuguesa.
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Segundo os autores em (Feldman e Sanger, 2007), as features podem ser divididas de
acordo com quatro niveis principais: caracteres, palavras, termos e conceitos. Para
exemplificar, na frase “Ganso (Paulo Henrique) sera o melhor jogador da copa de 2014,
os paréntesis podem ser features em nivel de caractere usadas para indicar quebra da
sequéncia textual; o numeral “20/4” pode inferir que a palavra indica um ano; o termo
“copa de 2014” pode facilitar a interpretagdo de se tratar de um evento e, apesar da
sentenca ndo conter a palavra “futebol”, rotinas especificas de pré-processamento sio
capazes de enquadra-la no conceito futebolistico. Os autores de (Feldman e Sanger, 2007)
denominam “selecdo de features” a etapa de pré-processamento de texto que remove
palavras irrelevantes e, por outro lado, evidencia as relevantes. Outra forma de interpretar
as features ¢ como a representacdo de um texto ndo estruturado como um conjunto
estruturado e bem definido de palavras e suas caracteristicas, em forma de planilha (Weiss

et al., 2005).

Segundo (Sarawagi, 2008), as features associadas aos fokens sdo obtidas através das
seguintes formas:

e A propria string que forma a palavra;

e Significado ortografico do token, como o fato da palavra iniciar com letra
maiuscula, ser composta somente por letras maiusculas, ser um numeral, conter
caracteres especiais, ser uma pontuacao, etc.;

e C(lassificagdo gramatical da palavra, como verbo, substantivo ou complemento, por
exemplo;

e Identificagcdo dos diciondrios ou listas (gazetteers) as quais a palavra pertence, bem
como a posi¢cdo da palavra quando se tratar de entidade composta; exemplos de
diciondrios e listas sdo locais geograficos, nomes de pessoas, empresas, proteinas,
enzimas, etc.;

e Anotagdes realizadas em etapas anteriores de processamento do mesmo token;

e Lista de tokens vizinhos, com o objetivo de contextualizar o foken.
No presente trabalho, um dos desafios ¢ a adequagdo das features ao contexto forense,

principalmente pelo fato de ndo ser possivel prever padronizagdo em textos extraidos de

midias computacionais apreendidas.
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2.4 - DOMINIO

O dominio ao qual a cole¢do de textos pertence ¢ outro fator relevante para as tarefas da
MT. Um conhecimento prévio do dominio, também citado na literatura como
conhecimento de base (do inglés background knowledge) (Feldman e Sanger, 2007),
permite que haja um melhor direcionamento de features e regras de pré-processamento de
modo a facilitar a interpretacdo dos conceitos presentes em uma cole¢do. Um dominio
pode englobar grandes areas (como a biomedicina ou noticias de jornais) ou areas mais
restritas (como genes e proteinas ou noticias financeiras). A vantagem dos sistemas de MT
de dominio especifico em relagdo aqueles independentes do dominio € a possibilidade da
utilizagdo de fontes de conhecimento externo para enriquecer o modelo de mineragdo
(Feldman e Sanger, 2007), uma vez que as caracteristicas linguisticas dos textos ndo
estruturados, em geral, possuem relagdo com o dominio. O pré-processamento de textos da
area biomédica, por exemplo, pode predefinir regras e features especificas para a
identificacdo de nomes de genes, enzimas e proteinas, além de facilitar a andlise de
tendéncias de mutagdes com auxilio de conhecimento externo associado ao dominio em

questdo.

Os tipos de texto que a presente pesquisa objetiva etiquetar ndo s@o associados a um
dominio especifico. Dentro de uma midia apreendida pode conter qualquer tipo de texto
ndo estruturado, desde um contrato formal de licitagdo publica contendo diversos termos
juridicos até uma conversa instantanea por aplicativo de bate-papo contendo, por exemplo,
simbolos como “vc”, “kd” e “to”, que representam, respectivamente, as palavras vocé, cadé
e estou do idioma portugués. A tarefa de REM independente de dominio ¢ ainda pouco
explorada na comunidade académica e, segundo os autores em (Louis e Engelbrecht,
2011), isso tem forte relagdo com a limitagdo das colegdes textuais disponiveis

publicamente quanto ao dominio e idioma dos seus textos.

O presente trabalho aborda o Reconhecimento de Entidades Mencionadas (REM), que,
conforme ja mencionado, pertence a subarea Extracdo da Informagao (EI) da MT. O REM
¢ uma tarefa baseada na etiquetagdo de sequéncias textuais que ocorre especificamente na

etapa de pré-processamento da MT.
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3 -RECONHECIMENTO DE ENTIDADES MENCIONADAS

3.1 - DEFINICAO

Dentre as tarefas pertencentes a area de EI, destaca-se o Reconhecimento de Entidades
Mencionadas (REM). O REM objetiva identificar e classificar os nomes das entidades
contidas em um texto ndo estruturado. As principais entidades encontradas nos textos sao:
pessoa, organizacdo, local, tempo e outros nomes aplicados a dominios especificos, como
proteina e enzima no dominio biomédico. Além dessas, ¢ comum também a existéncia de
trabalhos de REM focados em expressdes temporais € numeéricas, como percentagem e
valor monetério. A Figura 3.1 exemplifica a tarefa de REM através da etiquetacdo de um
texto que contém nomes das entidades pessoa (PES), organizacdo (ORG), local (LOC),
tempo (7PO) e valor monetario (VAL).

As <ORG>Organiza¢des Pedras Preciosas LTDA</ORG> foram vendidas para o
<PES>Sr. Fulano dos Santos Jr.</PES> por <VAL>R$200.000,00</VAL>, o que levou

a mudanca da sua sede de <LOC>Sido Paulo</LOC> para o <LOC>Rio de

Janeiro</LOC> em <TPO>2011</TPO>.

Figura 3.1 - Exemplo da tarefa de REM aplicada a um texto

Na Figura 3.1 ¢ possivel identificar algumas dificuldades que sdo inerentes a tarefa de
reconhecer entidades em sequéncias textuais, tais como a identificacdo, por exemplo, das
palavras “Pedras” e “Preciosas” que compdem a entidade organizacdo e ndo sio
substantivos; a palavra “Santos” se refere a entidade pessoa e ndo a um time de futebol ou

substantivo, e “Paulo”, que deve ser interpretado como cidade e ndo pessoa.

Os primeiros estudos associados a extragdo de nomes proprios em textos foram
apresentados em (Rau, 1991), entretanto o termo Entidade Mencionada (EM)6, tornou-se
conhecido durante o sexto Message Understanding Conference (MUC-6) (Grishman e
Sundheim, 1996), que influenciou bastante as pesquisas de EI na década de 90. A partir

deste evento, a atividade de reconhecer nos textos nomes de pessoas, organizagdes, locais,

% Tradugo livre do termo em inglés named entity.
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expressdes numeéricas como tempo, quantia monetaria e percentagens foi denominada de

Reconhecimento de Entidades Mencionadas (REM)'.

O REM pode ser caracterizado como um problema de classificag@o, cujo objetivo ¢ atribuir
para cada valor de entrada uma classe, identificada por um nome de EM (Grishman e
Sundheim, 1996). Na forma classica de REM, os valores de entrada sido representados
pelas palavras ou termos de um texto, denominados fokens, e a EM representa a classe ou
rotulo associado ao token. Por exemplo, no texto da Figura 3.1 a sequéncia de tokens “Sdo
Paulo” estd associada a classe LOC. Outra forma de entendimento ¢ tratar o REM como
um problema de predi¢do de sequéncia de estados (Weiss et al., 2005). Neste caso, dada
uma sequéncia X de n tokens de entrada, o objetivo € inferir a sequéncia Y de n estados de
saida correspondente, onde y; € classe de x;, 0 < i < n. A Figura 3.2 representa as
sequéncias X e Y associadas ao texto da Figura 3.1, sendo que os elementos da sequéncia Y
sdo representados pelas iniciais B, I e O, referentes a identificagdo de tokens situados na
primeira posi¢do de uma EM (Begin), situados em qualquer outra posi¢do de uma EM
(Inside) e nao pertencentes a uma EM (Qutside). As identificacdes B e [ sdo acompanhadas

da classifica¢do da EM (PES, ORG, LOC, TPO ou VAL).

X={ | As ;Organizacdes ;Pedras ;Preciosas ;LTDA ;foram @ ;vendidas ;para | ;o ;Sr.
;Fulano | ;dos ;Santos | ;Jr. ;[...] | sJaneiro  ;em ;2011 o}

Y={ O ;B-ORG ;I-ORG  ;I-ORG ; I-ORG ;O ;0 ;0 ;O ;B-PES
;I-PES  ;I-PES ;I-PES | ;I-PES ;[..] ;I-LOC ;O |:B-TPO ;O }

Figura 3.2 - Sequéncias X e Y representando a tarefa de REM associada ao exemplo

da Figura 3.1

Analisando a Figura 3.2, observa-se, por exemplo, que X contém o valor “Organizacdes”,
que esta associado ao valor B-ORG de Y, indicando que o ftoken “Organizagcoes* se

encontra na primeira posi¢ao (B) de uma EM no texto do tipo ORG.

3.2 - MODELOS DETERMINISTICOS E PROBABILISTICOS

As caracteristicas predominantes da maioria dos sistemas € modelos de REM ja propostos

possibilitam a divisdo em duas categorias: a deterministica, baseada em regras manuais, ¢ a

" Tradugdo livre do termo em inglés Named Entity Recognition (NER).
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probabilistica, através do aprendizado de maquina. Em geral, ambas requerem alto grau de
conhecimento linguistico, seja para desenhar as regras manuais ou para modelar os

algoritmos de aprendizado (Sarawagi, 2008).

Os modelos deterministicos baseados em regras manuais formam a base dos primeiros
sistemas de REM (Rau, 1991). A sua concepg¢do, em geral, é baseada na utilizacdo de
expressoes regulares criadas manualmente que representam regras linguisticas associadas
as palavras, como caracteristicas gramaticais, ortograficas ou de vocabuldrio. A
etiquetacdo ¢ realizada de forma direta a cada associagdo existente entre palavras e regras.
Na sequéncia textual “/...] disse que o senhor Julio fraudou o documento [...]”, por
exemplo, um modelo que contenha a regra “se a palavra é precedida pelo pronome
‘senhor(a)’ e é iniciada com letra maiuscula, entdo é uma EM do tipo ‘pessoa” etiquetaria
0 token “Julio” com a EM “pessoa”. Esses modelos possuem a vantagem de ndo necessitar
de colecdes de dados etiquetados para treinamento, pois ndo ha qualquer aprendizado de
maquina, entretanto requerem maior esfor¢o de desenvolvimento e manutengdo das regras,

pela sua forte dependéncia das propriedades linguisticas associadas ao idioma dos textos.

Segundo (Sarawagi, 2008), um sistema baseado em regras classico ¢ composto por duas
partes: um conjunto de regras e um conjunto de politicas para resolver os conflitos entre as
regras. O conjunto de regras pode ser definido manualmente ou através de textos de
exemplos etiquetados. Em geral, cada regra possui a forma “padrdo — ag¢@o”, ou seja, na
medida em que determinado texto € processado por um algoritmo de EI baseado em regras,
0s tokens e suas features sdo comparados aos padrdes que compdem o conjunto de regras
e, caso o resultado dessa comparacgdo seja positivo, a agdo da regra ¢ executada. Em geral,
o formato de representagdo das regras ¢ baseado em linguagens formadas por expressdes
regulares. A Figura 3.3 utiliza o mesmo exemplo citado no paragrafo anterior para ilustrar

o processo de EI baseado em regras manuais.
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Texto analisado: ““/...] disse que o senhor Julio fraudou o documento [...]”

Formato das regras: padrdo — agdo

Funcionamento do sistema: a cada palavra, da esquerda para a direita, sdo testados todos
os padroes de forma sequencial e, ao primeiro teste que retornar verdadeiro, aplica-se a
agdo correspondente.

No texto do exemplo em tela, quando forem testados os padrdes com a palavra “Julio” e
chegar a vez do teste da expressdo regular

<Sr.|senhor precede X>
E — (X éEM do tipo PESSOA )
<Xinicia com letra maiuscula>

sera retornado verdadeiro, pois a palavra “Julio” ¢é precedida pela palavra “senhor” e é
iniciada com letra maitscula, e entdo serd aplicada a acdo correspondente a regra, ou seja,

o sistema predird que a palavra “Julio” ¢ uma EM do tipo pessoa.

Figura 3.3 - Exemplo de aplicagcdo de um sistema de EI baseado em regras manuais

Segundo os autores em (Zhou e Su, 2002), uma vantagem dos modelos baseados em regras
manuais em relagdo aos probabilisticos € o fato da expertise humana ser capaz de capturar
evidéncias (internas e externas) de problemas de REM de forma mais objetiva e eficiente
do que as colecdes de treinamento o fazem. Assim, justifica-se que alguns modelos
deterministicos podem superar alguns modelos probabilisticos, como ocorreu em
competi¢des realizadas no MUC-6 (Grishman e Sundheim, 1996) e no MUC-7 (Chinchor,
1998).

Os algoritmos probabilisticos baseiam-se no estudo quantitativo dos exemplos positivos e
negativos contidos em colecdes textuais de treinamento (etiquetadas) para modelar um
sistema estocastico que objetiva inferir a identificacio e classificagdo das EM contidas em
um texto-alvo (Feldman e Sanger, 2007). A precis@o desses modelos esta diretamente
relacionada a quantidade de palavras, a qualidade da etiquetacdo, ao idioma e ao dominio
das suas colecdes de treinamento, que sdao os conjuntos de textos cujas EM sdo
previamente etiquetadas e preferencialmente revisadas manualmente, usados para o

treinamento do modelo.

Segundo autores de (Chang et al., 2006), os modelos probabilisticos maximizam a
reusabilidade e minimizam o custo de manuten¢do. Entretanto, se por um lado essa

abordagem tende a reduzir muito o tempo gasto com o desenvolvimento e manutenc¢do do
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sistema quando comparada as técnicas deterministicas, por outro requer grande quantidade

de textos etiquetados para o treinamento.

Quanto ao aprendizado de madaquina, os modelos probabilisticos podem ser
supervisionados, quando dependem de grandes volumes de textos -etiquetados,
semissupervisionados, quando pouca informacgdo etiquetada ¢ suficiente para iniciar o
modelo, ou nao supervisionados, quanto independem de qualquer etiquetacdo prévia
(Nadeau e Sekine, 2007). Com o intuito de maximizar os niveis de precisdo para que sejam
proximos aos niveis dos modelos supervisionados, os demais modelos
(semissupervisionado e ndo supervisionado) se utilizam de métodos complementares que
objetivam o reconhecimento de padrdes, tais como: a explora¢do do contexto associado as
entidades etiquetadas (Riloff e Jones, 1999), a generalizagdo de palavras através de classes
semanticas pré-estabelecidas (Pasca et al., 2006), a identificagdo de padrdes de repeti¢cdo
de EM em certos dominios textuais (Shinyama e Sekine, 2004) e a similaridade de
contexto entre grupos usando técnicas de agrupamento (do inglés clustering) em textos nao

etiquetados (Miller et al., 2004).

3.3 — PRINCIPAIS MODELOS PROBABILISTICOS

Os principais modelos probabilisticos utilizados para a tarefa de REM existentes sdo o
Hidden Markov Model (HMM), o Maximum Entropy Markov Model (MEMM), o
Conditional Random Fields (CRF) e o Support Vector Machine (SVM).

O HMM (Rabiner, 1990) ¢ o modelo-base utilizado no presente trabalho, caracteriza-se por
ser um modelo generativo que usa o teorema de Bayes (Russell e Norvig, 2010) para
descrever a probabilidade de jun¢do entre a entrada X e a saida Y através da geragdo
probabilistica de ¥ como fun¢do de X, da forma P(Y|X) = P(Y) - P(X]Y). No caso da tarefa
de REM, X representa a sequéncia observavel (tokens e features) e Y ¢ a identificagdo (EM
ou ndo-EM) e classificagdo (PES, ORG, LOC, VAL, TPO, etc.) de X. Um exemplo das

sequéncias X e Y pode ser visto na Figura 3.4.

X=( O ;lodo ;desviou ;R$50.000,00 | ;do ;Senado ;em ;2007 )

Y=( N ;PES ;N ; VAL ;N ;ORG ;N ;TPO )

Figura 3.4 - Sequéncias X e Y representando a tarefa de REM
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O MEMM (McCallum et al., 2000) e o CRF (Lafferty et al., 2001) s@3o modelos
discriminativos, nos quais P(Y|X) ¢ modelado de forma direta (para cada elemento da
sequéncia X, dispde-se da distribuicdo probabilistica de Y) e a probabilidade de transi¢ao
entre dois estados consecutivos atinge o maximo global, pois ¢ dependente de toda a
sequéncia X, e ndo somente da vizinhanca. O fato de ndo ser necessaria a modelagem de

P(X) implica na possibilidade de inclusdo de um grande numero de features no modelo.

Por fim, o SVM (Vapnik, 1998) ¢ um caso especial de rede neural, cujo classificador ¢
baseado em propriedades geométricas para computar o hiperplano que melhor separa
exemplos de treinamento e teste, representados no hiperespaco através de vetores binarios.
Essa caracteristica possibilita, assim como ocorre no MEMM e CRF, a inclusdo de um

numero muito grande de features no modelo.

Segundo os autores em (Ng e Jordan, 2002), o desempenho dos modelos generativos e
discriminativos estd associado ao tamanho dos corpora de treinamento, de modo que
pequenos corpora favorecem os modelos generativos e, a medida que o seu tamanho vai
crescendo, a tendéncia € que os discriminativos se sobressaiam melhor. Os autores em
(Yakhenko et al., 2007) propuseram a criagdo de um modelo probabilistico hibrido
(HMM+CRF) em virtude de uma limitacdo do CRF também associada a necessidade de
grande volume de treinamento para alcancar boa acuracia®. Ainda, estudos realizados pelos
autores de (Milidiu et al., 2007) concluiram que o HMM ¢ capaz de alcangar acuricia
superior a0 SVM na tarefa de REM em situag¢des de desconhecimento prévio do dominio e

de detalhes linguisticos do texto a ser etiquetado.

Assim, devido as caracteristicas de pouco conhecimento do dominio dos textos contidos
em computadores apreendidos e da caréncia de textos etiquetados para o REM na lingua

portuguesa, o presente trabalho abordou a utilizagdo de um algoritmo baseado no HMM.

8 ;. N . .~ ~ ey . .
O termo acuracia se refere as medidas de precisdo e revocacdo, utilizadas para avaliar sistemas de REM.
Essas medidas sdo apresentadas no Capitulo 7.
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3.4 - ESPECIFICIDADES

Esta secdo aborda alguns assuntos que exercem influéncia direta no desempenho de um
sistema de REM, sdo eles: features, conhecimento externo, dominio, idioma, ambiguidade,

correferéncia e ndo cobertura.

3.4.1 — Features

Conforme apresentado no capitulo 2, features sdo informagdes sobre as caracteristicas dos
elementos textuais e sdo usadas como forma de enriquecer o valor informativo que se tem
sobre um texto. Diversos trabalhos mostram que a escolha das features afeta de forma
direta o desempenho dos modelos de REM e que ndo ha um padrio pré-determinado para a
escolha das features utilizadas, pois a sua adequacdo ao modelo depende do dominio, do

idioma e dos tipos de EM que se deseja extrair dos textos.

No ano de 1996, o autor em (McDonald, 1996) descreveu a importancia das features ao
afirmar que a solu¢do para os problemas de ambiguidade, robustez e portabilidade
relacionados a tarefa de identificar e categorizar nomes préprios estava associada ao que
ele denominou “evidéncias internas e externas”. Estas evidéncias s3o, respectivamente, as
features extraidas do contexto textual das palavras proximas ao foken corrente e as features

obtidas de fontes externas ao texto que esta sendo etiquetado.

Estudos em (Zhang e Johnson, 2003) concluiram que, para sistemas de REM
independentes da lingua, € preferivel a utilizagdo de features simples baseadas em tokens a
utilizacdo de features linguisticas complexas, que envolvem outros elementos textuais
como sentencas, paragrafos e informagdes de contexto, pois estas ultimas apresentam
maior dificuldade de adaptacdo em linguas diferentes. O trabalho alerta ainda quanto ao
fato da utilizagdo de features mais simples, e consequentemente mais genéricas, ocasionar
maior dificuldade na obtencdo de precisdo em sistemas de REM independentes da lingua e
conclui que, em geral, os resultados obtidos com a utilizagdo de features simples sdo

considerados competitivos com os de features complexas.

Em trabalho apresentado no CoNLL’09 (Computational Linguistics & Psycholinguistics

Research Center, 2009), os autores em (Ratinov e Roth, 2009) alertaram para a importancia
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do conhecimento externo de informacgdes e da utilizacdo de features ndo locais para
melhorar medidas de precisdo e revoca¢do dos modelos de REM. A features ndo locais
consideram as multiplas ocorréncias de EM no texto avaliado, enquanto que o
conhecimento externo permite inferéncias de informagdes ndo contextualizadas no texto,
por exemplo, no caso de haver uma citacdo isolada do token “Garrincha”, sem qualquer
referéncia a times ou esportes, o conhecimento externo pode auxiliar na inferéncia desta

EM ser do tipo pessoa e, mais especificamente, jogador de futebol.

Ja os autores em (Mayfield et al., 2003) desenvolveram um método que, com base em 11
tipos de features aplicadas as colegdes do evento de avaliagdo CoNLL’03 (Sang e Meulder,
2003), criou um modelo SVM (Support Vector Machine) com centenas de milhares de
features. A ideia principal € incluir um grande nimero de features binarias (para cada
token, atribui-se a feature valor 1 quando existe ou 0 quando ndo existe) e deixar que o
modelo ignore aquelas irrelevantes, através da identificacdo da ndo aderéncia dessas
features aos tokens. Dessa forma, o processo de criacdo das features pode ser genérico a
ponto de dispensar o conhecimento da lingua a ser treinada e etiquetada, o que torna o
sistema independente do idioma. Este modelo apresentou resultados superiores ao do
HMM basico e do modelo utilizado como linha de base no CoNLL03, entretanto foi

superado por outros sistemas participantes do evento.

Em (Sang e Meulder, 2003), ao analisarem os sistemas participantes do CoNLL-2003, bem
como os resultados por eles obtidos, os autores concluiram que, na tarefa compartilhada de
REM independente do idioma, a escolha das features teve tanta importancia quanto a
escolha do modelo de aprendizado de maquina. Apesar de ndo existir uma regra pré-
determinada quanto a escolha das features para os sistemas de REM, observou-se que nos
sistemas participantes do CoNLL’03 algumas features costumavam ser mais escolhidas
que outras. A Tabela 3.1 mostra as seis features mais utilizadas nesses sistemas. Vale
ressaltar que a tarefa compartilhada avaliada neste caso ¢ referente ao REM independente

do idioma, com etiquetagao de textos nas linguas inglesa ¢ alema.
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Tabela 3.1 - As seis features mais utilizadas na tarefa de REM independente do idioma no
CoNLL’03 (total de sistemas participantes: 16)

Quantidade de sistemas

Feature Significado
que utilizaram a feature

Caracteristicas 1éxicas Presenca do token em diciondrios 15
Caracteristicas gramaticais Classificagdo gramatical do foken 14

N-gramas de caracteres (afixos) Primeiros ou ultimos N caracteres do token 13

Classe de EM inferida ao token Classe do foken que precede o token corrente 12

da posig¢éo anterior (PES, ORG, LOC, etc.)

Caracteristicas ortograficas Token iniciado em letra maiuscula, contendo 12

numero, contendo pontuagdo, etc.

Gazetteers Token presente em gazetteers 11

3.4.2 — Conhecimento externo

Nesta secdo sdo abordadas as formas de utilizacdo de trés fontes de conhecimento externo
como fator favordvel a melhora do desempenho em modelos de REM. As fontes sdo: os

gazetteers, a Wikipédia e as colegdes de textos ndo etiquetados.

Uma das técnicas utilizada para tratar problemas de cobertura e ambiguidade em tarefas de
REM ¢ a utilizagdo de gazetteers, que sdo listas externas contendo nomes de entidades e
sdo usadas para comparagdo com os tokens do texto. Listas estaticas, obtidas na web ou em
bases de dados especificas, sdo comumente usadas como gazetteers pelo método da
simples correspondéncia com fokens, que ¢ a identificagdo quanto a presenca ou auséncia

do token na lista.

Além do método da simples correspondéncia com tokens, tem se tornado frequente o uso
de gazetteers como features em modelos de REM baseados em aprendizado de maquina.
Autores em (Cohen e Sarawagi, 2004), (Florian et al., 2003), (Toral e Mufioz, 2006) e
(Kazama e Torisawa, 2007) obtiveram melhores resultados com essa abordagem, que alia a

flexibilidade dos modelos estatisticos a precisdo dos gazetteers.

24



Ha também pesquisas associadas a utilizacdo da Wikipédia como fonte de informagdes
para a construcdo de gazetteers. Os trabalhos de (Toral e Mufoz, 2006) e (Kazama e
Torisawa, 2007), mencionados no paragrafo anterior, reportam resultados com melhor
revocagdo através da utilizacdo da Wikipédia. J& os autores em (Ratinov e Roth, 2009)
desenvolveram um modelo que utilizou 16 gazetteers baseados na Wikipédia e outros 14
baseados em listas de nomes comuns, e atribuiu pesos para esses gazetteers tornando-os
features do sistema. Os experimentos concluiram que a incorporagdo de gazetteers como

features nos modelos tendem a melhorar a acuracia na tarefa de REM.

O sistema deterministico Rembrandt (Cardoso, 2008), que obteve o melhor desempenho na
tarefa de REM para os tipos pessoa e organiza¢do na avaliagdo conjunta do segundo
HAREM (Mota e Santos, 2008), ¢ baseado em regras manuais ¢ na Wikipédia. Segundo o
seu autor, a Wikipédia possui algumas propriedades que favorecem a sua utilizagdo em
gazetteers. Dentre estas propriedades, destacam-se o fato de ser uma enciclopédia digital
aberta e colaborativa, de possuir atualiza¢do frequente de EM e de conter paginas de
redirecionamento, o que gera um mapeamento 1 — # entre determinado token e as suas
possiveis variacdes. Por exemplo, o foken “Sena” pode ser redirecionado para a pagina da
Wikipédia “Ayrton Senna”, entidade do tipo pessoa (ex-corredor automobilistico
brasileiro), ou para a pagina “Rio Sena”, entidade do tipo local (rio que banha Paris), a

depender do contexto associado ao token.

Entretanto, vale ressaltar que, como o trabalho proposto objetiva o reconhecimento de
nomes de pessoas e organizacdes contidos em midias forenses, a utilizagdo da Wikipédia
ndo ¢ indicada, pois a maior parte dos nomes considerados relevantes para o trabalho nao
sdo referentes a pessoas ou organiza¢des amplamente conhecidas, assim ndo possuem

entrada publicada na Wikipédia.

Por fim, os autores em (Miller et al., 2004) apresentaram melhor desempenho de sistemas
de REM através da utilizacdo de técnicas semissupervisionadas de agrupamento
(clustering) aplicadas a textos externos ndo anotados. A técnica utilizada é baseada em
modelos de classes de palavras e se resume a criagdo de grupos (clusters) de tokens
representados por uma arvore binaria hierarquica, sendo que os fokens se situam nas folhas
e cada nivel de profundidade da arvore agrupa um nivel de abstrag¢do de tokens. O quarto

nivel de profundidade da arvore, por exemplo, indica um agrupamento similar ao por
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classe gramatical, e o fato desses agrupamentos enriquecerem o contexto dos fokens e das

features implica de forma direta em uma melhor precisdo do modelo de REM.

3.4.3 — Dominio e Idioma

Os principais fatores que impactam no desempenho de um sistema de REM estdo
associados ao dominio, ao idioma textual e a problemas intrinsecos da escrita, como a
ambiguidade, a ndo cobertura e a correferéncia. A ambiguidade esta relacionada ao fato de
um mesmo token poder ser associado a mais de uma classe de EM, a ndo cobertura
representa a auséncia do foken analisado no conjunto de regras ou no corpus de
treinamento do modelo de REM e a correferéncia se refere a identificagdo de tokens que
ndo sdo EM, mas fazem referéncias a outros fokens classificados como EM, como €
frequente ocorrer com os pronomes pessoais (ele, nos, etc.) e relativos (dele, nosso, aquele,

etc.), por exemplo.

3.4.3.1 — Dominio

A criagdo de sistemas de REM independentes de dominio ¢ um dos desafios enfrentados
por especialistas da area. Segundo os autores em (Weiss et al., 2005), quanto mais
especifico for o dominio da cole¢do de documentos, maior serd a acurdcia de um sistema
de extracdo da informacdo, uma vez que o ambiente se torna mais controlado e tanto os
algoritmos deterministicos quanto os probabilisticos conseguem prevenir mais facilmente a

ocorréncia de problemas como a ndo cobertura e a ambiguidade.

Segundo os autores em (Louis e Engelbrecht, 2011), as colecdes textuais publicas,
etiquetadas ou ndo, sdo limitadas ao dominio e ao idioma dos seus textos, e isso contribui
para o estado incipiente no qual os trabalhos na area de EI independente do dominio se
encontram. No cendrio pratico, as ferramentas de processamento de sequéncias textuais em
geral requerem interagdo de usuario quando ha necessidade de mudangas associadas ao
dominio. Alguns trabalhos estdo sendo desenvolvidos na area de adaptacdo de dominio,
como em (Chiticariu et al., 2010) e (Guo et al., 2009), cujo objetivo é, dado um modelo de
REM treinado para etiquetar textos-alvo pertencentes a determinado dominio, adapta-lo

para a etiquetacdo em outro dominio. Estas propostas sdo, portanto, aplicaveis a textos
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pertencentes a dominios especificos, por isso ndo resolvem o problema da etiquetacdo

independente do dominio.

Autores em (Edward et al., 2008) propuseram um sistema de REM baseado no modelo
probabilistico MEMM utilizando um algoritmo genético para a otimizacdo das features
locais e globais de acordo com os diferentes dominios dos textos-alvo. O sistema foi
avaliado usando o corpus de noticias disponivel na tarefa compartilhada do CoNLL'03
(Sang e Meulder, 2003) para treinamento € um corpus juridico para testes, e vice-versa. Os
resultados mostraram que a utilizagdo das features otimizadas representou um ganho da
ordem de 1% a 2% em relagdo a sua ndo utilizagdo, porém o sistema alcangou somente
70% de precisdo nos testes treinados com o corpus juridico, enquanto que sistemas
participantes do CoNLL’03 alcancaram precis@o superior a 88% (Sang e Meulder, 2003).
Esses numeros comprovam que a etiquetacdo de REM independente de dominio ¢ um

desafio ainda em aberto para a 4rea de EI.

3.4.3.2 — Idioma

O problema da caréncia de colegdes textuais publicas etiquetadas na lingua portuguesa
(Louis e Engelbrecht, 2011) aliada as dificuldades linguisticas inerentes do idioma sdo as
causas principais da reduzida contribui¢do cientifica existente na area de REM para o

portugués.

Com vistas a suprir essa deficiéncia, em 1998 surge em Portugal o projeto “Processamento
Computacional do Portugués” (Santos, 2000), que futuramente viria a se chamar projeto
Linguateca (Santos et al., 2004). Desde entdo, este grupo fomentou duas avaliagdes
conjuntas para REM na lingua portuguesa, denominadas primeiro HAREM (Santos et al.,
2006) e segundo HAREM (Carvalho et al., 2008), para as quais foram criados dois corpus
etiquetados para treinamentos e testes, denominados Cole¢do Dourada 1 (Rocha e Santos,
2007) e Colecdo Dourada 2 (Mota e Santos, 2008). Esses corpora, os métodos de avaliagao
usados e os resultados obtidos nos eventos sdo considerados referéncia mundial para o
REM na lingua portuguesa e por isso foram utilizados como balizadores da avaliagdo da

solucdo proposta do presente trabalho.
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Além dos dois corpora publicados pelo projeto Linguateca, hd um terceiro corpus
produzido no idioma portugués e etiquetado com EM, denominado TagShare (Barreto et
al., 2006), entretanto o mesmo nao ¢ disponibilizado de forma gratuita, por isso ndo pode
ser avaliado junto a solucdo proposta.

Além da disponibilizagdo dos corpora etiquetados especificamente para a tarefa de REM,
as avaliacdes conjuntas do primeiro e segundo HAREM contribuiram para o surgimento de
sistemas de REM na lingua portuguesa. As propostas que obtiveram os melhores
desempenhos nesses eventos sdo baseadas em regras gramaticais deterministicas, a
exemplo dos sistemas Priberam (Amaral et al., 2008), que obteve o melhor desempenho
geral, e Rembrandt (Cardoso, 2008), que obteve os melhores desempenhos especificos para
o REM das categorias de EM pessoa e organizagdo, que sdo as categorias relevantes para o

presente trabalho.

3.4.3.3 — Ambiguidade, correferéncia e ndo cobertura

Conforme apresentado no inicio da Secdo 3.4.3, o problema da ambiguidade estd
relacionado ao fato de um mesmo token poder ser associado a mais de uma classe de EM, a
correferéncia estd associada a identificacdo de tokens que ndo s@3o EM mas fazem
referéncias a outros tokens classificados como EM, e a ndo cobertura representa a auséncia
do token analisado no conjunto de regras ou no corpus de treinamento do modelo de REM,

o que dificulta a sua classificacao.

As <ORG>Organiza¢des Pedras Preciosas LTDA</ORG> foram vendidas para o
<PES>Sr. Fulano dos Santos Jr.</PES> por <VAL>R$200.000,00</VAL>, o que levou

a mudanga da sua sede de <LOC>S30 Paulo</LOC> para o <LOC>Rio de Janeiro

</LOC>em <TPO>2011</TPO>.

Figura 3.5 - Exemplo de texto etiquetado por um sistema de REM

Na Figura 3.5, observa-se exemplos de ambiguidade nos tokens “Santos”, “Paulo” e
“Janeiro”, pois os mesmos poderiam representar, respectivamente, um time de futebol,
uma pessoa ¢ um més do ano. Ha também correferéncia associada ao pronome relativo
“sua”. Se for necessario que o sistema de REM classifique esse pronome, o sistema deve
ser capaz de identificar que ele ¢ referente a organizacdo “Organizagdes Pedras Preciosas

LTDA”, e ndo a pessoa “Sr. Fulano dos Santos Jr.”. Por fim, supondo-se a utilizagdo de um
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modelo probabilistico para etiquetar o texto da Figura 3.5, os exemplos de treinamento

poderiam ndo conter a “Fulano”, o que dificultaria a sua classificagdo como EM pessoa.

Alguns trabalhos, como em (Todorovic et al., 2008) e (Riloff e Jones, 1999), propdem a
exploragdo do contexto do token como forma de ampliar as informagdes que o modelo
possui sobre o foken e as palavras proximas a ele. Essa abordagem contribui para a
desambiguacdo e a solugdo do problema da correferéncia do foken, uma vez que as
informacdes do seu contexto contém elementos que podem associar o token a uma classe

de EM ou a outro token, pertencente ao contexto, que tenha sido classificado previamente.

Outra proposta para se minimizar o problema da ambiguidade ¢ o uso de informagdes nao
locais, apresentado em (Ratinov e Roth, 2009), uma vez que a classificagdo de um foken

pode contribuir para a desambiguac¢io de novas ocorréncias do mesmo foken no texto.

O problema da ndo cobertura estd diretamente relacionado a insuficiéncia de regras
criadas, no caso de modelos deterministicos, ou de exemplos de treinamento, no caso dos
probabilisticos. A insuficiéncia de regras requer a atualiza¢do do conjunto de regras do
modelo, o que ¢ um problema enfrentado pelos modelos deterministicos, especialmente
nos casos de adaptacdo a novos dominios ou idiomas (Sarawagi, 2008). J4 os modelos
probabilisticos de REM, para resolver problemas de insuficiéncia de treinamento, usam
técnicas conhecidas como back-off, a exemplo dos trabalhos apresentados em (Bikel et al.,
1999) e (Todorovic et al., 2008). Modelos de back-off sdo utilizados para, nos casos de nao
cobertura, criar mecanismos que classifiquem o token ndo coberto com base em um novo
modelo de probabilidades, que é menos preciso, porém garante a sua classificacdo. Os

modelos de back-off sdo apresentados no Capitulo 5.

O presente trabalho utiliza uma adaptacdo do modelo oculto de Markov (HMM) para
reconhecer entidades mencionadas em textos forenses. O HMM ¢ apresentado no capitulo

seguinte.
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4 -MODELO OCULTO DE MARKOV

O presente capitulo apresenta o modelo oculto de Markov segundo proposto em (Rabiner,
1990) com o foco direcionado a tarefa de etiquetagdo de sequéncias textuais. Este modelo ¢

utilizado como base do algoritmo desenvolvido no trabalho proposto.

Os estudos originarios dos modelos estatisticos de Markov datam dos anos 60 (Baum e
Petrie, 1966), entretanto a sua utilizagdo como solugdo para problemas computacionais
ocorreu muito tempo depois. Esta lacuna ocorreu principalmente devido ao fato dos
antigos artigos estarem restritos a comunidade académica matematica, distante dos
engenheiros e linguistas que trabalhavam com a fala e a escrita, onde se concentram a
maior parte das aplicagdes associadas aos modelos de Markov (Rabiner, 1990). Os
primeiros trabalhos associados a aplicagdo pratica do HMM ocorreram em 1983 para
resolver o problema do reconhecimento da fala (Levinson et al., 1983) e o embasamento
matematico do modelo estimulou a sua posterior aplicacdo a diversos outros problemas,
como a etiquetagdo de sequéncias textuais, o reconhecimento de caracteres e o

mapeamento do genoma humano.

A forma de se solucionar determinado problema com o HMM ¢ através da representagdo
dos sinais observaveis do mundo real em um modelo conceitual de sinais, que podem ser
discretos, como € o caso das sequéncias textuais e de dados meteoroldgicos, ou continuos,

a exemplo da fala e escrita manual cursiva.

4.1 — Modelo de Markov

Um modelo de Markov descreve uma sequéncia de estados no tempo de forma que no
instante 7 (¢ = 1, 2, ...,7) o modelo seja representado por um dos N estados distintos Si, S,

..., Sy € que a probabilidade de transi¢do entre S; € S; seja representada por a;;.

Este modelo pode ser representado por um grafo direcionado denominado cadeia de
Markov, cujos vértices sdo os N estados distintos e cujas arestas sdo as probabilidades nado
nulas de transi¢cdes entre os estados. A Figura 4.1 ilustra uma cadeia de Markov com

quatro estados (N=4),
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Figura 4.1 - Exemplo de cadeia de Markov

Na cadeia de Markov apresentada na Figura 4.1, os vértices S; a Ss4 representam os 4
estados que compdem o modelo, enquanto que as arestas a;; representam as probabilidades
de transi¢do entre os estados Si e Sj, ou seja, as probabilidades do estado Sj ocorrer no
tempo ¢ e o estado Si ocorrer no tempo #-1. Por exemplo, a probabilidade de transi¢do entre
os estados S3 € S; € de 40% (a3; = 0,4) e a probabilidade do estado S2 ocorrer nos instantes
t-1 e t é de 30%. Observa-se ainda que ha probabilidade nula de transi¢do entre alguns
estados, como entre S4 € S5 e entre S, € S4, pois ndo ha aresta conectando esses estados, €
que hé probabilidade 1 de transi¢do entre S; € S>, 0 que significa que a Unica possibilidade

de transic¢do partindo do estado S; € para o estado S,.

Denota-se por ¢; o estado representante do modelo no tempo z. Por exemplo, se g3 = S,
entdo ¢ correto afirmar que no tempo =3 o modelo ¢ representado pelo estado S,.
Supondo-se ¢, = S;, a cada incremento discreto de ¢, pode haver alteracdo de estado ou nio,
a depender das probabilidades de transi¢do de S; para S, denotadas por a; = P(¢=S; | q.-
1=50).

Por exemplo, na Figura 4.1, se no tempo #-/ o estado representante do modelo € Sy (g, =
S4), entdo, no tempo ¢,

q:=S; & a4j = maxq < r<n) [aau], I1<j<N Eq. 4.1)
ou seja, a transigdo S; — S; serd definida pela maior probabilidade de transi¢@o ay,.
Considerando-se a cadeia de Markov da Figura 4.1, tem-se que
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as1=0,a2=0,8,a53=0€eas4=0,2,
logo, a maior probabilidade de transi¢o € as; = 0,8, 0 que significa que o estado
representante do modelo no tempo ¢ € S, ou

qit = So.

O modelo de Markov requer especificacdo acerca da dependéncia entre o estado corrente g
e os estados prévios ¢i.1, g2, ..., sendo que, no modelo de primeira ordem a predicdo de g,
depende exclusivamente de ¢i;, no de segunda ordem depende de ¢ii, gi2, € assim
sucessivamente. Desta forma, um modelo de Markov de primeira ordem pode ser
representado da seguinte forma:

Plq:=S;| g1 = Si, 412 = Sk, --] = Plq: = Sj | g1 = S, Eq. (4.2)
ou seja, o estado representante do modelo no tempo ¢ depende exclusivamente do estado

representante no tempo #-1, consequentemente se assume independéncia de g, em relagdo a

C]t—2, %—3, seey C]l-

Sendo assim, o conjunto de probabilidades de transi¢do de estados a;; em um modelo de

primeira ordem ¢ definido por

a;j=Plq:=S;| g1 = S, 1<i,j<N Eq. (4.3)
e, por se tratar de um modelo estocastico matematicamente valido, tem-se que
a; >0, 1<i,j<N Eq. (4.4)
Yia;=1 1<i<N Eq. (4.5)

Aos modelos de primeira ordem ¢ associado o termo bigrama, pelo fato das suas
distribui¢des probabilisticas considerarem dois fokens, o corrente e o seu predecessor. Em

geral, associa-se o termo n-grama a um modelo de ordem #n-1.

Este modelo pode ser usado, por exemplo, para estimar o proximo nimero resultante de
uma sequéncia de langamentos de um dado viciado ou a quantidade de carros que serdo
roubados no proximo més em determinado bairro, nesses casos as saidas geradas (numeros
do dado lan¢ado ou numeros de roubos) sdo uma sequéncia de estados e cada um deles
corresponde a um evento fisico observavel (nimero da face virada para cima de um dado
arremessado ou quantidade mensal de roubos registrados). A esse tipo de processo da-se o

nome de modelo observavel de Markov.
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4.2 — Modelo Oculto de Markov

Haé diversos casos de aplicagdes ndo adaptaveis aos modelos observaveis de Markov e o
REM ¢ uma delas, pois ¢ uma tarefa de etiquetacdo textual, onde se tem acesso aos tokens
(sinais observaveis), entretanto ndo se possui informagdo direta sobre as etiquetas
(estados), que podem servir para identificar um token (Entidade Mencionada ou NAO
Entidade Mencionada) ou para classifica-lo (pessoa, organizacdo, local, etc.). Em cenarios
como esse, nos quais se dispde dos sinais observaveis gerados pelos estados, mas ndo de
informagdes diretas dos estados, que permanecem ‘“ocultos”, pode-se usar o Modelo
Oculto de Markov, ou HMM. O modelo grafico do HMM ¢ apresentado na Figura 4.2, que
mostra a sequéncia de estados ¢; g2 ... g7, a sequéncia observavel O; O, ... Or, linha
superior tracejada representa a transicdo de estados g,.;—¢; inferida pelo modelo na linha
do tempo, e a coluna tracejada representa os sinais observaveis sendo gerados pelos
estados. Devido a essa geracdo dos sinais observaveis, o HMM ¢ categorizado como

modelo generativo.

o ———

| Linha do tempo >

Figura 4.2 - Modelo grafico do HMM

O HMM pode entdo ser definido como “um autémato’ de estados finitos baseado em um

modelo estocastico de transi¢do de estados e emissdes de simbolos” (Rabiner, 1990).

® Maquina, aparelho ou dispositivo que executa determinadas tarefas ou fungdes.
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Conforme apresentado na Secdo 4.1, o modelo observdavel de Markov pode ser
exemplificado com uma sequéncia de langamentos de um dado viciado para a qual se
deseja inferir o resultado do préximo arremesso. Outro objetivo no mesmo cenario seria
determinar a probabilidade de uma sequéncia de lancamentos ocorrer, como a sequéncia 5-
3-4-3-3-2-1-6. Nesses dois casos, o conjunto de estados do modelo (S a S¢ - um para cada

numero do dado) € o proprio conjunto observavel.

Para efeito de comparagdo entre o modelo observavel e o modelo oculto de Markov, altera-
se o exemplo de lancamento de um dado para dois dados viciados. Neste caso, o modelo
tem dois estados ocultos, um para cada dado, cada estado tem a si associado uma
distribuicdo probabilistica de ocorréncias dos nimeros 1 a 6, e a transi¢do entre os dois
estados seria caracterizada por uma matriz de transi¢do de estados. Deseja-se identificar a
sequéncia de estados mais provavel, dado uma sequéncia observavel. A Figura 4.3 ilustra

como seria esse modelo.

Tempo — 1 2 3 4 3 T
F‘('] ) P(1} Sequéncia de observagbes
E(g) 2(? (facedodadolangado) | > | ° [ % | 4 | & | 3
p£4; pE4§ g e ;ahd;:;;d”‘ Dado2 | Dadc2 | Dadot | Dado2 | Badot |...| Dado1
P(5) P(5)
P(B) P(6)

Figura 4.3 - Modelo grafico do HMM para langamentos aleatorios de dois dados

Observa-se na figura que o modelo calcula as probabilidades de transi¢do de estados a;; e
calcula também, para cada um dos estados ocultos (Dado, € Dado,), as probabilidades de
emissdo do sinal observavel P(1) a P(6). Esses calculos sdo realizados com base nos
exemplos de treinamento do modelo. Com essas probabilidades calculadas, o HMM ¢
capaz de solucionar o que se deseja neste exemplo, ou seja, considerando-se dois dados,
predizer a sequéncia mais provavel de dados langados nos instantes 1 a 7 uma vez que se
conhece uma sequéncia de 7 nimeros gerada por 7 lancamentos desses dois dados. A
tabela situada a direita da Figura 4.3 mostra que, no exemplo em comento, para a

sequéncia de langamentos 3, 5, 4, 4, 6, ..., 3, a sequéncia de estados mais provavel ¢: dado

2, dado 2, dado 1, dado 2, dado 1, ..., dado 1.
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O HMM ¢ um modelo generativo (a sequéncia de observacdes ¢ gerada pela sequéncia de
estados), e a probabilidade de ocorréncia de uma sequéncia de estados Q, dada uma
sequéncia de observagdes O, ¢ calculada através do teorema da probabilidade condicional

de Bayes (Bikel et al., 1999):

P(Q |0) = % Eq. (4.6)

Como o denominador P(O) da equagdo 4.6 ¢ constante, pois a sequéncia observavel
permanece inalterada no tempo, tem-se que a maximizagao probabilistica da sequéncia de
estados QO dada a sequéncia de observagdes O ¢ dada pela maximizagdo do numerador

P(0,0), que ¢ a probabilidade de jun¢do entre O e 0, expressa por

PO,Q)=PO| Q) P(Q), Eq. (4.7)
ou, quando aplicada ao HMM,
PO,Q M) =PO[QOM) PO, Eq. (4.8)

onde A representa o modelo HMM.

Conclui-se, com isso, que 0 HMM ¢ baseado na probabilidade de jungdo entre O e Q, e que
o seu funcionamento requer a constru¢do de trés modelos de distribui¢do probabilistica, um
associado a P(O | O), que ¢ a distribui¢@o das observagdes para determinado estado, e dois
associados a P(Q), que sdo as probabilidades dos estados iniciais (em #=1) e as

probabilidades de transi¢do de estados.

Esses trés modelos compdem a descricdo formal do HMM, que ¢ dada pelos seguintes
elementos:

e O conjunto V de simbolos observaveis discretos ou continuos V = {vi, va, ..., Vu},
de tamanho M, que corresponde ao diciondrio de observagdes fisicas do sistema
sendo modelado; neste trabalho serd utilizada a notagdo O = O; O, .. Or. para
representar as sequéncias observaveis no tempo, no intervalo 1 ... T;

e O conjunto S de estados ocultos discretos S = {S}, S, ..., Sy}, de tamanho N, que,
em aplicagdes praticas, carrega algum significado associado aos simbolos
observaveis; neste trabalho serd utilizada a notagdo O = ¢; q» .. qr para tratar de
sequéncias de estados no tempo, no intervalo 1 ... T;

e O vetor B de probabilidades de geracdo de simbolos observaveis no estado S, B =

{b;(k)}, que corresponde a probabilidade de geragdo de vy, vs, ..., vm por Sj;
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b(k)=P[vinoinstante t| g, =S;], 1<=j<=N;1<sk<=M Eq. (4.9)
A matriz de transi¢do de estados 4 = {a;}, correspondente as probabilidades de
transicdo entre S; € Sj;

a;j=Plg;= S| g11=Si], l<=i,j<=N Eq. (4.10)
A distribuicdo probabilistica inicial dos estados, 1 = {m;}, que corresponde as
probabilidades de ocorréncia de S, S5, ..., Sy no instante 7 = 1;

= Plq =S, 1 <=i<=N. Eq. (4.11)

O HMM ¢ definido pela tripla A = {4, B, n} e a geracdo da sequéncia de sinais observaveis

ocorre da seguinte forma:

1.

AR i

Através de m;, define-se o estado inicial ¢;=S;;

Define-se tempo 7 = 1;

Obtém-se o simbolo observavel v, através de B;

Faz-se a transi¢do para o estado seguinte g, através de 4;
Atribui-se r=t+1;

Se ¢t =T, FIM; caso contrario, retorna ao passo 3.

4.3 - Os problemas classicos do HMM

Os trés problemas que o HMM ¢ capaz de solucionar sdo:

1.

Problema da avaliacido: dada uma sequéncia de observacdes O = O; O, ... Ore um
HMM A = {4, B, n}, como computar P(O | 1)? Ou seja, dada um modelo A e uma
sequéncia de observagdes, como computar a probabilidade desta sequéncia ter sido
gerada pelo modelo? A solugdo para este problema ¢ util principalmente no caso de
existirem varios modelos HMM para determinada aplicagdo e ser necessario
identificar qual o que melhor representa determinada sequéncia observavel;
Problema da sequéncia 6tima de estados: dada uma sequéncia de observagdes O
=0, 0, ... Oreum HMM A = {4, B, n}, como escolher a sequéncia de estados Q =
q1 ¢>2 ... gr com maior probabilidade de ter gerado O? Este ¢ o principal problema a
ser resolvido no presente trabalho, ou seja, dada uma sequéncia textual, qual a
sequéncia de etiquetas (classes de EM) que a representa melhor?

Problema da otimizacio de parametros: como ajustar os parametros 4, B ¢ © de
forma a maximizar P(O | A)? Ou seja, como adaptar os parametros do modelo ao

corpus de treinamento? A solucdo para este problema ¢ desejavel no caso de haver
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ruido consideravel no corpus de treinamento do modelo ou quando se opta pela

abordagem de multiplos modelos para determinada aplicagao.

Os problemas 1 e 3 ndo se aplicam ao presente trabalho, por isso o detalhamento das suas
solucdes ndo serd apresentado nesta dissertacdo. A ndo aplicagdo desses problemas a tarefa
de etiquetacdo de EM se justifica pelo fato de ndo ser necessdria a criagdo de mais de um
modelo HMM na solu¢do proposta, uma vez que os corpus de treinamento utilizados sdo
integralmente etiquetados manualmente, o que garante a correta parametrizagdo do
modelo. Ademais, ainda que fosse optado pela criacdo de varios modelos, o tempo
investido na comparacdo entre modelos e na parametrizagdo dos mesmos para cada

sequéncia avaliada tornaria a solu¢do inviavel do ponto de vista pratico.

Para resolver o problema 2, que ¢ encontrar a sequéncia de estados étima associada a
sequéncia observada, deve-se maximizar P(Q | O,A), que ¢ igual a P(Q,0 | ) = P(Q | M) -
P(O | O,\) (equagdo 4.8), e a técnica para se chegar a esse objetivo é baseada na

programacdo dinamica e denominada algoritmo de Viterbi (Viterbi, 1967).

De acordo com esse algoritmo, para se determinar a melhor sequéncia de estados Q = g1 ¢»
... ¢r para uma sequéncia de observacdes O = O; O; ... Or, € necessaria a obtencdo do valor
de

d(i)=max P[q1q2...q:=i,0,0;,.. 0| \], Eq. (4.12)
que ¢ a maxima probabilidade obtida por uma sequéncia de estados no tempo ¢, associada

as primeiras ¢ observagdes e cujo estado final € S;.

Por indugdo, tem-se que, em #+1

Os+1(7) = [max 8y(i) * a;] * bi(Ou1) . Eq. (4.13)

Para que o algoritmo consiga recuperar a sequéncia de estados Otima, € necessario
“memorizar” o estado que maximizou 9. (j) para cada ¢ e cada j. Esses estados sdo entdo
armazenados no vetor y(y).

O algoritmo de Viterbi completo para a obtengdo da melhor sequéncia de estados ¢

apresentado no pseudocodigo da Figura 4.4.
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1 — Inicializacdo (¢ = 1)
&) =m; - b{(Oy), 1<i<N
yi(@) = 0.

2 —Recursdo'’ (2 <t<T)

O, (j) = maxq <i<w [0.1(0) * a;] * b(O)), 1<j<N

Wi (j) = argmax << [8u1(0) * a;] , 1<j<N
3 — Finalizagdo (¢ =T)

qr= argmaxq <<y [91(i)] .

4 — Recuperagdo da sequéncia (backtracking)

gt = Wee1 (e 1), t=T-1,T-2,..,1.

Figura 4.4 - Pseudocddigo do algoritmo de Viterbi (modificado - (Rabiner, 1990))

Na Figura 4.4, percebe-se que as etapas 1 e 2 percorrem a sequéncia temporal ¢, de 1 a 7,
com o objetivo de memorizar as maiores probabilidades de juncdo entre observagdes e
estados para cada ¢ e j, enquanto que a recuperacao efetiva da melhor sequéncia de estados

se da nas etapas 3 e 4.

Este algoritmo executa a tarefa da obtencdo da sequéncia Otima de estados com
complexidade &TN°), pois realiza N iteragdes de multiplicagio na etapa 1, mais N
iteracdes de multiplicacdo na etapa 2 executadas 7-1 vezes, o que resulta em N + (7-1) N
multiplicagdes. Vale ressaltar que se essa tarefa fosse executada através do célculo de
probabilidade de todas as sequéncias de estados candidatas do modelo, a complexidade

seria @2TN") (Rabiner, 1990).

A implementagao deste algoritmo aplicado a solugdo proposta ¢ apresentada no Capitulo 6.

Alguns trabalhos propdem modificagdes no HMM de modo a torné-lo aplicavel a tarefa de

REM. Essas propostas sdo discutidas no proximo capitulo.

" A fungdio max retorna a maior probabilidade ¢ a fung¢do argmax retorna o argumento (estado) que
maximizou a probabilidade.
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5 -TRABALHOS CORRELATOS

Este capitulo apresenta os trabalhos que sdo diretamente relacionados ao desenvolvimento
do presente trabalho. Primeiramente ¢ apresentado o Rembrandt (Cardoso, 2008), um
sistema de REM deterministico especializado no idioma portugués que obteve os melhores
resultados do segundo HAREM (Mota et al., 2008) quanto ao REM dos tipos pessoa ¢
organizacdo. Em seguida, sdo detalhados os trabalhos que propuseram adaptacdes ao
HMM como forma de torna-lo aplicavel a tarefa de REM, principalmente com o uso de
features e contextos de palavras, e por fim sdo apresentadas pesquisas que registraram

melhores resultados com a utilizagdo de gazetteers como recursos extras em sistemas de

REM.

5.1 — O sistema Rembrandt

O Rembrandt (Cardoso, 2008) ¢ um sistema de REM deterministico, baseado em regras
gramaticais manuais ¢ em informagdes extraidas da Wikipédia para a lingua portuguesa.
Foi o sistema que obteve os melhores resultados para a etiquetagcdo das entidades pessoa e
organizagdo na tarefa de avaliagdo conjunta de REM do segundo HAREM (Mota et al.,
2008). O HAREM ¢ um evento referenciado mundialmente na area de reconhecimento de
nomes em textos na lingua portuguesa e as publicagdes dele originadas representam
pesquisas relevantes para o presente trabalho, pois estdo associadas ao REM em textos
independentes de dominio onde ¢ avaliado o reconhecimento das entidades mencionadas

pessoa € organizacdo.

Com o intuito de melhorar a acuricia do sistema Rembrandt, o autor propos a Wikipédia''
como base do conhecimento para a classificagdo das EM. Para interagir com a Wikipédia,
foi desenvolvida uma interface denominada Saskia (Cardoso, 2008), que facilita a
navegagdo pelas estruturas de categorias, ligagdes e redirecionamentos, possibilitando a

extragdo do conhecimento.

Cada documento de texto lido pelo Rembrandt ¢ submetido a uma sequéncia de processos
de etiquetagdo sucessivos até alcancar a versdo final, que ¢ o texto etiquetado com as

entidades reconhecidas. O funcionamento do Rembrandt ¢ apresentado na Figura 5.1.

" http://pt.wikipedia.org.
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- B} NUMERO
Reconhecimento NUMERO Geracéo de TEMPO

I | de EM numéricas ;i’t'gg | Candidatos VALOR
S/CLASS.

PESSOA, LOCAL, PESSOA, LOCAL,

. ORGANIZACAO, ORGANIZACAO,

. "?'IEJFTIESO SASKIA TEMPO, COISA, 22 ronda TEMPO, COISA,

il. —> + ACONTECIMENTO, —» ACONTECIMENTO,
VALOR regras ABSTRACCAO, de regras ABSTRACCHO,
S/CLASS. OBRA. VALOR, OBRA, VALOR,

NUMERO, S/CLASS. NUMERO, S/CLASS.

PESS0A, LOCAL, PESS0A, LOCAL,

ORGANIZACH, Detector ORGANIZACAO,
. TEMPO, COIS4, —» TEMPO, COIS4, —» | Repescagem
lll. 4CONTECIMENTO, de ACONTECIMENTO,

ABSTRACCAO, relacées ABSTRACCHO,

OBRA, VALOR, s OBRA, VALOR,

NUMERO, S/CLASS. NUMERO, S/CLASS.

Figura 5.1 - O funcionamento do Rembrandt (extraido de (Cardoso, 2008))

Conforme mostra a figura, o funcionamento do Rembrandt pode ser dividido em trés
grupos, a seguir apresentados:
i.  Identificagdo das palavras candidatas e EM. Este grupo ¢ formado pelas seguintes
tarefas:
a. Divisdo dos textos em sentengas e palavras;
b. Reconhecimento de expressdes numeéricas;
c. Identificagdo de palavras candidatas a EM;
d. Geragdo de entidades candidatas aos tipos expressdes temporais e valores.
Na tarefa ¢, a regra de identificagdo de palavras candidatas a EM busca por
sequéncias de palavras contendo pelo menos uma letra maiuscula e/ou algarismo,
com ocorréncia facultativa dos termos de, da, do, das, dos ¢ e (da expressao regular
“d[aeo]s?|e”, também conhecida por “termos daeose”), exceto no inicio ou no final
da sequéncia;

ii.  Classificag@o das entidades candidatas resultantes da etapa anterior. Este processo ¢
realizado primeiro pela Wikipédia (através da interface Saskia), que relaciona todos
os significados que a EM pode ter, e depois pelas regras gramaticais, que se
utilizam das caracteristicas internas e externas da EM para tentar a desambiguac@o.
Em seguida, considerando as classificacdes obtidas, ocorre uma segunda ronda de
aplicacdo de regras gramaticais com o objetivo de classificacdo das EM compostas,
com ou sem os termos daeose, utilizando-se novamente da Saskia e de regras de

classificagdo;
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iii.  Repescagem das EM sem classificagdo. Nessa etapa, sdo aplicadas regras
especificas para a deteccdo de relagdes entre EM, com o objetivo de identificar
relagdes entre EM com e sem classificagdo e assim classificar as que nao foram
previamente classificadas. Em seguida, uma ultima tentativa de classificacdo ¢
realizada através da comparagdo das entidades mencionadas com uma lista de

nomes comuns e, por fim, as EM néo classificadas sdo eliminadas.

A estratégia de classificacdo de EM usando a Wikipédia, em linhas gerais, ¢ dividida em
trés etapas: (1) o emparelhamento das EM, ou seja, cada entidade mencionada no texto
deve estar associada a pelo menos uma pagina na Wikipédia, seja diretamente ou através
da utilizag¢do de ancoras e redirecionamentos, (2) a memorizagdo das categorias as quais a
pagina da Wikipédia esta associada e (3) a classificagdo dessas categorias através da
aplicacdo de regras gramaticais especificas. Por exemplo, a entidade mencionada “Porto”
estd associada as seguintes paginas da Wikipédia portuguesa: “a segunda maior cidade
portuguesa”, “cidade no Piaui, Brasil”, “cidade em Zamora, Espanha”, “aldeia na
freguesia de Troviscal”, “drea localizada a beira d’agua destinada a atracacdo de
embarcagoes”, “Futebol Clube do Porto”, etc.. A etapa (1) faz esta associacdo entre a EM
e as paginas, a etapa (2) memoriza as categorias associadas as paginas encontradas, como
“Cidades de Portugal”, “Municipios de Portugal”, “Clubes de futebol de Portugal”, etc., e
a etapa (3) faz a associacdo entre essas categorias e as classes de EM, como local e

organizagdo.

Em seguida, cabe as regras gramaticais a desambiguag¢do das classificagcdes sugeridas pela
Wikipédia. As regras gramaticais sdo desenhadas manualmente e buscam por padrdes que
revelem a existéncia de EM nas sentencas e a execucdo de determinadas agcdes quando EM
forem encontradas. A sua atuagdo ocorre através de cldusulas aplicadas ordenadamente, de
modo que a regra sd ¢ considerada bem sucedida no caso de todas as clausulas a ela
associadas retornarem o valor verdade. Além da geracdo de novas EM, as regras podem
disparar também outras duas acdes: a detec¢do de relagdes entre entidades e a geragdo de

mais de uma entidade associada a uma mesma palavra.

A aplicagdo das regras ¢ sequencial, da esquerda para a direita, tanto para as palavras de

uma sentenca, quanto para as sentengas de um texto. As regras bem sucedidas sdo
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imediatamente executadas, de modo que as novas EM identificadas ou classificadas

passam a ser consideradas pelas proximas regras aplicadas.

O sistema Rembrandt obteve os melhores resultados na avaliagdo conjunta do segundo
HAREM (Mota et al., 2008) para as EM pessoa e organizagdo. Os numeros desses
resultados sdo apresentados no capitulo 7, onde s@o discutidos comparados com o0s

resultados obtidos pela solucdo proposta.

Diferentemente do Rembrandt, o presente trabalho propde um modelo de REM através de

algoritmos probabilisticos, baseado no HMM.

5.2 — O HMM aplicado ao REM

O desenvolvimento da solugdo proposta se baseou na utilizagdo do modelo oculto de
Markov para a tarefa de REM. Dentre os trabalhos pesquisados, os principais s3o o

IdentiFinder (Bikel et al., 1999) e o Context-HMM (Todorovic et al., 2008).

5.2.1 — O sistema IdentiFinder

Autores em (Bikel et al., 1999) desenvolveram um sistema denominado IdentiFinder, que
propde a utilizacdo de uma variacdo do HMM para identificar e classificar nomes, datas,
horas e quantidades numéricas em sequéncias textuais. O HMM foi escolhido devido ao
fato de ter apresentado bons resultados associados a tarefa de etiquetagdo morfossintatica
(POS-tagging), e também devido a relativa facilidade de se identificar fenomenos textuais
locais indicativos da presenca de nomes (exemplo: a presenca do token “Ltda” em um texto

sugere que o foken anterior ¢ uma EM do tipo organizacao).

O modelo proposto pelo IdentiFinder objetiva a jun¢do de cada palavra no texto a uma
classe de nome, que pode ser um dos tipos de EM (pessoa, organizagdo, local, etc.) ou o
rotulo “ndo-EM”. Os estados do modelo sdo organizados por regides, essas sdo
representadas pelas classes de nome (pessoa, organizagdo, local, etc.) e o HMM gera um
modelo para cada regido. Por fim, existem dois estados especiais representando o inicio € o

fim de cada senteng¢a no texto.
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ORGANIZACAO

INIiCIO DE
SENTENCA

FIM DE
SENTENCA

Figura 5.2 - Visdo geral do modelo do IdentiFinder considerando 4 regidoes (modificado
(Bikel et al., 1999))

A Figura 5.2 apresenta uma visdo geral de um modelo composto por 4 regides
representadas pelas classes de nome pessoa, organizagdo, local e ndo-EM. Cada uma
dessas regides ¢ representada por um modelo denominado “modelo de bigrama'*” (Bikel et

al., 1999).

O modelo de bigrama ¢ usado para computar a verossimilhanga da sequéncia de palavras
dentro de cada classe de nome e pode ser representado por uma cadeia de Markov, na qual
a probabilidade de ocorréncia de cada palavra O, depende somente da palavra anterior O, ;,
ou seja, cada palavra ¢é representada por um estado no modelo de bigrama e a probabilidade

de ocorréncia de uma sequéncia de palavras € expressa por

L P(O] O.), O, representa o inicio da sequéncia. Eq. (5.1)

Os autores afirmam que o fato de haver um modelo para cada classe de nome melhora o
desempenho do sistema, pois em geral as EM possuem evidéncias internas que ajudam na
predi¢dao de idiomas e dominios distintos, principalmente pela ocorréncia de nomes mais
comuns. Além disso, evidéncias externas a classe de nome facilitam a identificagdo das
fronteiras das EM, através de fokens como preposi¢des, pronomes ou titulos'® frequentes

(“Sr.”, “Dr.”, “Organizagoes”, ‘Presidente”, etc.).

12 . .. . .
O termo bigrama representa dois itens consecutivos dentro de uma sequéncia.

1 ’ r A .

* O titulo de um nome ¢ uma palavra que o precede com certa frequéncia.

43



Uma diferenca do modelo do sistema IdentiFinder em relagio ao HMM puro apresentado
no capitulo anterior ¢ a utilizagdo de features (associadas as palavras) embutidas na
sequéncia de observagdes O. Dessa forma, ao invés de expressar essa sequéncia por O = O
0, ... O, como no HMM puro, a mesma ¢ expressa por <O,F>= <O,F>; <O,F>, ...
<O,F>r, sendo que F, representa a feature associada a O,. Isso exige uma adaptagdo no
modelo, pois 0 HMM passa a considerar também a distribui¢do probabilistica de F, além

da distribui¢do de O. A Tabela 5.1 apresenta as features consideradas no IdentiFinder.

Tabela 5.1 - Features associadas as palavras (modificado — (Bikel et al., 1999))

Feature Exemplo Significado intuitivo

twoDigitNum 90 Ano, 2 digitos

fourDigitNum 1990 Ano, 4 digitos

containsDigitAndAlpha A8956-67 Cddigo de produto

containsDigitAndDash 09-96 Data

containsDigitAndSlash 11/9/89 Data

containsDigitAndComma 23,000.00 Valor monetario

containsDigitAndPeriod 1.00 Valor monetario, percentual

otherNum 456789 Outros nimeros

allCaps BBN Organizagao

capPeriod M. Iniciais de nome de pessoa

firstWord Primeira palavra O fato da palavra ser iniciada em
da sentenca maiuscula ndo interfere no modelo

nitCap Sally Iniciais em maitscula

lowerCase can Nao possui maidsculas

Other , Pontuagdo, ou qualquer outro termo

ndo categorizado

As features sdo computadas na ordem em que estdo listadas na Tabela 5.1. Essa
precedéncia € importante pois a cada palavra sera associada somente a primeira feature que
caracteriza-la. Por exemplo, se a palavra “Sempre” iniciar uma senten¢a, a ela sera

associada a feature firstWord, e ndo a feature initCap.

Os autores do referido trabalho relatam que optaram pelo uso de features diretamente

associadas as palavras, em detrimento da etiquetacdo morfossintatica da palavra, pelo fato

44



das caracteristicas associadas as letras maiusculas serem essenciais para a tarefa de REM e

a etiquetacdo morfossintatica ndo “garantir” esta informacao.

O modelo formal do IdentiFinder divide-se em dois: o modelo de alto nivel e 0 modelo de
back-off. O modelo de alto nivel ¢ o primeiro a ser utilizado em fase de etiquetagdo e,
quando um token ndo ¢ encontrado no treinamento ou o treinamento dos bigramas ¢
considerado insuficiente, o sistema recorre ao modelo de back-off, que gera submodelos
com menor poder de acuracia em relagdo ao primeiro, porém ¢ capaz de etiquetar tokens

desconhecidos ou “mal treinados”.

O modelo de alto nivel € composto por trés submodelos, usados para a geracao (i) da classe
de nome, (ii) da primeira palavra em uma classe de nome e (iii) das demais palavras em

uma classe de nome.

Com base nesses trés modelos, sdo definidas as probabilidades usadas no sistema de REM,
descritas a seguir:

e Probabilidade de geragdo da primeira palavra de uma classe de nome (que coincide
com a probabilidade de geragdo da classe de nome, por isso resulta do produto
entre elas):

P(CN;| CN.1, Or1) - P(<O,F>piimeira | CNy, CNp.1), CN = classe de nome.
O primeiro fator desse produto ndo usa feature, pois a intui¢ao dos autores € que as
features (como iniciais em maiusculas) das palavras que antecedem nomes (“s7.”,
“dr.”, “organizagoes”, etc.) em geral sdo irrelevantes.
e Probabilidade de geragdao das demais palavras de uma classe de nome:
P(<O,F>¢| <O,F>.;, CN,). Eq. (5.2)
e Probabilidade de geragdo da ultima palavra de uma classe de nome:

P(<O,F>ﬁltima | <07F>l‘ ’ CNI )' Eq. (5.3)

O treinamento do modelo ¢ realizado através da estimativa das probabilidades com base

nos exemplos de treinamento, da seguinte forma:
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¢ (CN,, CN,1, O.) Eq. (5.4)
c (CNt—l 5 Ot-l) ’

P(CN; | CNu1, On) =

¢ (<O,F>pﬁmeira > CNt, CNz-l) Eq (55)
P(<07F>primeira | CNt ) CNt-l) = c
C (CN;, CN[.})
¢ (O,F>,<0,F>¢1, CN,) Eq. (5.6)

P(<O,F> | <O,F>.,,CN;)= ¢ (O,F>t1, CNy) ’
5 t-1, t

sendo que c(evento) representa o nimero de vezes (contagem) que o evento ocorreu na

colecdo de treinamento.

Conforme apresentado previamente, quando um token ndo € encontrado no treinamento ou

o treinamento dos bigramas € considerado insuficiente, o IdentiFinder recorre ao modelo

de back-off,

O primeiro modelo de back-off do IdentiFinder ¢ o modelo de palavras desconhecidas,
usado para calcular a probabilidade de transi¢do de estados associada a fokens ndo vistos
no treinamento do modelo de alto nivel (problema da nio cobertura). A modelagem ¢
realizada através da divisdo do corpus de treinamento original em duas partes de mesmo
tamanho. Utiliza-se uma parte para treinar e a outra para testar, de modo que todas as
palavras do corpus de teste ndo existentes no corpus de treinamento sdo substituidas pelo
termo “ DESCONHECIDA . Faz-se o mesmo processo invertendo as duas partes do
corpus original (treinamento e teste) e, ao final, unem-se os dois modelos de palavras
desconhecidas e se tem um modelo bem parecido com o principal, exceto pelo fato de nao
conter as palavras desconhecidas, mas sim o termo “ DESCONHECIDA  no seu lugar.
Assim como ocorre no modelo de alto nivel, o treinamento do modelo de palavras
desconhecidas ¢ realizado com base nos exemplos de treinamento. Este modelo € usado
sempre que, em tempo de etiquetacdo (teste), pelo menos uma palavra do bigrama ¢

desconhecida.

A segunda abordagem de back-off do sistema ¢ usada para a suavizagdo (smoothing) do
modelo em casos de bigramas ndo vistos ou insuficientes no treinamento. Primeiramente
sdo definidos os niveis de back-off associados aos trés modelos de bigramas representados
nas equacdes 5.4 a 5.6. Esses niveis sdo apresentados na Tabela 5.2, onde se pode perceber

que a cada descida de nivel o modelo se torna menos especifico. E calculado entdo o peso
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¢, que passa a ser o coeficiente da probabilidade do bigrama, no nivel em que estd sendo
computada (assim como o peso 1-¢ ¢ o coeficiente do nivel de back-off desse bigrama).
Ressalta-se que quanto maior o valor de ¢, mais representativo ¢ o nivel do bigrama sendo
computado e, consequentemente, menor ¢ a necessidade de se recorrer ao smoothing.

Considerando-se que um bigrama modelado € representado por P(X]Y), o célculo de ¢ ¢

dado por:
o= (1

anterior c(Y), 1
- C(Y) ) 14 saidas Lé?;;as deY »

Eq. (5.7)

sendo que c(Y) representa o numero de vezes (contagem) que o evento Y ocorreu na

colecdo de treinamento.

Tabela 5.2 - Niveis de back-off para cada bigrama modelado (modificado — (Bikel et al.,

1999))

Bigramas de classe de nome

Bigramas de primeira palavra

Bigrama de demais palavras

P(CN,| CN.1, Or1)
\2
P(CN, | CN,.)
\2
P(CN))
l

1

numero de classes de nome

P(<O,F>yimeira | CN;, CNy.1)
\2
P(<O,F>pimeira | Tiniciot+, CN;)
\2
P(<O,F>primeira | CN, )

\

P(O| CN) - P(F| CN)

l

1 1
V namero de features

P(<O,F> | <O,F>,,, CN,)
d
P(<O.F>| CN,)
d
P(O| CN) - P(F| CN)
l

1 1

V  numero de features’

sendo que V representa o

numero de palavras do modelo

A Figura 5.3 apresenta um exemplo de aplicagdo da segunda abordagem de back-

offlsmoothing do IdentiFinder.
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Exemplo de sentenga: “O Sr. Carlos come muito.”;

Token corrente: “Carlos”;

Bigrama sendo computado: P(PESSOA | Ndo-EM, “Sr.”), associado a P(CN, | CN..1, O..1);
Primeiro nivel de back-off do bigrama acima: P(PESSOA | Nao-EM) (vide Tabela 5.2);
Calculo de ©:

o Primeira analise: fator a esquerda da equagdo de ®@: (1 —

o Segunda analise: fator a direita da equagdo de O:

anterior C(Y)).
c(Y)

* No nivel de back-off, c(Y) = c(Ndo-EM), e no nivel de bigrama, anterior
c(Y) = ¢(Nao-EM, “Sr.”);

= Percebe-se que, se o valor de “anterior ¢(Y)” for proximo ao de c(Y),
entdo ® tende a zero;

= Qu seja, se a quantidade de exemplos de treinamento de (Nao-EM, “Sr.”)
for parecida com a de (N&o-EM), significa que o bigrama sendo
computado ndo ¢ representativo, entdo ha necessidade de se aplicar o
smoothing, e isso ocorre através da atribuicdo do peso @ proximo a zero
ao bigrama P(PESSOA | Nao-EM, “Sr.””), o que desloca quase toda a
massa probabilistica para um nivel abaixo no modelo de back-off, ou seja,
para o modelo P(PESSOA), que serda mais influente do que

P(PESSOA | Nao-EM, “Sr.”) no cenério exemplificado;

1

saidas inicas deyY *

c(¥)
Supde-se que, na sequéncia do exemplo (“O Sr. Carlos come muito.”), a palavra “Sr.”
seja vista 20 vezes como primeira palavra em bigramas, sendo 1 vez com a saida
“Carlos” e 19 vezes com a saida “Raul”, e sempre associada a classe Ndo-EM. Neste
caso, como a palavra “Sr.” Gerou somente 2 saidas unicas (“Carlos” e “Raul”) o peso

do fator a direita de ® sera
1 10
1+2 11’
20

Ou seja, 10/11 da massa probabilistica sera aplicada ao modelo do bigrama
P(PESSOA | Nao-EM, “Sr.”), e somente (1 - 10/11) ao modelo correspondente de
back-off P(PESSOA | Nio-EM). E um exemplo de ndo necessidade de smoothing.

Figura 5.3 - Exemplo de aplicacdo da segunda abordagem de back-off/smoothing

Ao contrario do HMM puro, no sistema IdentiFinder os modelos de back-off garantem
100% de probabilidade de geragdo de uma palavra para todos os estados que compdem o
modelo. A decodificagdo do modelo usa programagdo dindmica através do algoritmo de

Viterbi, assim como ocorre no HMM puro. Por fim, trata-se de um modelo
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matematicamente valido, uma vez que a soma de todas as probabilidades de transi¢@o

partindo de qualquer estado ¢ igual um.

Durante os experimentos do referido trabalho, o modelo foi treinado e avaliado utilizando
os corpora do MUC-6 (Grishman e Sundheim, 1996) ¢ MET-1 (Merchant et al., 1996),
respectivamente nos idiomas inglés e espanhol. Segundo os autores, os resultados
superaram todos os sistemas de REM baseados em aprendizado de maquina existentes a
época e alcangaram desempenho compativel aos dos melhores sistemas baseados em regras
manuais. Quanto ao tamanho do corpus de treinamento, foram realizados varios
experimentos e se concluiu que o desempenho foi bastante prejudicado com a utilizagdo de
corpus de tamanho inferior a 100.000 tokens e que, por outro lado, a melhora na acuracia
observada entre 100.000 ¢ 650.000 fokens é inferior a 2%. Por fim, ressaltam os autores
que os resultados associados ao MUC-6 ndo sdo boas referéncias para pesquisas de REM

independente de dominio, pois suas colegdes textuais sdo bastante especificas.

Como sugestoes de trabalhos futuros, os autores priorizam o aumento da distdncia do
contexto modelado, passando de um modelo de bigramas para trigramas, a fim de cobrir
erros detectados associados a utilizagdo de caracteres de pontuagdo (principalmente a
virgula) nas fronteiras ou dentro das EM. Além disso, ¢ sugerida também a utilizag¢do de
um modelo hierarquico para capturas nomes aninhados (como “Banco do Brasil”) e de
uma heuristica de treinamento para complementar o conjunto de corpora etiquetados

através de colegdes ndo etiquetadas.

5.2.2 — HMM com contexto

Em outro importante trabalho associado ao HMM para a tarefa de REM (Todorovic et al.,
2008), os autores demonstraram que a utiliza¢do de informagdes associadas ao contexto de
um token no HMM contribui para melhorar a acuracia e o tempo de etiquetagdo de um
sistema de REM. O modelo proposto no trabalho, chamado pelos autores de Context-HMM
(ou CHMM), foi baseado no IdentiFinder (Bikel et al., 1999) e as principais caracteristicas
que o diferem deste foram a grande relevancia atribuida ao contexto dos fokens, ou seja, as
palavras e features localizadas proximas a ele, e a criagdo de um componente gramatical
deterministico para a identificagdo de EM dos tipos data, hora, valor monetario e

percentual, baseado na utilizagdo de diciondrios e regras gramaticais.
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Em nivel de modelo, a principal alteracdo em relagdo ao IdentiFinder estad no fato do
CHMM considerar que a probabilidade de transi¢do entre estados sucessivos ¢ dependente
do contexto, representado pelas palavras e respectivas features proximas ao token corrente.
Assim, o modelo proposto no CHMM ¢ dado por

P(CN;| CNy1, <O,F>g 111 ), Eq. (5.8)

onde CN ¢ a classe de nome e K € o tamanho do contexto.

O treinamento do modelo com base nos exemplos de treinamento, ¢ expresso por:

c (CNI 9 C]Vt—l s <01F>t—k2 H'k) Eq' (5'9)
¢ (CNut, <OF> i 00k)

P(CN; | CNp1, <OF>p 11k ) =

sendo que c(evento) representa o numero de vezes (contagem) que o evento ocorreu na

colecdo de treinamento.

No trabalho em comento, foi denominada confexto a condi¢do da probabilidade
representativa do modelo (equagdo 5.8), ou seja, contexto = (CN.1 , <O F>j . 11x). As
combinagdes com que as variaveis CN.y, O . 1k € F 1k . 111 s30 usadas s@o determinadas
pelos modelos de back-off. Exemplos de combinagdes sdo: CN,. O, O ;, CN.1 F, O,, CN,,
0, O, F; 4, etc.. Quanto maior for o numero de contextos considerados, mais informagao ¢
obtida sobre a probabilidade dos estados, porém maior também ¢ o nimero de calculos dos
pesos @ associados ao modelo de back-off. O CHMM resolve esse problema através de
uma estratégia de agrupamento de contextos que tém numeros de ocorréncias similares nos
exemplos de treinamento e associando cada grupo a somente um peso ®. Os experimentos
mostraram bons resultados com a utilizacdo de 17 contextos (no intervalo #-2 a 7+2)
agrupados em 5 grupos. A probabilidade resultante do modelo de back-off ¢ dada pela
combinagdo linear das probabilidades dos grupos, da seguinte forma:
P(CN; | C) =Y, ®, P,(CN;| Cp), C=(CNu1, <O,F>1k:1+k) Eq. (5.10)

onde b representa os grupos do modelo de back-off e ©, os pesos dos grupos.

Os autores do referido trabalho desenvolveram um protétipo do CHMM e outro do
IdentiFinder, ambos foram treinados e avaliados utilizando o corpus do MUC-7 (Chinchor,
1998) e comparados entre si quanto a acuracia e velocidade na etiquetagdo de EM. Os
resultados mostraram que o CHMM executou o treinamento e a etiquetacdo duas vezes

mais rapido que o IdentiFinder, além de ter apresentado acurdcia superior na ordem de 3%
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em relacdo ao IdentiFinder e resultados satisfatorios com o uso do componente gramatical

deterministico proposto.

5.3 — O uso de gazetteers

No contexto do REM, gazetteers sdo listas externas que contém nomes de EM e podem ser
usadas para comparacdo com o0s tokens de um texto durante o seu treinamento ou

etiquetacao.

Segundo os autores em (Ratinov e Roth, 2009), gazetteers facilitam a inferéncia de
informagdes ndo contextualizadas no texto, ajudando a resolver problemas de ambiguidade
e ndo cobertura. Nesse sentido, trabalhos como (Cohen e Sarawagi, 2004), (Florian et al.,
2003), (Toral e Mufioz, 2006) e (Kazama e Torisawa, 2007) relataram resultados
satisfatorios com a utilizacdo de gazetteers representados por features em modelos de

REM probabilisticos, ao invés da sua utilizagdo por simples correspondéncia de palavras.

Os autores de (Zhou e Su, 2002) relataram melhora nas medidas de precisdo e revocacao
do modelo por eles proposto com a utilizagdo de gazetteers dos tipos pessoa, organizagao,

local e data.

Em (Sang e Meulder, 2003), os autores analisaram os sistemas participantes do evento
CoNLL-2003 e constaram que os gazetteers estavam entre as seis features mais usadas

pelos sistemas participantes.

O projeto Linguateca (Santos et al., 2004) disponibiliza publicamente o gazetteer
REPENTINO' ( (Sarmento et al., 2006) e (Sarmento, 2005)), que, segundo os seus
autores, foi especialmente desenvolvido para dar suporte a sistemas de REM na lingua
portuguesa. O REPENTINO contém cerca de 450.000 instancias de nomes (divididas em
11 categorias e 97 subcategorias), que foram extraidas de corpora manualmente
etiquetados do projeto Linguateca ou através de métodos de busca semiautomatizada na
web. A Figura 5.4 apresenta a distribuicdo das instancias de EM de acordo com as

categorias definidas no REPENTINO.

'* O acrénimo REPENTINO significa “REPositério para o reconhecimento de ENTIdades com Nome”.
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ORGANIZACOES
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PAPELADAS, _PRODUTOS
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OUTROS
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NATUREZA
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LOCAIS
12%

EVENTOS
6%

A/M/C

3%

ABSTRACOES

1% SUBSTANCIAS

0%

Figura 5.4 - Distribui¢@o das instancias do REPENTINO de acordo com as categorias
(Sarmento, 2005)

Na Figura 5.4, a categoria “seres” representa nomes de pessoas, “papeladas” representa
documentos de legislagdo e normatizacdo e “A/M/C” representa documentos sobre arte,

midia e comunicacgao.

O sistema de REM denominado SIEMES (Sarmento, 2006) é baseado na combinagio de
regras de andlise de contexto com a consulta a almanaques e utiliza o REPENTINO como
Unica fonte de conhecimento externo. A sua participagdo na avaliagdo conjunta do primeiro
HAREM (Santos et al., 2006) resultou na terceira colocacdo nas avaliagdes das EM pessoa

€ organizagdo.

Por fim, embora a popularizacdo e profissionalizacdo da Wikipédia propulsione cada vez
mais o interesse académico por pesquisas associadas a sua utilizagdo como fonte de dados
para a construcdo de gazetteers, no presente trabalho se optou pela ndo utilizagdo da
Wikipédia, devido ao fato dos nomes de pessoas e organizagdes contidos em textos
forenses serem, em geral, desconhecidos (pessoas comuns, pequenas empresas, etc.), € por

isso comumente nao encontrados nas paginas da Wikipédia.
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6 -SOLUCAO PROPOSTA

Neste capitulo € apresentado o modelo desenvolvido denominado ICC-HMM, que propde

uma adaptacdo do HMM para reconhecer entidades mencionadas em textos forenses.

6.1 - CARACTERISTICAS

O presente trabalho propde o ICC-HMM (Identification-Classification-Context-HMM), um
modelo de REM baseado no HMM, especializado no reconhecimento das entidades pessoa
e organizagdo em textos forenses, que possui como principais caracteristicas:

e A criacdo de dois HMM distintos, o modelo de identificagdo, para identificar se um
token ¢ EM ou ndo-EM, e o modelo de classificagdo, para classificar os tokens
identificados como EM;

e A explorag@o do contexto das palavras (palavras proximas ao token corrente) como
forma de prover melhor acurécia associada ao modelo de classificagdo;

e A utilizagdo de um gazetteer criado com base no REPENTINO (Sarmento et al.,
2006);

e A utilizagdo de um conjunto de features selecionado para o REM em textos

forenses.

Neste capitulo, a apresentacdo do ICC-HMM ¢ iniciada com a descricdo das features
utilizadas. Em seguida, sdo apresentados o modelo formal e as técnicas empregadas nos

processos de decodificacdo e de treinamento do modelo proposto.

6.2 - FEATURES

As sequéncias textuais tratadas pelo ICC-HMM sdo representadas por pares ordenados

contendo as sequéncias de tokens observaveis O e as suas respectivas features F, na forma

<0, F>.

O conjunto das features utilizadas ¢ a tinica parte do modelo que ¢ dependente do dominio
e dependente do idioma. Os textos forenses, que sdo aqueles contidos em arquivos de
midias apreendidas, ndo possuem um padrio que permita a sua associagdo a um dominio
predominante especifico. Esses textos podem representar contratos, editais, procuragdes,

cartas, emails, mensagens instantaneas, etc., ndo sendo possivel prever o tipo, teor, dialeto
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ou nivel de formalidade da sua escrita. Esta independéncia do dominio observada nos
textos forenses interfere diretamente na escolha das features do modelo. Features de
etiquetacdo morfossintatica, por exemplo, frequentemente usadas em sistemas de REM
(Feldman e Sanger, 2007), ndo se aplicam aos textos forenses, principalmente devido aos
constantes erros gramaticais e a auséncia de um padrdo de escrita nesses textos. Por outro
lado, o fato do ICC-HMM priorizar o reconhecimento somente dos nomes de pessoas e
organizagoes facilita a utilizacdo de features especificas para essas entidades, como o0s
identificadores CPF, RG, CNPIJ e inscri¢do social, e também permite a generalizacdo de
outras features na tentativa de elevar o nivel de padronizacio do texto, é o caso de features
como valor monetario, percentual, data, hora e CEP, que nio tém relagdo direta com as
entidades pessoa e organizagcdo e, por isso, podem ser generalizadas como uma Unica

feature sem prejuizo a acuracia do modelo.

A selecdo das features utilizadas no ICC-HMM resultou da andlise da frequéncia da sua
ocorréncia em textos forenses reais € nos corpora utilizados nos experimentos, assim como
da analise da sua interferéncia no correto reconhecimento das EM, usando como linha de
base as features propostas nos trabalhos apresentados em (Sang e Meulder, 2003) e (Bikel

etal., 1999).

As features utilizadas no ICC-HMM sao apresentadas na Tabela 6.1.

Assim como ocorre no modelo descrito em (Bikel et al., 1999), no ICC-HMM ¢ associada
uma feature a cada token, sendo que tal associa¢do ¢ feita pela ordem de precedéncia
listada na Tabela 6.1. Por exemplo, na sentenga “Anunciaram Carla como uma das
suspeitas”, ¢ atribuida ao token “suspeitas” a feature f other, ao token “Carla” a feature
f first cap e ao token “Anunciaram” a feature f first word. Observa-se que, apesar do
token “Anunciaram” iniciar com letra maidscula, a feature atribuida é f first word, e ndo

f first_cap, pois a primeira precede a segunda.
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Tabela 6.1 - Features utilizadas no ICC-HMM

Feature Significado intuitivo Exemplo
fid pes e CPF e 900.128.524-20
e RG o 6459878-40
fid org e CNPJ o 78.747.136/0003-89
e [E/IM (inscri¢do o [25454.23-1 ou 234.232.566
estadual/municipal)
f num e Numero e 520
e Valor monetario ou e 12.000,50 ou 12,000.50 ou 5,7 ou
percentual 57
e Data e J0/01/2012 ou 10.01.2012 ou 10-
01-12
e Hora e ]2:300u 12h300u 12:30:55 ou
12h30m55
e CEP o 41.820-000 ou 41820-000
e Cddigos, identificagdes ou e AC001/8-7 ou 50\K70:2

outras sequéncias numéricas

f all cap Todas as letras do token sdo CEF ou DPF ou MPF
maiutsculas e foken formado
por mais de uma letra

Intui¢do: EM organizacdo

f first word Primeira palavra da sentenga Qs suspeitos confirmaram.

Intui¢do: o fato de iniciar com
letra maiuscula ndo deve
interferir na predi¢cdo de EM

f first cap  Primeira letra do token é Osvaldo ou Policia ou Salvador
maiuscula e foken formado por
mais de uma letra

Intui¢@o: nome proprio, EM
ndo numérica

f punct Pontuagio ,ou, ou:

f other Qualquer foken que nao furto ou licitagdo ou suborno ou E
contenha nenhuma das demais
features

Além das features listadas na Tabela 6.1, que representam a sequéncia F' do par <O, F>, o
ICC-HMM utiliza no seu modelo de back-off uma feature especial para representar a
sequéncia observavel O, que é o stemming do token, expresso por f stem. O uso do
stemming se justifica pela sua capacidade de agrupar variagdes de um mesmo morfema e
assim reforgar o peso da sua representagcdo no texto de uma forma que néo prejudique a sua

carga semantica, o que pode resultar em uma melhor acurdcia do modelo. O modelo de
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back-off do ICC-HMM ¢ usado quando um token nio é encontrado no treinamento ou o

treinamento € considerado insuficiente. Este modelo ¢ apresentado na Se¢do 6.3.3.

6.3 - MODELO FORMAL

O ICC-HMM ¢ dividido em dois modelos, o de identificag@o e o de classificagdo de EM.

Durante o processo de etiquetagdo, para cada sentenga de um texto, o ICC-HMM percorre
a sequéncia de tokens em duas etapas, a primeira para identifica-los como EM ou nao-EM
e a segunda para classificar (como pessoa, organizacgdo, local, etc.) somente os tokens

identificados como EM na primeira etapa.

A Figura 6.1 apresenta, nos seus quadros tracejados, os diagramas de transi¢do de estados
dos modelos de identificagdo e classificacdo propostos, bem como as sequéncias
produzidas por cada modelo. Conforme ilustrado na Figura 6.1, o modelo de identificacio
recebe uma sequéncia de tokens observaveis O como entrada e gera a sequéncia de juncdes

(O, Id), identificada na figura por juncdo I, que representa a identificacdo de cada roken

quanto a ser ou ndo ser EM, uma vez que id; € S Id = {EM, ndo-EM}.

Em seguida, esta sequéncia de jungdes alimenta o modelo de classificagdo, que utiliza dois
conjuntos de estados, o S CI naoEM, formado somente pelo estado ndo-EM, € o conjunto
S Cl EM, formado pelos estados que representam as classes de EM (pessoa, organizagdo,
local, etc.). O modelo de classificagdo produz como saida a sequéncia de juncdes (O, Cl),
identificada na Figura 6.1 por jungcdo 2, que sdo os tokens e as classes de EM a eles
associadas. Os estados “Inicio” e “Fim” presentes nos diagramas da Figura 6.1 sdo
utilizados para representar as fronteiras do modelo, que sdo o inicio ¢ o fim de uma
sentenga, € ndo para identificar ou classificar os fokens. As se¢des seguintes apresentam os

modelos de identificacdo e classificagdo do ICC-HMM.
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Sentenca (O) = [Inicio] O,0,0; ... O7 [Fim]

i E

] ' i

[ -“ ‘D Eegenda:

i o . " Conjunto de estados S /d

Legenda;

£ Conjunto de estados § Cl_naoEM

i | Conjunto de estados S_Cl_EM

Juncdo_2 (O,Cl) = [Inicio] (O,Ch+ (0,C)z (O,Cl)s ... (O,Clyr [Fim],
Cl € (S_Cl_nacEM \U S_CI_EM) = {Nao-EM, Pessoa, Organizagao, Local, etc.}

Figura 6.1 - Diagramas de transicao de estados do ICC-HMM
57



6.3.1 — Modelo de identificacido

A exemplo do modelo de REM proposto em (Todorovic et al., 2008), com o objetivo de
explorar o contexto associado ao foken corrente, optou-se no ICC-HMM pela utilizagdo de
cadlculos de probabilidade de geracdo de estados, dado o contexto, do tipo
P(ESTADO|CONTEXTO), e pela ndo utilizagdo da probabilidade de emissdo de fokens, do
tipo P(TOKEN|ESTADO). Com a abordagem proposta, observou-se que haveria prejuizo a
tarefa de identificacdo de um token ao se comparar o estado ndo-EM com o estado
PESSOA, ORGANIZACAO, ou qualquer outro que represente uma classe de EM, uma vez
que, para a tarefa de identificagdo, a comparagdo entre dois identificadores (ndo-EM e EM)
¢ mais apropriada do que a comparacdo entre um identificador (ndo-EM) e uma classe

(PESSOA, por exemplo).

Este problema pode ser ilustrado da seguinte forma: supde-se que o modelo de REM
considera cada estado como uma classe de EM, além do estado ndo-EM. Se um corpus de
treinamento contém 16 exemplos do token “Passos”, sendo 8 associados ao estado ndo-
EM, 2 ao estado PESSOA, 2 ao estado ORGANIZACAO, 2 ao estado LOCAL e 2 ao estado
OBRA, entdo P(ndo-EM | “Passos”) = 8/16, que representa o quadruplo de P(PESSOA |
“Passos”) = 2/16. Em contrapartida, se forem agrupados todos os estados, exceto o ndo-
EM, em um estado unico, denominado EM, entdo P(ndo-EM | “Passos”) = P(EM |
“Passos”) = (2+2+2+2)/16, o que torna o processo de identificagdio mais

equilibrado.

Dada essa constatacdo, optou-se pela separagdo do ICC-HMM em dois modelos, um de
identificagdo, que agrupa todas as classes de EM em um unico estado, e outro de

classificagdo.

O quadro tracejado superior da Figura 6.1 representa o diagrama de transi¢do de estados do
modelo de identificacdo. Esse modelo ¢ um HMM composto por somente dois estados,
S Id = {EM, ndo-EM}, e é expresso em duas parcelas, da seguinte forma:

P(ld; | Id,., , <O,F>.1. 1) + P(Id; | O)), Eq. (6.1)
onde O = O; O, ... Or ¢ a sequéncia de fokens observaveis no tempo, F = F| F, ... Fr
representa a sequéncia das features associadas a O, Id = Id, Id, ... Idy é a sequéncia de

estados no tempo.
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Este modelo procura explorar a utilizagdo do contexto do token corrente na transicdo de
estados, P(ld, | Id,., , <O,F>,,. 1), sugerida em (Todorovic et al., 2008), em conjunto com

a probabilidade de geracdo do estado associado ao token corrente, P(Id, | O;),onde t € T.

6.3.2 — Modelo de classificacao

Conforme ilustrado na Figura 6.1, o modelo de identifica¢do transforma a sequéncia O =
0, 0, ... Orna sequéncia (O, id) = (O, id), (O, id); ... (O, id)r, onde id, € S id = {EM, ndo-
EM}. Essa sequéncia gerada ¢ posteriormente tratada pelo modelo de classificacdo, cujo
diagrama de transi¢cdo de estados estd representado no quadro tracejado inferior da Figura
6.1 e cujo objetivo € calcular as distribui¢cdes probabilisticas que mais agregam informacdo

para a inferéncia da classe (EM) de um foken.

O modelo de classificagdo ¢ expresso pela soma de quatro parcelas, aqui denominadas PI,
PT, PC e PG, a seguir apresentadas (os proximos paragrafos detalham os elementos que
compdem cada parcela):

1. PI- Probabilidade de identificagao:

P(Cly| Cliy, <O, F>11: 1) + Eq. (6.2)
P(Cl| Oy Eq. (6.3)
2. PT - Probabilidade do titulo'® gerar a EM:

P(Cl; | Oy) Eq. (6.4)

3. PC - Probabilidade do contexto gerar a EM:
t2_P(Cl| 0uc O2p1,41,42)/ 4, uzt Eq. (6.5)

4. PG - Probabilidade do gazetteer gerar a EM:
Pgazetteer(CLi* | O) Eq. (6.6)

Nas equagdes 6.2 a 6.6, O = O; O, ... Or ¢ a sequéncia de fokens observaveis no tempo, F'
representa a sequéncia das features associadas a O, Cl = CI, Cl, ... Clr é a sequéncia de
estados no tempo e Cl* representa o estado (classe) gerado pelo gazetteer REPENTINO
dado o foken O,. O modelo de classificagdo utiliza trés conjuntos de estados, o S CI GAZ,
que ¢ independente dos demais, formado pelos 11 estados que compdem o gazetteer, o

S Cl naoEM, que ¢ formado somente pelo estado ndo-EM, € o conjunto S CI EM,

EEENTI

15 s r . .
Titulo é o nome dado a palavras que precedem entidades mencionadas, como “Sr.”, “Dr.”, “empresa”, etc.
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composto por 10 estados associados aos tipos de EM existentes no corpus Colegcdo
Dourada do Primeiro HAREM'® (Rocha e Santos, 2007), uma vez que este corpus foi
utilizado para o treinamento do ICC-HMM durante a realizacdo dos experimentos. Esses

conjuntos sdo apresentados nas equagdes 6.7 a 6.9.

S Cl GAZ= {pessoa, organiza¢do, local, abstra¢do, evento, arte/midia/ Eq. (6.7)
comunicag¢do, produto, papelada, substancia, natureza, outros} 4- £0-
S _Cl_naoEM = {ndo-EM} Eq. (6.8)
S Cl EM= {pessoa, organiza¢do, local, abstra¢do, tempo, valor, obra, coisa,
Eq. (6.9)

acontecimento, variado}

Vale ressaltar que, apesar do ICC-HMM ter sido desenvolvido utilizando os conjuntos de
estados representados nas equagdes 6.7 a 6.9, o modelo suporta o uso de quaisquer
gazetteers ou corpus de treinamento que impliquem em alteracdes dos estados contidos,
respectivamente, nos conjuntos S Cl GAZ e S Cl EM, desde que essas colegdes

contenham exemplos associados as categorias de EM pessoa e organizagdo.

As férmulas dos calculos de probabilidade das equacdes 6.2 e¢ 6.3 do modelo de
classificagdo sdo as mesmas utilizadas no modelo de identificagdo (exceto pelo fato de CI

diferir de Id).

A equacido 6.4, P(Cl; | O.), ¢ referente a probabilidade de gera¢do do estado pelo token
que precede o token corrente. Este célculo interfere na classificagdo do primeiro token de
uma EM, através dos titulos (“Sr.”, “Dr.”, “empresa”, etc.) que costumam precedé-lo, bem
como na classificacdo dos demais tokens pertencentes a uma EM. Por exemplo, na
sequéncia “O Sr. josé Carlos Pacheco fez...”, o titulo “Sr.” auxilia na predi¢do da classe
pessoa associada ao préximo foken (‘“josé”), assim como o token ‘“josé” influencia na
inferéncia da classe pessoa associada ao token seguinte. A nao utilizagdo da feature F neste
calculo possibilita a inferéncia de EM atipicas, como, por exemplo, nomes de pessoas ou

organizag¢do iniciados em letra minudscula.

A equacdo 6.5 do modelo de classificacdo foi denominada probabilidade de contexto do
ICC-HMM e tem o objetivo de calcular a probabilidade de geracdo de um estado, dadas as

informagdes do contexto do token corrente. O termo “contexto”, no presente trabalho, ¢

'® Os corpora usados neste trabalho sdo detalhados nos experimentos (capitulo 7).
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referente as informagdes contidas nos tokens localizados proximos ao token corrente. A
probabilidade de contexto considera as combinagdes (produto cartesiano) de todos os
tokens do intervalo O;,., exceto O, nos exemplos de treinamento, € constitui um
importante recurso para atenuar os problemas de ndo cobertura e ambiguidade durante o

processo de etiquetacdo de sequéncias. A Figura 6.2 exemplifica a utilizacdo deste recurso.

Tarefa: Classificagdo de EM — etiquetacdo de sequéncias.

Sentenga: “Pede pro Paulo apagar as evidéncias.”.

Token corrente: O, = “Paulo”.

Tokens do contexto: O, = “Pede”, O = “pro”, O = “apagar”, O, = “as”.
Funcionamento da probabilidade de contexto:

1. Calcula-se P(C}| Or2 = Op2,.1,+1,+2), a probabilidade do token “pede” ocorrer
nos exemplos de treinamento dentre as posigdes t-2, t-1, t+1 ou t+2 para cada
estado de C/; treinado (pessoa, organizagdo, local, etc.).

O resultado de P(C/;| Or2 < O2,0.1,+1,+2) sera algo parecido com:
P(PESSOA | O, ou O ou O+ ou Or»="Pede’) = 0,60
P(ORG | O, ou Or.1 ou O+ ou Orp="Pede) = 0,25

P(LOCAL | O, ou O¢.; ou Or4; ou Oro="Pede”) = 0,15

2. Em seguida, repete-se o céalculo do passo (1), dessa vez aplicado ao fokens
“pro” (Or.1), “apagar” (O¢+1) € “as” (Or12).

3. Por fim, para cada estado (pessoa, organizagdo, local, etc.), calcula-se a média
aritmética simples das quatro probabilidades obtidas nos passos (1) e (2). Estes

sdo os valores de

L2 2 P(CL| Ouc Or2p1041042) /4, ut.

Figura 6.2 - Exemplo de funcionamento da probabilidade de contexto do ICC-HMM

O presente trabalho faz uso do gazetteer REPENTINO (Sarmento et al., 2006), cujo
modelo esta representado na equagao 6.6, Pgaseiieer(CL™* | O;), que calcula a probabilidade de
geragdo dos estados que compdem o gazetteer, dado o token corrente. Em (Sarmento,

2005), um dos autores do REPENTINO sugere que sejam realizadas corre¢des quando do
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seu uso em sistemas de REM em virtude do grande desequilibrio numérico existente entre
as diferentes categorias de EM'’. Dado este fato, além da grande quantidade de instancias
existente no REPENTINO (450.000) e também a alta taxa de repeticdo de instancias
unigrama'® de EM em categorias diferentes (9%), optou-se por uma modelagem estatistica
ajustada do gazetteer no presente trabalho, cujo fator de ajuste aplicado a determinada
categoria € proporcional ao nimero de instancias unigrama pertencentes a categoria. A
Tabela 6.2 apresenta as categorias existentes no REPENTINO, a distribuicdo de instancias
n-grama e unigrama e o fator de ajuste por categoria®. Vale ressaltar que nos calculos das
probabilidades sdo ignoradas palavras identificadas como stopwords (artigos, preposi¢des e
conjungdes). Observa-se que o conjunto de estados presentes neste gazetteer, denominado
S Cl GAZ e apresentado na Tabela 6.2, difere do conjunto S C/ EM (equagdo 6.9),
também utilizado no modelo de classifica¢do. Entretanto, como o objetivo do ICC-HMM ¢
reconhecer somente as EM das categorias pessoa e organiza¢do, € a Unica categoria, além
das proprias, que interfere na predicdo dessas EM ¢ a categoria local (por conter
consideravel quantidade de instancias compartilhadas com os tipos pessoa e organiza¢do),
conclui-se que a divergéncia entre os grupos S Cl EM e S Cl GAZ nao causa prejuizo a
solug@o proposta, pois as categorias pessoa, organiza¢do € local estdo presentes nos dois

conjuntos.

Tabela 6.2 - Fator de ajuste e distribui¢do das instancias por categoria no gazetteer

REPENTINO
Categoria Nimero de instﬁ.ncias Fator de ajuste
N-grama  Unigrama
Pessoa 286.297 879.774 0,642
Organizagao 46.869 239.338 0,175
Local 49.451 96.978 0,071
Evento 25.357 60.453 0,044
Arte/Midia/Comunicag¢do (A/M/C) 15.232 37.200 0,027
Produto 9.199 20.978 0,015
Abstragao 5.807 14.280 0,010
Papelada 4.427 11.067 0,008

7 Os ntimeros da distribuigio de instdncias por categorias de EM, assim como outros detalhes do
REPENTINO, sao apresentados na Secdo 5.3.

'8 Consideram-se instancias unigrama os exemplos de nomes contidos no REPENTINO compostos por
somente uma palavra.

' As instancias n-grama sdo as EM compostas por uma ou mais palavras, conforme registradas originalmente
no REPENTINO, e o conjunto das instdncias unigrama contém cada palavra presente nas instancias n-grama.
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Tabela 6.2 (continuacdo)

Numero de instancias

Categoria Fator de ajuste
N-grama Unigrama
Outros 1.771 4.357 0,003
Substancia 1.468 3.601 0,003
Natureza 867 2.133 0,002
Total 446.745 1.370.158

Como exemplo de utiliza¢do do gazetteer no modelo, dados os numeros apresentados na
Tabela 6.2, o célculo de Pguseiice Cli* | “Macedo”) gera as seguintes probabilidades ndo
nulas de geragdo de estados (onde c(evento) indica a contagem do evento nos exemplos de
treinamento e a variavel ajuste representa o fator de ajuste da categoria, obtido da Tabela
6.2):

c(PESSOA,"Macedo”)
c(“Macedo”)

®  Pousecitee( PESSOA | “Macedo”) = " ajuste = % - 0,642 =0,602;

c¢(ORG,"Macedo”)

* Pgazetteer(ORG | “MaC@dO”) - c(“Macedo”)

- gjuste === 0,175 = 0,008;

¢(LOCAL,"Macedo”) . ajuste = 1—5 . O 071 = 0 001

®  Poucitce LOCAL | “Macedo”) = o(‘Macedo o1

6.3.3 — Modelos de back-off

O cendrio ideal para um sistema de REM ¢ que os exemplos de treinamento contenham
todos os tokens e n-gramas possiveis, de modo a atenderem plenamente as expressoes de
probabilidade do modelo durante o processo de obten¢do de sequéncia 6tima de estados.
No entanto, isso ndo ocorre na pratica, e faz-se entdo necessaria a criacdo dos modelos de
back-off, que, apesar de mais genéricos e portanto com menor poder de acurdcia em
relacdo aos modelos de alto nivel, cumprem a tarefa de garantir que a cada ftoken

observavel seja associado um estado.

O ICC-HMM utiliza somente um nivel de back-off abaixo dos modelos de alto nivel. A
principal alteragdo implementada no modelo de back-off, em relagdo ao modelo de alto
nivel, é a substituicdio do token O pelo seu stemming f stem nos calculos das
probabilidades. Optou-se por essa abordagem por dois motivos, primeiro porque o0s
modelos de back-off tendem a degradar a acuracia dos modelos de etiquetagdo de
sequéncias (Bikel et al., 1999), entdo ndo ¢ recomendada a criagdo de muitos niveis de

back-off, e o segundo motivo ¢ que, pelo fato do presente modelo ser baseado na soma de

63



probabilidades, e ndo no produto, e do modelo de back-off utilizar somente as features dos
tokens (F e f stem), ao invés dos proprios tokens, reduz-se de forma consideravel o risco
de ndo obtencdo da sequéncia dtima de estados, pois a quantidade de exemplos das features
no treinamento tende a ser suficiente para garantir a robustez dos calculos de
probabilidade. Além disso, nos casos de palavras ou bigramas desconhecidos nos modelos
principal e de back-off no célculo de uma das probabilidades, a probabilidade resultante
(soma das parcelas de calculos de probabilidades) ndo ¢ anulada, mas sim passa a contar
com uma parcela a menos no resultado da soma. Por fim, como forma de garantir a geracao
do estado dado qualquer token, assume-se que, nos raros casos de palavras e bigramas
desconhecidos nos modelos principal e de back-off para os dois estados no modelo de
identificacdo, atribui-se probabilidade final igual a 1 para o estado ndo-EM, ou seja,

assume-se que essas palavras nao sio entidades mencionadas.

Os célculos de probabilidade que compdem os modelos de identificagdo e classificagdo do
ICC-HMM, apresentados nas equagdes 6.1 a 6.6, foram alterados para contemplar o
modelo de back-off definido para cada um deles. A Tabela 6.3 apresenta o modelo de back-

off definido para cada parcela, onde f stem, representa o stemming do token O,.

Tabela 6.3 - Modelos de back-off do ICC-HMM

Modelo de alto nivel Modelo de back-off

P(Id, | 1d,., , <O,F>4. 1+1) P(Ild, | 1d,,, F.1. 1) Eq. (6.10)
P(ld,| O)) P(ld, | f stem,) Eq. (6.11)
P(CL | Cl.y, <O, F>4. 141) P(Cl| Cliy, Fry:101) Eq. (6.12)
P(Cl| O) P(Cl, | f stem,) Eq. (6.13)
P(Cl,| O.y) P(CI, | f stem,) Eq. (6.14)

t+2
B2, P(CH| 0uc Opansnrn) /4wy umt-2 PCHLstemucfstemzsaii) /4,

s Eq. (6.15)

Pgazetteer(Clt* | Ot) Pgazetteer(Clt* |f_Stemt) Eq (616)

O calculo do peso ¢, usado no coeficiente aplicado a probabilidade de alto nivel
(coeficiente ¢) e de back-off (coeficiente 1- ¢), € similar ao apresentado em (Bikel et al.,

1999), e ¢ definido por:
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@:(1_CW5. 1 Eq. (6.17)

c(Y") 14 ocorrénciasunicasdeY >
' c)

sendo que P(X]|Y) ¢ a probabilidade do modelo de alto nivel, P(X|Y’) a probabilidade do

modelo de back-off e c(Y) € a contagem de ¥ nos exemplos de treinamento.

Y
O primeiro fator da equagdo 6.17, (1 — %), distribui o peso de acordo com o nivel de

especializa¢do de cada modelo, de forma que, quanto mais especifico o modelo, maior o

1
,ocorrénciasunicasdeY>
T

c(Y)

peso a ele atribuido, e o segundo fator, calcula o grau de

suavizagdo®, inversamente proporcional ao numero de ocorréncias unicas do modelo, e
pode ser interpretado da seguinte forma: quanto menor o indice de ocorréncias Unicas do
modelo de alto nivel, maior ¢ o valor do segundo fator da equagdo 6.17 e,
consequentemente, maior ¢ o grau de certeza do modelo de alto nivel (que usa o

coeficiente ®) e menor grau ¢ atribuido ao modelo de back-off (que usa o coeficiente @-1).

O calculo de @ ¢ similar ao apresentado em (Bikel et al., 1999), entretanto no ICC-HMM
usa-se o indice de ocorréncias unicas de Y, ao invés do indice de saidas unicas em 7-1, uma
vez que a solucdo proposta explora o contexto do token corrente no intervalo #-2 a 42, ou

seja, ndo ¢ restrita aos bigramas -1 — ¢.

6.4 — DECODIFICACAO

Conforme apresentado previamente neste capitulo, o modelo de identificagdo do ICC-
HMM transforma a sequéncia O = O; O; ... Or na sequéncia O = (O, Id), (O, Id), ... (O,
1d)7, de forma que S’ Id = {EM, ndo-EM}. Essa transformagao ¢ decodificada com o uso do
algoritmo de Viterbi apresentado em (Rabiner, 1990), que, através de técnicas de
programacdo dindmica, garante eficiéncia no célculo da sequéncia mais provavel de
estados com complexidade®' &TN?), ao invés de A2TN"), que é a complexidade associada

ao calculo das probabilidades de todas as sequéncias candidatas (Rabiner, 1990).

% Suavizag¢io é o nome dado para a utilizagio de mais de um nivel de modelo para calcular determinada
probabilidade, de modo distribuir a massa probabilistica de acordo com a adaptacdo de cada nivel aos
exemplos de treinamento (Feldman e Sanger, 2007).

I N é 0 ntimero de estados do modelo e T o tamanho da sequéncia observavel.
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O modelo de classificacdo, por sua vez, recebe como entrada os tokens pré-etiquetados
pelo modelo de identificagdo. Ao percorrer a sequéncia (O, Id)= (O, Id), (O, Id), ...
(O, Id)r, hd uma alteracdo no comportamento do algoritmo de Viterbi nos instantes ¢ em
que Id, = ndao-EM. O algoritmo representado pelo pseudocddigo na Figura 6.3 detalha este

comportamento durante a decodificagdo do modelo de classificagdo do ICC-HMM.

Considerando-se que:

e S Cl EM ¢ o conjunto de estados usado no modelo de classificacdo contendo as
10 classes de EM apresentadas na equacéo 6.9;

e S Cl naoEM ¢ o conjunto de estado usado no modelo de classificagdo contendo
somente o estado ndo-EM,

e (¢ o estado do modelo de classificagdo mais provavel no tempo ¢;

e (0,1d) (0O, Id), ... (0, Id)r é a sequéncia de jungdes entre fokens e estados gerada
pela decodificagcdo do modelo de identificagdo do ICC-HMM;

o d()=max P[CLL Cl,..Cl,=i, 0, O;.. O/|\]¢éamaxima probabilidade obtida
por uma sequéncia de estados no tempo ¢, associada as primeiras ¢ observacdes e
cujo estado final ¢ S CI EM;ou S _Cl naoEM;;

e Por recursividade, 8;+1(j) = [max 8,(i) - a;] - P(S_CI_EM;ou S Cl_naoEM;| Os) ;

* y(j) é o vetor usado para memorizar o estado que maximizou J,(j) para cada ¢ e
cada .

A decodificagdo da sequéncia O; O, ... Oy no modelo de classificagdo se da em 4 etapas:
1. Inicializagdo (1 =1)
Se (Id; = ndo-EM) {
O01(i)=m; - P(S CIl naoEM;| Oy),i=1 }
Caso contrario {
di(i)y=m;* P(S_Cl EM;| Oy), 1<i<10 }
(i) = 0.
2. Recursividade® (2 <¢<T)
Se (Id; = ndo-EM) {
O; (j) = max(1 <i<ny [06w1(0)  a;] " P(S_CIl_naoEM;| Oy, j=1 }
Caso contrario {
O; (j) = max(1 <i<ny [06w1(0) ~ a;] " P(S_CI_EM;|0), 1<;<10 }
w: () = argmax <i<n) [0:1(0) * a;] , 1<j<10
3. Finalizagdo (1 =T)
Clr = argmax << [81(i)] .
4. Recuperacio da sequéncia (backtracking)
Clt: Wi+ (CIH-]), t=T- 1, T—2, veey 1.

Figura 6.3 - Pseudocodigo do algoritmo de Viterbi adaptado, utilizado na decodificacdo do
modelo de classificagdo do ICC-HMM

Na Figura 6.3, as etapas 1 e 2 percorrem a sequéncia temporal ¢z, de 1 a 7, com o objetivo

de memorizar as maiores probabilidades de jungdo entre observagdes e estados para cada ¢

2 A fungdio max retorna a maior probabilidade e a fungdo argmax retorna o argumento (estado) que
maximizou a probabilidade
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e j, enquanto que a recuperagdo efetiva da sequéncia de estados mais provavel se da nas

etapas 3 e 4.

A principal variacdo deste algoritmo em relagcdo ao algoritmo de Viterbi apresentado na
secdo 4.3 estd relacionada ao fato da sequéncia de fokens de entrada conter algumas
jungdes pré-definidas pelo modelo de identificacdo que permanecem inalteradas durante a
decodificacdo do modelo de classificacdo, que sdo as jung¢des identificadas com o estado
ndo-EM. Isso faz com que, nos instantes ¢ associados a essas jungdes, o algoritmo utilize o
conjunto de estados S C/ naoEM, que contém somente um estado denominado ndo-EM, e
nos demais instantes seja utilizado o conjunto de estados S C/ EM, contendo as dez

classes de EM existentes no modelo (pessoa, organizagdo, local, etc.).

A Figura 6.4 ilustra este comportamento usando a sentenga “Paulo César frequentou o

Senado Federal ativamente” como exemplo.

Sentenca-exemplo: “Paulo César frequentou o Senado Federal ativamente”

Sequéncia gerada pelo modelo de identificagao: (O,/d)
("Paulo” EM); ("Cesar”,EM), ("frequentou” ,ndo-EM); ("0",ndo-EM),
("Senado” EM)s ("Federal”’,EM)s ("ativamente”, ndo-EM);

Comportamento durante a decodificagdo do modelo de classificagdo
do ICC-HMM para o exemplo acima:

= =

u % w

= S 8 8 S = o

Conjuntos Estados e tu - " & s “ s - W @ W .
v v L3 LI L¥ U3 4iT LT LT

S Cl naoEM § N&o-EM
i Pessoa
Organizagdo

S Cl EM '

‘ Local

O Estado inativo em ¢ | Linha dotempo

Estado ativo em ¢t >

Figura 6.4 - Exemplo de comportamento do modelo de classificagdo do ICC-HMM durante
a decodificacdo
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Na Figura 6.4, pode-se perceber que nos instantes =3, 4 e 7 a probabilidade dos fokens
“frequentou”, “0” e “ativamente” gerarem o estado ndo-EM ¢ igual a 1, pois € o unico
estado disponivel nesses instantes t. Por outro lado, percebe-se também que nos instantes
t=1, 2, 5 e 6 a probabilidade do estado ndo-EM ser gerado, respectivamente, pelos fokens
“Paulo”, “César”, “Senado” e “Federal” ¢ nula, pois nesses instantes toda a massa

probabilistica ¢ dividida entre os estados do conjunto S CI EM.

Além disso, nos instantes =3 e 7, o unico calculo realizado no modelo ¢ P(CI; | Cl,., ,
<O,F>.1. 1), apresentado na equacdo 6.2, pois este calcula a probabilidade de transi¢do de
estados, que varia de acordo com o estado anterior, contido em S C/ EM. Os demais
calculos (equagdes 6.3 a 6.6) sdo dispensaveis por estar associados a probabilidade de
geragdo do estado, dado o contexto do token corrente, ou seja, como ha somente um estado
nesses instantes, essa probabilidade ¢ 1, independente do token corrente. Ja no instante =4,
nenhum célculo ¢ realizado, pois tanto a probabilidade de transi¢@o de estados quanto a da
sua geragdo sdo invariaveis, uma vez que os estados em ¢ e 7-1 sdo unicos, iguais a ndo-

EM.

Conforme apresentado no inicio desta se¢@o, o algoritmo de Viterbi garante eficiéncia no
calculo da sequéncia mais provavel de estados com complexidade & 7N?). Como, no ICC-
HMM, esse céalculo implica na execugdo do algoritmo de Viterbi por duas vezes, a primeira
associada ao modelo de identificagdo e a segunda ao modelo de classificagdo, conclui-se
que a obtencdo da sequéncia de estados mais provavel pelo ICC-HMM ¢ realizada com
complexidade (47 + TN?) multiplicagdes, pois durante a primeira execu¢io o numero de

estados N ¢ fixo, igual a 2 (EM e ndo-EM).

6.5 - TREINAMENTO

O treinamento do ICC-HMM ¢ realizado através da contagem dos exemplos do corpus de
treinamento, com o objetivo de registrar as probabilidades apresentadas nas equagdes 6.1 a
6.6. Tais contagens sdo representadas nas equagoes 6.18 a 6.24, onde c(evento) representa

o numero de vezes que o evento ocorre no corpus de treinamento:

c(ld,, Id.,, <O,F>1.141)
PUd, | Id.; , <O,F>,. 1) = C(; d1”<0 P ) : Eq. (6.18)
t-1 5 p) t-1:t+
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C([dtl t)

PUd| 0)= “2 52 Eq. (6.19)
c(Cl, Cl.y,<OF>41. 111)
P(Cl | Cl, <O F>. = Eq. (6.20
( tl -1 tl.t+1) C(Cjt_l,<0,F‘>t_];t+l) q ( )
C(C]l )] l)
P(CL|0)= S5 Eq. (6.21)
Cl, O.
P(Cl| 0g) = 0D Eq. (6.22)
c(0-1)
C(C]t , OHC 0[-2,;.1,t+1,z+2)
P(CL| Ouc Or2p1,441042) = ) Eq. (6.23)
C( OHC 0;.2,[.1,z+1,z+2)
u=t-2,t-1,t+t1 e t+2, e
c(CIt*, 06
gazetteer(Clt | OI) = (00 Eq (624)

Na equacdo 6.24, vale ressaltar que o corpus de treinamento considerado € o gazetteer
REPENTINO, e ndo o corpus utilizado nos treinamentos das demais probabilidades. Por
fim, a mesma estratégia usada nos treinamentos representados nas equacdes 6.18 a 6.24

deve ser aplicada ao treinamento dos respectivos modelos de back-off.

Experimentos foram realizados utilizando este modelo proposto € sdo apresentados no
préoximo capitulo, com o intuito de avaliar a acurdcia do algoritmo desenvolvido e

compara-lo com outros modelos de REM.
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7 -EXPERIMENTOS E RESULTADOS

Este capitulo descreve os experimentos realizados no presente trabalho, apresenta uma
analise comparativa dos seus resultados e, por fim, descreve o resultado apresentado como

um produto utilizado no cendrio forense.

7.1 — CENARIO

Os experimentos do presente trabalho foram divididos em duas etapas, realizadas de
acordo com os seguintes objetivos:
1. Comparar o desempenho do ICC-HMM com os desempenhos apresentados na
avaliacdo conjunta do segundo HAREM (Carvalho et al., 2008);

2. Avaliar a acurédcia do ICC-HMM aplicado a textos forenses reais.

O segundo HAREM foi um evento realizado pelo projeto Linguateca (Santos et al., 2004)
no ano de 2008 em Portugal, que objetivou avaliar sistemas de REM em textos na lingua
portuguesa. O evento contou com a participacdo de dez sistemas, sendo que o Rembrandt
(Cardoso, 2008) foi o que apresentou melhores resultados na tarefa de reconhecer nomes
de pessoas e organizagdes e, por isso, € o foco das comparagdes realizadas no presente
trabalho. O Rembrandt ¢ um sistema deterministico baseado em regras manuais ¢ o ICC-
HMM, proposto neste trabalho, é um sistema probabilistico baseado em aprendizado de

maquina.

Conforme apresentado em (Carvalho et al., 2008), um dos objetivos do HAREM ¢ avaliar
sistemas especializados em reconhecer categorias especificas de EM e que, portanto, ndo
tém o propdsito de obter bons resultados em todas as categorias avaliadas no evento. Essa
caracteristica permite que o ICC-HMM seja avaliado e comparado especificamente nas

categorias pessoa € organiza¢do, quanto as tarefas de identificagdo e classificagdo das EM.

O projeto Linguateca dispde de dois corpora etiquetados com EM, o Cole¢do Dourada 1,
doravante denominado CD/, usado na avaliacdo do primeiro HAREM (Santos et al., 2006)
no ano de 2005, e o Cole¢do dourada 2, ou CD2, usado na avaliagdo do segundo HAREM.
Durante a primeira etapa dos experimentos, o ICC-HMM utilizou o CDI como corpus de

treinamento e o CD2 para a avaliagdo e comparag@o com o sistema Rembrandt.
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A segunda etapa de experimentos manteve a utilizagdo do corpus CD/ para o treinamento,
entretanto a avaliag@o foi aplicada a um corpus formado por 32 textos de arquivos contidos
em midias apreendidas em duas grandes operagdes da Policia Federal do Brasil, cujas EM
foram etiquetadas e revisadas manualmente. Esse corpus ¢ referenciado no presente

trabalho como corpus forense.

7.2 - METRICAS DE AVALIACAO

A avaliagdo dos sistemas de REM é comumente realizada através das métricas de acuracia,
que objetivam expressar por niumeros o desempenho de um sistema quanto aos seus acertos
e erros. Desde o evento MUC-6 (Grishman e Sundheim, 1996), quando ocorreram as
primeiras avaliacdes conjuntas desses sistemas, tem-se usado as medidas precisdo (P), do
inglés precision, revocagdo (R), do inglés recall, e a combinagdo entre elas, denominada
medida-F (F), do inglés F-measure. Tais medidas foram apresentadas em (Rijsbergen,

1979) e sdo expressas pelas seguintes razoes:

__N°deEM reconhecidas corretamente pelo sistema

P ; Eq. (7.1
N2de EM reconhecidas pelo sistema ’ q- (7.1)
_ Nede EM reconhecidas corretamente pelo sistema Eq. (7.2)
N¢de EM existentes no corpus ’
_(P’+1)"P'R Eq. (7.3)

d P P+R

No célculo de F, o parametro real ndo negativo p tem a fungdo de distribuir os pesos entre
P e R, de modo que, se p> 1 entdo o peso de R ¢ superior ao de R, e se p < 1 entdo ocorre
o contrario. No presente trabalho, os valores de F representam a combinag¢do harmoénica
entre P e R, dada por p = 1, da seguinte forma:

p=2tLR Eq. (7.4)
P+R

O HAREM também utilizou este sistema de métricas para avaliar as tarefas de
identificacdo e classificagdo de EM. Conforme apresentado em (Santos et al., 2007), para
que uma EM etiquetada por um sistema seja considerada correta no HAREM, todas as
palavras que a compdem devem estar corretas. Caso isso ndo acontega, mas o sistema
anote pelo menos uma palavra correta da EM, esta anotagdo ¢ considerada parcialmente

correta por defeito ou por excesso. A etiquetacdo ¢ parcialmente correta por defeito quando
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o nimero de palavras que compdem a EM do sistema ¢ inferior ao do treinamento e,
quando ocorre o inverso, a etiquetacdo ¢ parcialmente correta por excesso. E atribuido o
valor 1 as EM pontuadas corretamente e, para as EM parcialmente corretas, ¢ atribuido o

valor representado na Equacao 7.5.

0.5 namero de palavras anotadas corretamente pelo sistema Eq. (7.5)
)

numero de palavras resultante da uniio das EM do sistema e do treinamento '

A Tabela 7.1 apresenta alguns exemplos de pontuagdo atribuida a anota¢do de EM. A
primeira linha da tabela mostra a etiquetacdo parcialmente correta por excesso, uma vez
que o token “tem” foi anotado erroneamente, na segunda linha ocorre acerto parcial por
defeito, pois o sistema ndo etiquetou os tokens “Ricardo”, “Ramos” e “Silva”, e a terceira

linha apresenta um exemplo de etiquetagdo correta.

Tabela 7.1 - Exemplos de pontuagdo para EM anotadas do tipo PESSOA

Treinamento Saida do sistema Pontuacio
Paulo Paulo tem 0.5 1=025
b 2 b
Paulo Ricardo Ramos Silva  Paulo 0.5 1=0.125
b 4 b
Paulo Roberto Paulo Roberto 1

A exemplo do HAREM, no presente trabalho as avaliagdes foram realizadas considerando
as tarefas de identificagdo e classificacdo de EM. A primeira tarefa testa a capacidade de
identificacdo do sistema, ou seja, a informagdo sobre um foken ser ou ndo ser EM,
independente de ter sido classificado como pessoa, organizagdo ou qualquer outra
categoria. A avaliagdo da segunda tarefa, classificagdo, verifica se o token foi classificado

corretamente pelo sistema de REM, de acordo com a categoria de EM a qual ele pertence.

7.3 - CORPORA UTILIZADOS

Conforme mencionado, neste trabalho foram utilizados trés corpora, o CDI, o CD2 ¢ o
corpus forense. O ICC-HMM usou o CDI como corpus de treinamento e os demais foram

usados para a avaliag@o do sistema.
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7.3.1 — CDI - o corpus de treinamento

Para treinar o ICC-HMM foi utilizado o corpus Colecdo Dourada do primeiro HAREM
(Rocha e Santos, 2007), ou CDI, composto por 133.569 palavras, sendo 16.821 delas

agrupadas em 8.976 entidades mencionadas etiquetadas.

A escolha da CDI como corpus de treinamento se deu pelo fato de ser um dos dois Unicos

corpora etiquetados com entidades mencionadas disponiveis gratuitamente®.

VARIADO ABSTRACAO

TEMpo 1% 9%
9%

ACONTECIMENTO

COISA 2%
3%

LOCAL

PESSOA 24
21%
OBRA
_ 4%

Figura 7.1 - Distribuicdo das categorias de EM presentes na CD/

ORGANIZACAO
18%

A Figura 7.1 apresenta a distribui¢do das categorias de EM contidas nesse corpus. As
entidades mencionadas pessoa e organizagdo juntas representam 39% das EM presentes na
CDI1 e que, além dessas, existem outras oito categorias de EM anotadas. Apesar do ICC-
HMM objetivar o reconhecimento de nomes de pessoas e organizagdes, ¢ de fundamental
importancia que o corpus de treinamento contenha outras categorias de EM etiquetadas,
pois isso garante o equilibrio do modelo probabilistico. Se fossem consideradas no
treinamento do ICC-HMM somente as categorias pessoa € organizacdo, o modelo de
classificagdo seria tendencioso ao distribuir a massa de probabilidades de classificagdo de
um token entre as categorias candidatas, pois, uma vez que o foken fosse identificado como
EM pelo modelo de identificagdo do ICC-HMM, a classificacdo deste foken ficaria
limitada as categorias pessoa e organizacdo. Por exemplo, se o token “Recife” for
identificado como EM pelo modelo de identificagdo, o modelo de classificagdo so terd as

opgdes pessoa € organizagdo para classifica-lo.

0 outro corpus disponivel gratuitamente ¢ a CD2, apresentado na Seg¢io 7.3.2.
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Os documentos presentes na CD/ originam de fontes distintas, contendo diferentes tipos

textuais e variagdes no idioma. As Figuras 7.2 e 7.3 apresentam essas distribui¢des.

JORNALISTICO
13%

CORREIO
ELETRONICO
6%
ENTREVISTA

EXPOSITIVO 32%

8%
LITERARIO

POLITICO TECNICO
7% 5%

Figura 7.2 - Distribuicdo das palavras pelo tipo textual do seu documento de origem no
corpus CD1

O fato da CDI conter os 8 tipos textuais apresentados na Figura 7.2 ¢ um fator relevante
para o objetivo da etiquetacdo de textos forenses do ICC-HMM, pois essa caracteristica
aplicada ao treinamento contribui para uma melhor preparacdo do modelo quanto ao
reconhecimento de nomes em textos de arquivos de dominio desconhecido ou escritos em
linguagem informal. Quanto maior for o numero de tipos textuais presentes no
treinamento, maiores sdo as chances de serem identificadas semelhangas entre textos de
dominios desconhecidos e os textos treinados. Além disso, a existéncia de tipos textuais
contendo escrita informal na CD/, como os tipos entrevista e correio eletréonico, contribui

para que o treinamento tenha melhor adaptac@o aos textos forenses.

1200
1000
800
600
400
200 -

Hl BRASIL

O PORTUGAL

Figura 7.3 - Distribui¢do das categorias de EM por varia¢do do idioma no corpus CD/
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Conforme apresentado na Figura 7.3, a CD/ contém textos escritos no idioma portugués de
Portugal e do Brasil, sendo que a distribui¢do das EM quanto ao idioma é praticamente
equanime. Apesar desta ndo ser a situacdo ideal para a segunda etapa dos experimentos,
uma vez que a todos os textos forenses sdo escritos no idioma portugués do Brasil,
entendeu-se que o fato dessas variagdes linguisticas serem bastante ténues ndo justifica a
eliminagdo de cerca de 50% dos exemplos de treinamento para a obteng@o de um conjunto

de treinamento 100% escrito em portugués do Brasil.

7.3.2 — CD2 - o corpus dos experimentos

O corpus avaliado na primeira etapa dos experimentos ¢ a CD2 - Cole¢cdo Dourada do
segundo HAREM ( (Carvalho et al., 2008) e (Mota et al., 2008a)). Este corpus ¢ composto
por 74.350 palavras divididas em 129 documentos e que contém mais de 7.000 entidades

mencionadas etiquetadas.

A Figura 7.4 apresenta a distribuicdo das EM no CD2 e mostra que, assim como ocorre
com a CDI, as categorias de EM pessoa e organizagdo representam 41% das categorias
presentes no corpus. As demais oito categorias etiquetadas no corpus nio sio avaliadas no
presente trabalho.

ACONTECIMENTO

i?/? COISA
308

VALOR 4%
353
5%

ABSTRAGCAO OUTRO
79

1%

PESSOA
2036

OBRA 28%

449
6%

ORGANIZAGAO
961

Figura 7.4 - Distribui¢do das categorias de EM presentes na CD?2

A Figura 7.5 apresenta as variagdes de tipos textuais da CD2, que também ocorrem na
CD] e sdo caracteristicas que contém alguns pontos em comum com as encontradas em

textos forenses. Nesse sentido, destacam-se na CD2 a presenca de varios tipos associados a
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escrita informal, como opinido, blog pessoal, entrevista e texto privado, e também a

grande variedade de tipos, que sdo 13 ao total.

Figura 7.5 - Distribui¢@o das palavras pelo tipo textual do seu documento de origem na
CD?2

Por fim, a Figura 7.6 apresenta a distribui¢do das palavras da CD2 por variagdo no idioma,
onde se observa que cerca de 60% delas estdo contidas em textos escritos em portugués de
Portugal. Entretanto, como os exemplos de treinamento também sdo divididos entre essas
duas variagdes da lingua e a construcdo frasal delas ¢ bastante similar, entende-se que a
avaliacdo dos textos escritos no idioma portugués de Portugal ndo implica em prejuizo para
a interpretacdo dos resultados. Além disso, ha a necessidade de avaliagdo do corpus
completo para possibilitar as comparagdes desejadas com os resultados do sistema

Rembrandt.

Portugués do

Brasil
29795
40%
Portugués de
Portugal
44555
60%

Figura 7.6 - Distribui¢@o das palavras por variacdo do idioma

Os corpus CDI e CD2 sdo disponibilizados publicamente para download no projeto

. 24
Linguateca™.

* http:/fwww.linguateca.pt.
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7.3.3 — Corpus forense

O corpus forense foi utilizado na segunda etapa dos experimentos. Este corpus contém
6.421 palavras divididas em 32 documentos textuais extraidos de arquivos de midias

apreendidas em duas operacdes da Policia Federal do Brasil.

A selegdo desses documentos foi realizada da seguinte forma: primeiramente, buscou-se
agrupar os documentos em tipos textuais distintos contidos no material apreendido e, em
seguida, de forma aleatoria foram escolhidos os documentos de cada grupo em quantidades
proporcionais aos tamanhos desses grupos. As EM das categorias pessoa € organizagdo
contidas nos documentos do corpus foram etiquetadas manualmente de modo a possibilitar
a avaliag@o do corpus. Os grupos identificados, a quantidade de documentos por grupo e o

nimero de EM etiquetadas em cada grupo sdo apresentados na Tabela 7.2.

Tabela 7.2 - Distribui¢do de documentos por tipo textual

Tipo textual Numero de Numero de Numero de
documentos EM pessoa EM organizacdo

Contrato 6 26 24
Licitagdo — Edital 6 21 27
Licita¢do — Proposta 4 11 14
Procuragado 3 11 8

E-mail 5 13 17
Mensagem instantanea 6 11 9
Certificado de registro cadastral 2 2 6

De acordo com a Tabela 7.2, os contratos, licitagdes e mensagens sdo os tipos de
documentos mais frequentes no corpus, que, no total, contém 95 nomes de pessoas e 105

nomes de organizagdes etiquetados. Essa distribui¢do € apresentada na Figura 7.7.

PESSOA
ORGANIZAGAO 95
105 47%
53%

Figura 7.7 - Distribui¢ao das categorias de EM no corpus forense
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A Figura 7.7 mostra que, ao contrario do que ocorre nos corpora CD/ e CD2, no corpus
forense a quantidade de ocorréncias da categoria organizagdo (105) é superior a da
categoria pessoa (95). Isso pode estar relacionado ao fato das investigagdes da Policia
Federal serem frequentemente associadas a delitos cometidos contra empresas € o0rgaos

publicos.

Vale ressaltar que o texto contido no corpus forense ndo pode ser disponibilizado

publicamente, por motivo de sigilo policial.

7.4 — AMBIENTE DE DESENVOLVIMENTO E EXECUCAO

O protétipo do ICC-HMM foi desenvolvido na linguagem de programacao Java através do
ambiente de desenvolvimento integrado Eclipse Helios SRI e, para armazenar os dados

modelados, foi utilizado o SGBD* MySQL Server 5.5.10.

Os experimentos foram executados em um computador com processador /ntel Core2 com

2,33 GHz de clock e 3 GB de memoéria RAM.

7.5 - TAREFAS DE APOIO

Algumas tarefas de mineragdo de texto foram necessarias em fase de pré-processamento ou
durante a modelagem do sistema, essas tarefas sdo a seguir apresentadas:

e Processamento preparatorio: como os corpora CD/ e CD2 sdo disponibilizados no
formato XML, a conversdo de documentos para o formato em texto claro foi
necessdria somente para a geracdo do corpus forense, quando foram convertidos
arquivos de extensdo doc, pdf ou html em arquivos de extensdo xt, que
armazenavam somente o conteudo textual do arquivo original, livre da presenca de
metadados; tal conversdo foi realizada através do software comercial Guidance
Encase Forensics (Guidance Software, 2011);

e Lista de abreviagdes: utilizada como recurso auxiliar na tarefa de segmentagdo de
sentencgas, a fim de possibilitar a correta interpretagdo do caractere ponto; a lista das

abreviagdes utilizadas no ICC-HMM ¢ apresentada no Anexo A;

%% Sistema gerenciador de banco de dados.
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e Segmentagdo em sentencas: tarefa que delimita as sentencas de um texto, ¢
necessaria porque modelos de REM dependem da interpretagdo da construgdo
frasal para conseguir boa acuracia (Weiss et al., 2005); a segmentagdo foi
implementada através de adaptagdes da API*® SentenceDetector do software livre
CoGrOO (Kinoshita et al., 2007);

e Tratamento de contragdes: a separacdo de preposi¢des contraidas com artigos,
pronomes ou advérbios, como “do” (“de”+70”), “neste” (“em”+’este”) e daqui
(“de”+’aqui”), permite que a tarefa da tokeniza¢do considere a menor unidade
gramatical possivel, o que aumenta a padronizagdo das sequéncias textuais tratadas
pelo modelo; a lista de contragdes resolvidas no ICC-HMM ¢ apresentada no
Anexo B;

e Tokenizacdo: esta tarefa ¢ resolvida em duas etapas, primeiro, dentro de uma
sentenca, consideram-se fokens as palavras separadas por um ou mais espacos em
branco, posteriormente cada foken ¢ tratado quanto a presenca de abreviagdo,
pontuagdo ou caracteres especiais e, se for necessario, subdivide-se o token;

e Lista de Stopwords: conjunto de palavras ignoradas em determinadas tarefas, por
ocorrer em grande quantidade no treinamento e serem consideradas irrelevantes ou
prejudiciais quanto ao objetivo que a tarefa deve atingir; sdo usadas no calculo das
probabilidades de contexto e de gazetteer do modelo de classificagdo do ICC-
HMM; a lista das stopwords utilizadas na solugdo proposta ¢ apresentada no Anexo
G

o Stemming: reducdo do token ao seu morfema, ¢ utilizado como feature no modelo
de back-off do ICC-HMM. Esta tarefa foi implementada através da API
ARBTFBrazilianAnalyzer do software livre Lucene (Gospodnetic € Hatcher, 2004).

7.6 - EXPERIMENTOS

Os experimentos realizados envolveram a etapa de treinamento do modelo e em seguida a

etapa de avaliagdo do mesmo.

26 4 ALl . . . .
API ¢ acronimo para Application Programming Interface, uma interface de acesso para um componente de
software reutilizavel.
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7.6.1 - Treinamento

O processo de treinamento do ICC-HMM se deu através da obtengdo dos valores de

probabilidade utilizados pelo modelo, apresentados na Se¢do 5.5, com base nos exemplos

de treinamento do corpus CDI. Esses valores foram armazenados em tabelas de uma base

de dados do SGBD MySQL.

7.6.2 — Primeira etapa

Na primeira etapa dos experimentos, foram avaliadas trés variagdes do ICC-HMM, com o

objetivo de comparar os resultados entre essas variagdes € o modelo proposto, quanto a

acuracia e o tempo de execucdo. Esses testes foram aplicados ao corpus CD2 e as variagdes

propostas foram as seguintes:

1.

ICC-HMM com modelo tnico de identificacdao e classificacdo: esta variagao,
doravante denominada “modelo unico”, resultou em um sistema que nao contém o
modelo de identificagdo do ICC-HMM apresentado na Secdo 5.3.1. Além disso, o
modelo de classificagdo, que passou a ser modelo unico do sistema, foi adaptado de
modo a conter somente um conjunto de estados, formado pelas dez categorias de
EM presentes na CD2 (vide Figura 7.4) mais o estado ndo-EM. Todas as outras
caracteristicas do ICC-HMM foram mantidas. Dessa forma, o modelo se tornou
similar ao apresentado em (Todorovic et al., 2008), tendo como principais
diferengas as features selecionadas e a forma de se explorar o contexto do token
corrente;

ICC-HMM sem uso de gazetteer: doravante identificada por “sem gazetteer”, esta
variacdo do ICC-HMM propds a retirada do célculo de geragdo do estado pelo
gazetteer REPENTINO;

ICC-HMM sem contexto: doravante denominada “sem contexto”, esta variagdo
propos a retirada do calculo da probabilidade de contexto, apresentada na Secdo

6.3.2.

Observa-se que essas variagdes provocam a retirada de trés recursos do ICC-HMM, que

s30 o modelo de identificacdo, o uso do gazetteer ¢ a exploragdo do contexto do foken

corrente. Os experimentos da primeira etapa foram realizados com o intuito de identificar e

80



analisar o impacto provocado pela auséncia desses trés recursos no desempenho do modelo

proposto.

7.6.3 — Segunda etapa

A segunda etapa dos experimentos objetivou comparar o desempenho do ICC-HMM com
o do sistema Rembrandt, que foi o primeiro colocado na avaliagdo conjunta do segundo

HAREM para a tarefa de reconhecer nomes de pessoas e organizag¢des no corpus CD2.

A fim de possibilitar a comparacdo, o ICC-HMM foi aplicado ao corpus CD2 e foram
registradas as métricas de avaliacdo associadas as EM dos tipos pessoa e organizagdo

anotadas.

7.6.4 — Terceira etapa

A terceira etapa dos experimentos se caracterizou pela utilizacdo do ICC-HMM para o

reconhecimento das entidades dos tipos pessoa e organizagdo no corpus forense.

Para fins de compara¢do, o mesmo experimento foi realizado com a utilizagdo do sistema
Rembrandt®’ na sua versio 1.3 beta. O Rembrandt possui um arquivo de configura¢io que
define os parametros sob os quais o sistema ¢ executado. Para o presente experimento,

foram utilizados os pardmetros apresentados no Anexo D.

7.7 — RESULTADOS E DISCUSSAO

Os resultados dos experimentos realizados sdo apresentados e discutidos baseados nestas

trés etapas de experimentos.
7.7.1 — Primeira etapa
O primeiro resultado obtido dos experimentos € referente ao comparativo das varia¢des do

ICC-HMM, conforme pode ser observado nas Tabelas 7.3 (tarefa de identificacdo de EM)
e 7.4 (tarefa de classificacdo de EM). A Tabela 7.3 mostra que o ICC-HMM apresentou

70 codigo fonte do Rembrandt foi obtido no sitio web de endereco http://xldb.di.fe.ul. pt/Rembrandt/.
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melhor capacidade de identificagdo de EM no corpus CD2 em relagdo as variagdes do seu

modelo.

Tabela 7.3 - Resultados da avaliagdo do ICC-HMM e variagdes - tarefa de identificagdo

#EM #EM
Identificadas Identificadas
Corretas Corretas
Variacao Classe da #EM dentre EM #EM dentre EM

do Modelo EM Corpus do Corpus Sistema  do Sistema P R F
ICC-HMM PES 2036 1339,25 2008 1590,09 0,792 0,658 0,719
ORG 961 657,07 2064 1126,07 0,545 0,684 0,607
Modelo PES 2036 1313,63 1648 1249,37 0,758 0,645 0,697
Unico ORG 961 617,28 1344 741,21 0,551 0,642 0,593
Sem PES 2036 1339,25 1274 988,06 0,775 0,658 0,712
Gazetteer ORG 961 657,07 3061 1442,57 0,471 0,684 0,558
Sem PES 2036 1339,25 1967 1411,93 0,718 0,658 0,687
Contexto ORG 961 657,07 2171 1021,79 0,471 0,684 0,558

A medida da precisdo (P), quando aplicada a tarefa de identificacdo de uma classe de EM,
representa o percentual de EM que o sistema identificou corretamente dentre todas as EM
classificadas como pessoa ou organizagdo pelo proprio sistema, enquanto que a medida da
revocagdo (R) revela o percentual de EM identificadas corretamente dentre as EM do tipo
pessoa ou organiza¢do existentes no corpus. Esta avaliagdo, em especial a revocagdo, esta
diretamente relacionada ao resultado gerado pelo modelo de identificagdo do ICC-HMM,
cuja unica fun¢do ¢ identificar se determinado foken ¢ ou ndo EM. A superagdo em cerca
de 2% do ICC-HMM em relagdo & variagio Modelo Unico, apresentada na Tabela 7.3,
sugere que a utilizacdo do modelo de identificacdo em um sistema de REM pode contribuir

para a melhora da acuracia na tarefa de identificar EM.

Além disso, a Tabela 7.3 mostra que as variagdes Sem Gazetteer € Sem Contexto implicam
na piora da precisdo do modelo proposto em 7,4% para a EM organizagdo e entre 1,7% e
7,4% para a EM pessoa. Observa-se ainda que as medidas de revocagdo dessas variagdes
sdo idénticas a medida do ICC-HMM. Isso se justifica pelo fato dessas variagdes utilizarem
o mesmo modelo de identificacdo do ICC-HMM, assim a tarefa de identificar se um foken

¢ EM ou ndo gera os mesmos resultados para todos eles.

A Tabela 7.4 apresenta os resultados associados a tarefa de classificacdo de EM.
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Tabela 7.4 - Resultados da avaliagdo do ICC-HMM e variagoes - tarefa de classificacdo

Variacdo do Velocidade Classe da #EM #EM #EM

Modelo (tokens/s.) EM Corpus Sistema Corretas P R F

PES 2036 2008 1394,31 0,694 0,685 0,690

ICC-HMM 10 ORG 961 2064 676,25 0,328 0,704 0,447
Modelo Unico 7 PES 2036 1648 1105,61 0,671 0,543 0,600
ORG 961 1344 521,75 0,388 0,543 0,453

Sem Gazetteer 17 PES 2036 1274 921,04 0,723 0,452 0,556
ORG 961 3061 664,15 0,217 0,691 0,330

Sem Contexto 17 PES 2036 1967 1333,09 0,678 0,655 0,666
ORG 961 2171 631,76 0,291 0,657 0,403

Esses resultados mostram que, em geral, o ICC-HMM também supera o desempenho dos
demais modelos quando a tarefa € classificar as EM. A tnica excecdo ¢ a medida-F obtida
pelo modelo unico na tarefa de classificagdo da EM organizacdo, que superou o ICC-
HMM em 0,6%. Apesar dessa diferenca entre os valores da medida-F ser insignificante do
ponto de vista pratico, ela chama a aten¢@o para o valor da medida de precisdo que compde
a medida-F, que ¢ superior a do ICC-HMM em 6%. Essa diferenca pode ter ocorrido
devido a erros de identificacdo do ICC-HMM, entretanto tais erros representam o risco que
o modelo assume por priorizar a revocagdo em relacdo a precisdo. Nesse caso, por
exemplo, o ICC-HMM reconheceu mais de 70% dos nomes de organizagdes no texto,

enquanto que o modelo tnico reconheceu 54,3% desses nomes.

A Tabela 7.4 mostra também que a utilizacdo do gazetteer contribui consideravelmente
para melhorar a acurécia na tarefa de classificagdo, uma vez que a diferenga da medida-F
com e sem esse recurso € superior a 13% para a EM pessoa e 11% para a EM organizagdo.
A auséncia do gazetteer revelou um comportamento inesperado do modelo, uma vez que
os resultados foram caracterizados por alta precisio e baixa revocagdo na classificagdo da
EM pessoa e o oposto ocorreu com a EM organiza¢do. Isso pode representar insuficiéncia
de exemplos de treinamento que, como se pode observar nos resultados apresentados, foi

compensada com a utilizagdo do gazetteer no modelo principal, o ICC-HMM.

A informacdo sobre o contexto do tokem corrente também se mostrou um importante
recurso para obter melhora da acuracia do sistema. A Tabela 7.4 mostra que houve piora
em relacdo ao ICC-HMM de cerca de 2% e 4% na medida-F para as EM pessoa e

organizag¢do, respectivamente, o que justifica a utilizagio deste recurso no ICC-HMM.
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A velocidade de etiquetacdo do modelo, cujos valores sdo exibidos na segunda coluna da
Tabela 7.4, representa o numero médio de fokens etiquetados por segundo durante a
execu¢do do algoritmo de REM, considerando as tarefas de identificacdo e classificacdo.
Os seus resultados mostram que a utilizacdo do gazetteer e do contexto t€m impacto

relevante no fator tempo, representando diminui¢@o da velocidade em mais de 40%.

Os resultados apresentados na Tabela 7.4 e ilustrados no grafico de dispersd@o da medida-F
da Figura 7.8 mostram que os modelos tiveram maior dificuldade para reconhecer nomes
de organizagdes do que de pessoas, enquanto a visualizagdo grafica dos resultados
apresentada na Figura 7.9 evidencia que esta dificuldade esta diretamente relacionada a
capacidade de precisdo dos modelos, que em 100% dos casos foram inferiores as medidas

de revocagao, fato esse que ndo ocorreu com a EM pessoa.
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Figura 7.8 - Dispersao dos valores da medida-F por EM, obtidas nas avaliagdes
apresentadas na Tabela 7.4 (os numeros do eixo horizontal representam os modelos:
1=ICC-HMM; 2=Modelo Unico; 3=Sem Gazetteer ¢ 4=Sem Contexto)
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Figura 7.9 - Visualizagdo grafica dos resultados associados a tarefa de classificagdo de EM
apresentados na Tabela 7.4
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Para melhorar a precisdo de um modelo de REM, tém-se duas opg¢des: reduzir a quantidade
de EM etiquetadas ou aumentar a quantidade de acertos na etiquetagdo. Entretanto, em um
modelo de REM considerado estavel™®, essas grandezas sdo diretamente proporcionais, o
que significa que a redugdo da quantidade de EM etiquetadas provoca a reducdo de acertos,

que, por sua vez, implica em uma piora da medida de revocagao.

Em se tratando do REM no dominio forense, quando ndo ¢ possivel obter um equilibrio
entre as medidas de precisdo e revocagdo, opta-se pela revocacdo maior que a precisio.
Isso se justifica pelo fato de, durante uma investigac@o policial, qualquer informagao ser
potencialmente relevante até que se prove o contrdrio, ou seja, para a equipe de
investigacdo ¢ preferivel o reconhecimento de uma lista de nomes errados a omissdo de
uma lista de nomes corretos. Conforme apresentado na Tabela 7.4 e na Figura 7.9, o ICC-
HMM apresentou medidas de precisdo e revocagdo equilibradas para a EM pessoa e

medida de revocagao superior a de precisdo em mais de 100% para a EM organizagdo.

7.7.2 — Segunda etapa

A segunda etapa dos experimentos objetivou comparar o ICC-HMM e o sistema

Rembrandt quanto a tarefa de REM aplicada ao corpus CD2.

A Tabela 7.5 apresenta os resultados obtidos pelo Rembrandt na avaliagdo conjunta do
segundo HAREM para a tarefa de reconhecer nomes de pessoas e organizacdes. Esses
resultados estdo registrados em (Mota et al., 2008) e (Cardoso, 2008). A Tabela 7.7
reapresenta, para fins de comparagdo, os resultados obtidos pelo ICC-HMM aplicados ao

mesmo corpus avaliado pelo Rembrandt, a CD_2.

Tabela 7.5 - Resultados obtidos pelo sistema Rembrandt no segundo HAREM (corpus
avaliado: CD2)

Classe de EM P R F
PES 0,768 0,537 0,632
ORG 0,535 0,323 0,403

¥ No presente trabalho, considera-se “modelo estivel” o modelo de aprendizado que possui os pardmetros de
treinamento ¢ todos os calculos de probabilidade do modelo formal definidos.
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Tabela 7.6 - Resultados obtidos pelo ICC-HMM (corpus avaliado: CD?2)

Classe de EM P R F
PES 0,694 0,685 0,690
ORG 0,328 0,704 0,447

Os valores obtidos para a medida-F no ICC-HMM superam os obtidos pelo Rembrandt em
cerca de 10%. Conforme apresentado no grafico da Figura 7.10, observa-se que essa
superacdo ¢ reflexo da grande diferenca existente nas medidas de revocacdo entre os dois
sistemas, na qual o ICC-HMM ¢ superior em 14,8% para a EM pessoa e em 38,1% para a
EM organizagcdo. Em contrapartida, as medidas de precisdo do Rembrandt sdo superiores

as do ICC-HMM em 7,4% para a EM pessoa e 20,7% para a EM organizagdo.
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Figura 7.10 - Medidas P, R e F obtidas pelo ICC-HMM e pelo Rembrandt

Conforme ja mencionado no presente trabalho, para um sistema de REM aplicado ao
dominio forense, no caso de ndo se conseguir obter o equilibrio entre P e R, é preferivel
que se tenha R superior a P, requisito este que foi atendido pelo ICC-HMM de acordo com

os resultados dos experimentos aplicados ao corpus CD2.

7.7.3 — Terceira etapa

A terceira etapa dos experimentos objetivou avaliar a aplicagcdo do algoritmo do ICC-
HMM ao corpus forense (vide Secdo 7.3.3) e comparar os seus resultados com aqueles

obtidos pelo sistema Rembrandt aplicado ao mesmo corpus. Esses resultados sdo

apresentados na Tabela 7.7.
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Tabela 7.7 - Resultados do ICC-HMM e do Rembrandt aplicados ao corpus forense

Velocidade Classeda #EM #EM #EM
Sistema  (tokens/seg.) EM Corpus Sistema  Corretas P R F
PES 95 104 58,72 0,565 0,618 0,590
ICC-HMM 5 ORG 105 158 51,10 0,323 0,487 0,389
PES 95 76 43,10 0,567 0,454 0,504
Rembrandt > ORG 105 34 21,90 0644 0209 0315

Em linhas gerais, esta compara¢do se manteve similar a realizada com o corpus CD2, ou
seja, o ICC-HMM obteve as melhores medidas—F (diferenca entre 7,4% e 8,6%) e de
revocacdo (diferenca entre 16,4% e 27,8%), e o Rembrandt as melhores medidas de
precisdo (diferenca entre 0,2% e 32,1%). Além disso, para os dois sistemas os melhores
desempenhos mantiveram associados a EM pessoa, quando comparados com a EM

organizagdo.

A Tabela 7.7 mostra que, enquanto o Rembrandt reconheceu somente 21% dos nomes de
organizagdes presentes no corpus, o ICC-HMM chegou a quase 50% de reconhecimento, o
que ¢ mais eficiente do ponto de vista pratico policial, mesmo tendo esse resultado
ocasionado a alta média de dois erros de classificagdo (falso-positivos) a cada trés EM
classificadas, uma vez que P=0,323. O mesmo comportamento foi observado em relagdo a
EM pessoa, para a qual o ICC-HMM reconheceu 62% dos nomes presentes do corpus,

enquanto que o Rembrandt reconheceu 49%.

A andlise das EM contidas no corpus forense mostra que a baixa acurdcia associada 8 EM
organizagcdo esta em parte relacionada a ocorréncia de nomes desconhecidos e nao
iniciados em letra maiuscula nos textos forenses, uma situagdo que pode ser resolvida com
a utilizagdo do contexto do ICC-HMM em alguns casos, entretanto, na maior parte das
vezes, as informagdes do contexto presentes no corpus ndo sugeriram qualquer relagdo
com a EM organizacdo. Por exemplo, a sentenca “A sincraft mandou 10 copias do
material.”” contém a EM “sincraft” da categoria organizacdo, entretanto este nome &
desconhecido dos exemplos de treinamento e do gazetteer utilizados no ICC-HMM, além
de ser iniciado em letra mintscula e ndo haver informagdes de contexto dentro da sentenca
que associem o0 nome a uma organizagdo. A solugdo para esse tipo de problema pode ser o
aumento da quantidade de exemplos de treinamento, a expansdo da janela de contexto ou a

utilizacdo de informagdes sobre EM previamente etiquetadas com alta probabilidade de

* 0 nome da EM presente nesta sentenga foi alterado, por motivo de sigilo policial.
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acerto no mesmo texto. Entretanto, problemas como a caréncia de textos etiquetados para
REM na lingua portuguesa e impactos causados no desempenho computacional do modelo

podem tornar essas solugdes inviaveis do ponto de vista pratico.

Dentre os 32 documentos de texto contidos no corpus forense, todos tiveram ao menos
uma EM do tipo pessoa ou organiza¢do reconhecida corretamente pelo ICC-HMM,
enquanto que o Rembrandt ndo reconheceu nenhum nome em dois desses documentos.
Esse resultado favorece a aplicabilidade do ICC-HMM a tarefa de utilizacdo do REM
como filtro de arquivos analisados manualmente em investigagcdes policiais, conforme
proposto em (Dalben e Claro, 2011). O objetivo dessa tarefa ¢, durante a etapa de andlise
do material apreendido pela policia, priorizar a andlise manual dos arquivos que contém
nomes de pessoas ou organizagdes, a fim de se evitar esforco desnecessario com a analise
de arquivos irrelevantes. Em uma situa¢do hipotética, se essa tarefa fosse aplicada ao
corpus forense avaliado no presente experimento, o ICC-HMM selecionaria todos os

arquivos corretamente.

Chama a atencdo o fato da velocidade do sistema Rembrandt ser mais de dez vezes
superior a do ICC-HMM. O presente trabalho ndo objetivou analisar o algoritmo
desenvolvido quanto ao seu desempenho computacional, por isso as causas desta
discrepancia entre as velocidades ndo foram avaliadas, devendo esta tarefa ser realizada em

trabalhos futuros.

7.8 — APLICACAO FORENSE

Ao final dos experimentos, o ICC-HMM gerou uma lista contendo todos os nomes de
pessoas e organizagdes reconhecidos no corpus, com as seguintes informagoes:

e Nome reconhecido;

e (ategoria de EM;

e Arquivo que contém o nome reconhecido;

e Identificagcdo da midia que contém o arquivo;

e Identificagdo da operagdo policial que resultou na apreensdo da midia;

e QOutros arquivos/midias onde o0 mesmo nome foi reconhecido.
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A geragdo dessa lista tem o objetivo de prover informagdes a equipe de investigagdo acerca
dos nomes contidos nas midias apreendidas, em momento prévio a andlise manual dessas
midias, como forma de revelar nomes desconhecidos e possibilitar a priorizacdo da analise

manual dos arquivos que contém EM.
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8 -CONCLUSAO E TRABALHOS FUTUROS

Este capitulo apresenta as principais conclusdes do presente trabalho, bem como os

direcionamentos futuros.

Um dos problemas hoje enfrentados pelas forgas policiais brasileiras ¢ a caréncia de
métodos e ferramentas que as auxiliem no processo de andlise de midias computacionais
apreendidas em grande quantidade. Como consequéncia, acaba-se por realizar a andlise
manual dessas midias sem que se tenha qualquer informagdo prévia sobre o conteudo das
mesmas. O conhecimento acerca dos nomes das pessoas e organizacdes contidos nas
midias apreendidas, em momento prévio a sua analise manual, pode contribuir para a
revelacdo de nomes latentes desconhecidos, bem como pode servir como um filtro para a
redug¢do de mais de 90% da quantidade de arquivos analisados manualmente (Dalben e

Claro, 2011).

Assim, o presente trabalho propos o desenvolvimento de um modelo de Reconhecimento
de Entidades Mencionadas (REM) baseado no Modelo Oculto de Markov (HMM) para
reconhecer nomes de pessoas e organizagdes contidos em textos forenses. O algoritmo
desenvolvido baseado no modelo de REM proposto, denominado ICC-HMM
(Identification-Classification Context HMM), ¢ uma variagio do HMM, cuja principal
caracteristica ¢ a divisdo do modelo principal em dois submodelos, um para identificar e
outro para classificar as EM encontradas no texto, sendo que o submodelo de classifica¢ao
usa informag¢des extraidas do contexto da palavra corrente como forma de melhorar a
acuracia. Além dessa caracteristica, o ICC-HMM usa um conjunto de features de palavras
e um gazetteer como recursos adicionais do modelo que objetivam facilitar o

reconhecimento de nomes de pessoas e organizacoes.

Experimentos foram realizados utilizando dois corpora mantidos pelo projeto Linguateca
(Santos et al., 2004), um para treinar e outro para avaliar o modelo, € um corpus forense
extraido de arquivos contidos em midias apreendidas pela Policia Federal do Brasil, e os
resultados foram avaliados em trés etapas, a seguir descritas:

1. REM no corpus do Linguateca e comparacido dos resultados com trés

variacoes do modelo ICC-HMM: os testes mostraram que as trés variagdes
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resultam na redu¢o da acurdcia do ICC-HMM,; as variagdes foram: (i) ICC-HMM
sem modelo de identificagdo, (ii) ICC-HMM sem gazetteer e (iii) ICC-HMM sem
informacgdes de contexto;

2. REM no corpus do Linguateca e comparacio dos resultados com o sistema
Rembrandt (Cardoso, 2008)": O ICC-HMM foi superior nas medidas de
revocagdo e medida-F, enquanto que o Rembrandt foi superior nas medidas de
precisao;

3. REM no corpus forense e comparacio dos resultados com o sistema
Rembrandt: o ICC-HMM foi superior nas medidas de revocacdo e medida-F; o

Rembrandt foi superior nas medidas de precisdo.

A partir da andlise dos resultados obtidos, conclui-se que um sistema de REM de
aprendizado de madquina usando modelo bipartido (identificacdo-classificagdo) pode
alcangar acuracia superior a dos melhores sistemas de REM para a lingua portuguesa, em
especial quando ndo se tem informagdo prévia acerca do dominio textual e quando as

medidas de revocagdo sdo mais importantes que as de precisao.

Além disso, pode-se concluir que gazetteers e informagdes do contexto das palavras sdo

importantes recursos usados para melhorar a acuracia de modelos de REM.

Por fim, o presente trabalho mostrou que o modelo do ICC-HMM ¢ aplicavel ao cenario
forense, para o qual pode oferecer as seguintes contribuigdes:

e Geragdo de lista de arquivos que contém pelo menos um nome de pessoa ou
organiza¢@o, com o objetivo de funcionar como um filtro dos arquivos a serem
analisados manualmente e assim evitar esforgos desnecessdrios com a analise
manual de arquivos irrelevantes, conforme apresentado em (Dalben e Claro, 2011);

e (Geracdo de listas contendo todos os nomes de pessoas e organizagdes reconhecidos
em midias apreendidas, em momento prévio a andlise manual dos arquivos contidos
nessas midias, com o objetivo de enriquecer a base de conhecimento da equipe de
investigacdo e também direcionar as atividades de andlise das midias apreendidas.

Portanto, o objetivo tracado pelo presente trabalho foi alcangado, uma vez que foi criado

um modelo probabilistico baseado no HMM capaz de superar os resultados obtidos por

30 O sistema Rembrandt obteve os melhores resultados na avaliagdo conjunta do segundo HAREM (Carvalho
et al., 2008) na tarefa de reconhecer nomes de pessoas e organizagdes.
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sistemas de REM na tarefa de reconhecer nomes de pessoas e organizagdes na lingua
portuguesa, foram registradas as suficiéncias e deficiéncias observadas durante os
experimentos e, por fim, foi criado um protdtipo representativo do modelo que serve como

linha de base para a implementa¢ao de uma aplicacdo de REM no cendrio forense.

8.1 - LIMITACOES

As principais limitag¢des associadas a solucdo proposta foram:

e A aplicacdo do ICC-HMM ¢ restrita a etiquetagdo de textos ndo estruturados, assim
os resultados obtidos com a etiquetacdo de textos estruturados tendem a ser piores
que os apresentados no presente trabalho;

e Somente foi avaliada a acuracia do modelo proposto para a tarefa de reconhecer
nomes de pessoas e organizagdes, portanto nada se pode afirmar sobre o

desempenho do modelo aplicado ao reconhecimento de outras categorias de EM.

8.2 - TRABALHOS FUTUROS

Dado o fato do REM aplicado ao cenario forense ser um topico ainda pouco explorado
academicamente, alguns trabalhos sfo sugeridos como complemento as pesquisas que
originaram o [CC-HMM. As propostas s3o as seguintes:

e Realizacdo de um estudo comparativo com outros modelos de REM probabilisticos,
como o CRF (Lafferty et al., 2001), MEMM (McCallum et al., 2000) ¢ SVM
(Vapnik, 1998), aplicado ao cendrio forense;

e (riagdo de um modelo de relacionamento entre EM, com o objetivo de identificar a
existéncia de vinculos entre diferentes documentos textuais;

e Analise do desempenho computacional do ICC-HMM, tratando de temas como a
otimizagdo da estrutura de dados utilizada no modelo e a viabilidade de utilizagdo
do processamento distribuido para a execugdo da tarefa de REM;

e Estudo de viabilidade de modificagdo do ICC-HMM de modo a:

o Considerar todas as palavras da sentenga corrente como informagdes de
contexto;

o Fazer uso de informagdes associadas a sentencas etiquetadas previamente
no texto como forma agregar contexto as senteng¢as ainda nao etiquetadas;

o Incluir o uso de sindnimos no modelo como forma melhorar a sua acuracia.
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A — LISTA DAS ABREVIACOES USADAS NO ICC-HMM

A Tabela A.1 apresenta a lista das abreviagdes usadas na implementacido do ICC-HMM

Tabela A.1 - Lista das abrevia¢des usadas no ICC-HMM

"S.a. II, "ltda. II, "ltd. ", "SV. II, "Sl"a. " "SV. an , nsra‘ N) Ndr' N) Ndra‘ N) Nmr‘ N) Ilmrs‘ N, ”S.m.j. N)
", .z "non

cia.”, "atm.", "qui.", "adm."”, "fls.", "q.e.d.", "cap."”, "ten.", "maj.", "cel.", "max.", "madx.",
Nmm' H, ,’tOn. ", ”SI"S. ", "deLO. II, "deptO. N) Hl?gto' H, ”tab, N) lﬁg' II, Ilrev‘ II, ”StO, N, ”Sta, N, Nmed‘ N)
"Seg. ", "tel", ", Nqua' II, ”qui, ", Nsex‘ N) "Sab, H, "Sdb, N) Ndom' II, I‘I]'an‘ N) lfev' N) Nmar' N) Nabr‘ N)
"mai.”, "jun.", "jul.", "ago.", "set.”, "out.", "nov.", "dez.", "att.", "doc."”, "inc."”, "talmai.",
,ﬁeq- H, "art. H, H’,,ef H, "arts. rr) rrpdg H, ”]761g. rr) "eont. H, ”adv. H} "Cldj. H, "min. H} "min. HJ
”]77"0](.‘ H, ”profa. H) "ObS. rr) "pVOfll. H, ”VOZ. rr) "Ol"g. rr) "eng. " Hpg H, !jr " "bel. H} " ex.d. H}

b . E
"v.ex.a”, "sr.a”, "sr.", "v.ex.”", "v.em.a", "v.em.”", "v.rev.ma", "v.rev.m, "vv.pp."”,

’

"v.mag.", "v.mag.a", "v.mag.”", "vv.mm."

i)
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B — LISTA DAS CONTRACOES TRATADAS NO ICC-HMM

A Tabela B.1 apresenta a lista das contragdes tratadas na implementag¢do do ICC-HMM

Tabela B.1 - Lista das contragdes tratadas no ICC-HMM

De + o(s) — do(s)

De + a(s) — da(s)

De + um — dum

De + uns — duns

De + uma — duma

De + umas — dumas

De + ele(s) — dele(s)

De + ela(s) — dela(s)

De + este(s) — deste(s)

De + esta(s) — desta(s)

De + esse(s) — desse(s)

De + essa(s) — dessa(s)

De + aquele(s) — daquele(s)
De + aquela(s) — daquela(s)
De + isto — disto

De + isso — disso

De + aquilo — daquilo

De + aqui — daqui

De + ai — dai

De + ali — dali

Em + o(s) — no(s)

Em + a(s) — na(s)

Em + um — num

Em + uma — numa

Em + uns — nuns

Em + umas — numas

A +a(s)—a(s)

Por + o — pelo(s)

Por + a — pela(s)

De + outro — doutro(s)

De + outra — doutra(s)

Em + este(s) — neste(s)

Em + esta(s) — nesta(s)

Em + esse(s) — nesse(s)

Em + aquele(s) — naquele(s)
Em + aquela(s) — naquela(s)
Em + isto — nisto

Em + isso — nisso

Em + aquilo — naquilo

A + aquele(s) — aquele(s)

A + aquela(s) — aquela(s)

A + aquilo — aquilo
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C - LISTA DAS STOPWORDS CONSIDERADAS NO ICC-HMM

A Tabela C.1 apresenta a lista das stopwords consideradas na implementagdo do ICC-
HMM

Tabela C.1 - Lista das stopwords consideradas no ICC-HMM
"a","ainda", "alem" "ambas","ambos","antes",
"ao","aonde","aos","apos","aquele","aqueles",
"as","assim", "com” "como","contra","contudo",
"cuja","cujas","cujo","cujos","da","das","de",
"dela","dele","deles","demais","depois","desde",
"desta","deste","dispoe","dispoem","diversa",
"diversas","diversos","do","dos","durante","e"
"ela","elas","ele","eles","em","entao","entre",
"essa","essas","esse", "esses” "esta","estas",
"este","estes","ha","isso","isto","logo","mais",
"mas","mediante","menos","mesma", "mesmas" "mesmo",
"mesmos","na","nas","nao","nas","nem", "nesse", "neste",
"nos","0","0s","ou","outra","outras","outro","outros",
"pelas","pelas","pelo","pelos","perante","pois","por",
"porque","portanto","proprio","proprios","quais","qual",
"qualquer","quando","quanto","que","quem","quer","se",
"seja","sem","sendo","seu","seus","sob","sobre","sua",
"suas","tal","tambem","teu","teus","toda","todas", "todo",
"todos","tua","tuas","tudo","um","uma","umas","uns"
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D — VALORES DE PARAMETROS DO SISTEMA REMBRANDT

A Tabela D.1 apresenta os valores atribuidos aos pardmetros do sistema Rembrandt

quando da sua utilizagdo no experimentos do presente trabalho.

Tabela D.1 - Valores atribuidos aos parametros do sistema Rembrandt

Parametro Valor
global.lang pt
rembrandt.core.rules HAREM
rembrandt.core.doEntityRelation false
rembrandt.core.removeRemainingUnknownNE  true
rembrandt.core.removeTextualNumbers true
rembrandt.input.encoding ISO-8859-1

rembrandt.input.file

[caminho e nome do corpus_avaliado]

rembrandt.output.encoding

ISO-8859-1

rembrandt.output.file

[caminho_e nome_do_arquivo

etiquetado gerado]

rembrandt.cache.usedocumentindex true
rembrandt.cache.term clause.enable true
saskia.dbpedia.enabled true
saskia.dbpedia.version 3.5.1
saskia.dbpedia.mode local
saskia.dbpedia.local.fileformat N-TRIPLE
saskia.wikipedia.enabled true
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