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pelos conselhos, à Gabriela, pela compreensão, e ao Rafael, por viajar em meu lugar,
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serváveis, representadas por quadrados. Setas indicam a relação linear
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Resumo

Em geral, os diversos modelos de mensuração e de regressão de variáveis latentes

surgiram independentemente uns dos outros. De fato, suas estruturas, seus métodos

de estimação, a interpretação dos parâmetros estimados, a nomenclatura utilizada e as

principais áreas de aplicação são por vezes bastante diferentes entre si. Este trabalho

apresenta uma revisão bibliográfica dos principais modelos utilizados na mensuração

e regressão de variáveis latentes cont́ınuas, evidenciando suas conexões, normalmente

muito pouco evidentes. Para esse fim, será considerada variável latente aquela que

não é observada nem observável, pasśıvel de ser mensurada de forma aproximada, por

meio de outras variáveis indicadoras observáveis.

Palavras Chave: Variáveis latentes, Análise Fatorial, Teoria de Resposta ao

Item ( tri), Equações Estruturais, lisrel, gllamm.
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Abstract

In general, the many measurement and regression models involving latent varia-

bles have appeared independently of one another. In fact, their structures, methods

of estimation, interpretation of parameters, taxonomy and main fields of application

are often very distinct. This work presents a bibliographic review of the main mo-

dels for the measurement and regression of latent continuous variables, eliciting their

links, usually not self-evident. In this context, a latent variable will be considered to

be that one which can be approximately measured, by means of manifest observable

indicators.

key words: Latent variables, Factor Analysis, Item Response Theory ( irt),

Structural Equations, lisrel, gllamm.
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Caṕıtulo 1

Introdução

1.1 Objetivo da dissertação

Em geral, os diversos modelos de mensuração e de regressão de variáveis latentes

surgiram independentemente uns dos outros. De fato, suas estruturas, seus métodos

de estimação, a interpretação dos parâmetros estimados, a nomenclatura utilizada e

as principais áreas de aplicação são por vezes bastante diferentes entre si.

Este trabalho apresenta uma revisão bibliográfica dos principais modelos utilizados

na mensuração e regressão de variáveis latentes cont́ınuas, evidenciando suas conexões,

normalmente muito pouco evidentes. Para esse fim, será considerada variável latente

aquela que não é observada nem observável, pasśıvel de ser mensurada de forma

aproximada, por meio de outras variáveis indicadoras observáveis.

Essa delimitação é importante devido à multiplicidade de interpretações que as

variáveis latentes podem ter, como mencionado na Seção 2.1. Ao expandir a inter-

pretação do conceito de variável latente, tem-se de entender o erro de mensuração, os

coeficientes de regressão aleatórios e até mesmo dados faltantes, entre outros, como

realizações de variáveis latentes. Caso todas as interpretações de variável latente fos-

sem contempladas, uma série de outros modelos deveriam integrar o escopo desta

dissertação, como a Regressão com Erros nas Variáveis, os Modelos de Efeitos Alea-

tórios e Mistos e os Modelos para Dados Longitudinais, por exemplo. Dentre esses,

apenas a Regressão com Erros nas Variáveis será considerada próxima o suficiente

dos modelos em que se deseja aprofundar a discussão, sendo por vezes mencionada,

10



mas para demarcar seu contraste em relação a esses modelos.

1.2 Estrutura da dissertação

Este trabalho explora inicialmente, em seu Caṕıtulo 2, os principais modelos para va-

riáveis latentes que serão abordados com maior profundidade nos caṕıtulos seguintes,

sua forma de representação gráfica e a dificuldade decorrente da regressão entre essas

variáveis.

No Caṕıtulo 3, são apresentados os modelos de mensuração mais difundidos para

variáveis aleatórias: a Análise Fatorial e a Teoria de Resposta ao Item, trazendo

também uma discussão sobre situações em que ambos são absolutamente equivalentes.

Ao tratar da regressão de variáveis latentes cont́ınuas, o Caṕıtulo 4 introduz o

Modelo de Equações Estruturais (mee), que possibilita a mensuração e regressão de

variáveis latentes de forma simultânea. Em seguida, apresenta casos particulares em

que a abordagem pode ser feita passo-a-passo, além do Modelo Linear Generalizado

com Variáveis Latentes, que representa uma expansão do mee.

Finalmente, o Caṕıtulo 5 apresenta uma análise sobre os modelos apresentados,

ressaltando suas conexões, bem como recomendações para situações práticas de pes-

quisa às quais essa análise pode trazer contriuições significativas.

1.3 Terminologia e notação utilizadas

No presente trabalho, serão abordados diversos modelos que tratam da mensuração

e regressão de variáveis latentes cont́ınuas. Desde o desenvolvimento dos primeiros

modelos de mensuração (Spearman, 1904) até os mais recentes avanços nesse tipo de

modelagem (Skrondal & Rabe-Hesketh, 2004), devido à independência observada no

desenvolvimento das diversas abordagens, conceitos similares vieram sendo chamados

por nomes que diferem de uma abordagem para outra. Para amenizar essa dissonân-

cia, a Tabela 1.1 apresenta as diversas nomenclaturas associadas a cada conceito.

Diante desse panorama, adotar-se-á a nomenclatura que parecer mais objetiva e

geral, sempre que posśıvel. Fazendo isso, pretende-se evidenciar as conexões entre os

diversos modelos, chamando estruturas análogas pelo mesmo nome.
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ç
õ
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râ

m
et

ro
d

e
d

ifi
cu

ld
a
d
e

d
o

it
em

i

c i
P

a
râ
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Além disso, tentou-se unificar a notação de todos os modelos com a mais cor-

rentemente adotada atualmente: a notação lisrel, apresentada nas Tabelas 1.2 e

1.3. Além da atualização, esse tipo de tradução também representa um ganho na

percepção de semelhanças entre as estruturas dos diversos modelos, uma vez que elas

estarão sendo sempre denotadas de forma consistente.

Em apenas dois modelos foram admitidos desvios a essa diretriz:

• No modelo gllamm, algumas notações serão levemente alteradas, em conso-

nância com as alterações feitas pelos próprios autores à notação lisrel; e

• Nos modelo de tri, a convenção largamente difundida, de denotar o parâmetro

de dificuldade por β foi mantida, não se devendo confundi-lo com os homônimos

da notação padrão da Tabela 1.2 (B = {βij}).
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Tabela 1.2: Notação lisrel para a modelagem da regressão linear entre as variáveis

latentes.

Equação do modelo estrutural:

η = B η + Γ ξ + ζ

Pressupostos:

E (η) = 0

E (ξ) = 0

E (ζ) = 0

ζ é independente de ξ

(I−B) é não-singular

Śımbolo Dimensões Definição

Variáveis

η = {ηi} m× 1 Variáveis latentes endógenas

ξ = {ξi} n× 1 Variáveis latentes exógenas

ζ = {ζi} m× 1 Erros latentes

Coeficientes

B = {βij} m×m Matriz de coeficientes das v. latentes endógenas

Γ = {γij} m× n Matriz de coeficientes das v. latentes exógenas

Matrizes de covariância

Φ = {φij} n× n E (ξξ′): Matriz de covariância de ξ

Ψ = {ψij} m×m E (ζζ′): Matriz de covariância de ζ

14



Tabela 1.3: Notação lisrel para o modelo de mensuração associado às variáveis

latentes endógenas (η) e exógenas (ξ).

Equações do modelo de mensuração:

x = Λx ξ + δ

y = Λy η + ε

Pressupostos:

E (η) = 0, E (ξ) = 0, E (ε) = 0, E (δ) = 0

ε não é correlacionado com η, ξ e δ

δ não é correlacionado com ξ, η e ε

Śımbolo Dimensões Definição

Variáveis

y = {yi} p× 1 Variáveis indicadoras de η

x = {xi} q × 1 Variáveis indicadoras de ξ

ε = {εi} p× 1 Erros de mensuração de y

δ = {δi} q × 1 Erros de mensuração de x

Coeficientes

Λy = {λyij} p×m Matriz de coeficientes relacionando y a η

Λx = {λxij} q × n Matriz de coeficientes relacionando x a ξ

Matrizes de covariância

Θε = {εij} p× p E (εε′): Matriz de covariância de ε

Θδ = {δij} q × q E (δδ′): Matriz de covariância de δ
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Caṕıtulo 2

Representação e modelagem de

variáveis latentes

Embora tenham sido abordadas de formas bastante diferentes desde sua origem, al-

guns conceitos e formas de representação podem ser utilizados indistintamente nesses

diversos contextos. Um exemplo de ferramenta transversal a diversos modelos para

variáveis latentes é o diagrama de caminho, que evidencia as relações entre as variáveis

observadas e latentes de um modelo.

Além disso, o problema da subestimação dos coeficientes do modelo de regressão

ajustado a variáveis latentes é inerente a esse tipo de ajuste, independentemente

da forma com que tais variáveis sejam mensuradas, salvo para casos extremamente

particulares, apresentados na Seção 4.2.

Este Caṕıtulo procura introduzir noções que perpassam múltiplas abordagens da-

das às variáveis latentes, bem como apresentar de modo geral os diversos modelos que

serão tratados nos Caṕıtulos seguintes.

2.1 A onipresença das variáveis latentes

Estamos cercados de inúmeros fenômenos altamente complexos que, não raro, envol-

vem quantidades não observáveis diretamente. O estudo quantitativo de tais fenôme-

nos requer que cada conceito não-mensurável seja desdobrado em termos de variáveis

observadas que representem bem a variável latente de interesse. É evidente que tal
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tradução acarreta a inserção de imprecisões na modelagem que se venha a realizar.

Sendo assim, é preciso atentar para o fato de que a negligência da baixa confiabilidade

das variáveis observadas escolhidas pode produzir estimações e inferências que não re-

presentam adequadamente o verdadeiro fenômeno de interesse, invalidando o estudo.

Contudo, apesar da dificuldade de se pesquisar variáveis latentes, as ciências sociais

e do comportamento lidam constantemente com diversas dessas variáveis e foram as

precursoras desse tipo de modelagem (Clogg, 1992).

É o que ocorre em aferições de inteligência, por exemplo, utilizando-se testes por

meio dos quais se espera mensurar, a partir do número de questões corretamente

respondidas por um aluno, seu grau de proficiência em uma determinada disciplina.

Nesse caso, a nota representa o valor correspondente à sua inteligência, medida na

escala determinada pela prova aplicada, de modo que a aplicação da mesma prova em

outro aluno permite a comparação de suas proficiências, ambas aferidas na mesma

escala.

Evidentemente, esse tipo de técnica envolve um erro de mensuração que deve ser

modelado e depende tanto do ńıvel em que o respondente se situa na escala de medição

do construto quanto das caracteŕısticas dos itens do instrumento de coleta. Devido

à imprecisão de suas medidas, variáveis latentes podem ser definidas como variáveis

aleatórias, sendo suas realizações ocultas ao pesquisador (Skrondal & Rabe-Hesketh,

2004). Essa definição ampla permite que diversos fenômenos possam ser observados

como ocorrências particulares de variáveis latentes, como por exemplo:

• variáveis cont́ınuas não observadas, geradoras de respostas categóricas observa-

das (Pearson, 1901; Bartholomew, 1980);

• variáveis que tenham sido mensuradas com erro (Carroll et al., 2006; Fuller,

1987);

• covariáveis não observadas dos indiv́ıduos de uma população, que sejam respon-

sáveis por heterogeneidades inicialmente desconsideradas no modelo proposto;

• dados faltantes (missing data) (Little & Rubin, 2002); e

• construtos hipotéticos não observáveis, estudados por meio de covariáveis ob-

serváveis (Spearman, 1904; Lord & Novick, 1968; Bollen, 1989).
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Na presente dissertação, por motivos de objetividade e foco, concentrar-nos-emos no

último caso, em que variáveis latentes são utilizadas como representação de construtos

não observáveis diretamente. A necessidade de se aferir a magnitude de tais variá-

veis é recorrente e os modelos que descrevem a relação entre elas e suas covariáveis

observáveis são convenientemente chamados de modelos de mensuração. Tais rela-

ções tornam-se mais facilmente apreenśıveis quando representadas por diagramas de

caminho.

2.2 Diagramas de caminho

A representação usual dos modelos que envolvem variáveis latentes dá-se por meio

do assim chamado diagrama de caminho (path diagram). Ele evidencia as relações

existentes entre as variáveis latentes (representadas por ćırculos) e as observáveis

(representadas por quadrados). Setas indicam a relação linear de causalidade entre

as variáveis e o coeficiente dessa relação é indicado sobre a seta. Além disso, os erros de

mensuração são representados por pequenas setas apontando na direção das variáveis

observáveis em que ele incide. O diagrama da Figura 2.1 representa um modelo

de mensuração em que, para cada elemento da amostra observada, a realização da

variável latente ξ1 pode ser mensurada por meio das variáveis observáveis X1, X2 e

X3, que apresentam erros de mensuração δ1, δ2 e δ3, respectivamente. Esse modelo

de mensuração também pode ser expresso pela equação

x = Λx ξ1 + δ , (2.1)

onde x = [x1, x2, x3]
′, Λx = [λx11, λ

x
21, λ

x
31]
′ e δ = [δ1, δ2, δ3]

′.

Vale notar que o intercepto das relações lineares não é representado, nem nos

diagramas, sequer nas equações, pelo fato de as variáveis em estudo serem preferen-

cialmente padronizadas, caso em que o intercepto é nulo por definição. Tal escolha

deve-se à facilidade de interpretação dos coeficientes estimados quando as variáveis

em questão forem padronizadas, já que representarão a correlação entre as variáveis.

Além disso, a padronização elimina problemas de estimação decorrentes de escalas

com magnitudes muito diferentes e facilita a interpretação e estabilidade dos coefici-

entes estimados.
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Figura 2.1: Diagrama de caminho de um modelo de mensuração para a variável

latente ξ1. As variáveis latentes são representadas por ćırculos e as observáveis, re-

presentadas por quadrados. Setas indicam a relação linear de causalidade entre as

variáveis e o coeficiente dessa relação é indicado sobre a seta. As pequenas setas

representam erros de mensuração.

Além de modelos de mensuração, em que as relações de causalidade se dão entre

as variáveis latentes e as observadas, os diagramas de caminho também podem ser

utilizados na representação das relações entre variáveis latentes, chamadas de equações

estruturais. A Figura 2.2 exibe o diagrama de caminho de um modelo com uma

equação estrutural, relacionando as variáveis latentes η1 a ξ1, cada uma delas com o

seu respectivo modelo de mensuração, dado pelas variáveis de y, no caso de η1, e x,

no caso de ξ1. O modelo da Figura 2.2 pode ser expresso pelas equações

η1 = γ11 ξ1 + ζ1 (2.2)

x = Λx ξ1 + δ (2.3)

y = Λy η1 + ε . (2.4)

Na realidade, o modelo expresso pela Figura 2.2 contém aquele da Figura 2.1, o

que é evidenciado pela identidade das equações (2.1) e (2.3). De fato, o modelo de

mensuração (2.1) é utilizado na aferição da variável latente ξ1, que compõe a regressão

(2.2) como covariável. Como a variável latente η1 representa, não a covariável, mas

a variável-resposta dessa mesma regressão (2.2), sua notação é diferente, sendo ela
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Figura 2.2: Diagrama de caminho da equação estrutural representada pela regressão

entre as variáveis latentes η1 e ξ1, cada uma aferida por seu modelo de mensuração

espećıfico.

expressa pela letra grega η e as variáveis observáveis associadas pela letra y. Essa di-

ferença de notação corresponde a uma distinção conceitual entre variáveis endógenas

e exógenas. Em um diagrama de caminhos, todas as variáveis que forem modeladas

como variáveis-resposta são consideradas endógenas e aquelas que não o forem em

nenhuma equação, são consideradas exógenas. Em outras palavras, as variáveis exó-

genas não possuem suas “causas” explicitadas no modelo, ao passo que as “causas”

das variáveis endógenas o são. Essa distinção desempenhará um papel importante

na estimação e na identificabilidade dos modelos de Equações Estruturais, a serem

discutidos no Caṕıtulo 4.

Os usuais Estimadores de Mı́nimos Quadrados Ordinários, entretanto, são viesados

para regressões entre variáveis latentes, sendo necessárias correções ou a utilização

de outros modelos cuja definição contemple esse tipo de fenômeno, mais detalhado

na seção seguinte, como os Modelos de Equações Estruturais e os Modelos Lineares

Generalizados com Variáveis Latentes.
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2.3 Regressão de variáveis latentes: atenuação

O Modelo de Regressão Linear Clássico é dado por

yi = Γ′x + ζi ,

com i = 1, 2, . . . , N onde o vetor x é formado por valores considerados fixos e ob-

servados sem erro de mensuração. Além disso, assume-se que todas as covariáveis

são idependentes entre si e o único componente aleatório da equação é formado pelos

erros ζi ∼ N(0, 1), independentes entre si, bem como das covariáveis. Contudo, nos

casos em que tais covariáveis forem medidas com erro ou consistirem em estimativas

de quantidades não observáveis, como é o caso das variáveis latentes, é mais adequado

considerá-las como variáveis aleatórias em vez de constantes predeterminadas. Negli-

genciar esse fato e utilizar o método de Mı́nimos Quadrados Ordinários para estimar

os coeficientes Γ faz com que os valores obtidos sejam subestimados, sendo esse efeito

chamado correntemente de atenuação.

Para melhor ilustrar o fenômeno, tomemos como exemplo o caso em que se deseja

estimar o coeficiente γ11 da relação linear entre uma variável-resposta y1 e uma única

covariável x1, ignorando o fato de ambas serem observadas com erro de mensuração.

Nesse caso, o modelo verdadeiro é descrito pela equação estrutural

η1 = γ11 ξ1 + ζ1 (2.5)

e, simultaneamente, pelo modelo de mensuração

x = ξ1 + δ (2.6)

y = η1 + ε , (2.7)

em que se assumiu Λx = Λy = [1, 1, 1], o que significa que as variáveis observadas x

e y estão na mesma escala das respectivas variáveis latentes ξ1 e η1, salvo pelos erros

de mensuração δ e ε. Por outro lado, o modelo que negligencia o erro de mensuração

é dado simplesmente por

y1 = γ∗11 x1 + ζ∗1 , (2.8)

em que o coeficiente linear γ∗11 é diferente daquele do modelo verdadeiro, dado por

γ11, bem como o erro estrutural ζ∗1 difere de ζ1 pelo fato de incorporar o erro de
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(a) Modelo verdadeiro. (b) Modelo estimado.

Figura 2.3: Diagramas de caminho do modelo verdadeiro, em que os erros de men-

suração estão presentes, e do modelo ajustado, em que são negligenciados.

mensuração, não especificado pelo modelo (2.8). A Figura 2.3 ilustra, por meio de

seus diagramas de caminho, a diferença entre o modelo verdadeiro e o ajustado.

Evidentemente, γ̂11
∗ representa a estimativa ingênua do verdadeiro coefficiente γ11.

Sabemos que o Estimador de Mı́nimos Quadrados do coeficiente linear da equação

(2.8) é dado por

γ∗11 =
Cov (X1, Y1)

V (X1)

=
Cov (ξ1 + δ1, η1 + ε1)

V (X1)

=
Cov (ξ1, η1)

V (X1)
, (2.9)

pois os erros de mensuração de X1 e Y1, respectivamente δ1 e ε1 são assumidos inde-

pendentes, de modo que Cov (δ1, ε1) = 0. Como da equação (2.5) temos que

Cov (ξ1, η1) = Cov (ξ1, γ11 ξ1 + ζ1)

= Cov (ξ1, γ ξ1)

= γ11V (ξ1) , (2.10)

substituindo (2.10) em (2.9) segue que

γ∗11 = γ11

[
V (ξ1)

V (X1)

]
, (2.11)

de onde obtemos

0 ≤ ρxx =
V (ξ1)

V (X1)
≤ 1 ,
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que representa o fator de atenuação do verdadeiro coeficiente γ11, decorrente da negli-

gência do erro de mensuração da variável observada x1. Como ρxx indica a proporção

da variância observada que pode ser atribúıda à real variância da variável latente e

não a outra fonte de variabilidade, considerada erro de mensuração, ele é comumente

chamado de confiabilidade. Assim sendo, podemos afirmar que o coeficiente de uma

regressão linear será estimado com um viés de atenuação inversamente proporcional à

confiabilidade da covariável. O coeficiente da regressão ingênua, portanto, será igual

ao da verdadeira regressão somente quando a confiabilidade for máxima (= 1), isto é,

na ausência de erro de mensuração. De fato, conforme já mencionado inicialmente, a

ausência de erro de mensuração é um dos pressupostos para a utilização do Método

de Mı́nimos Quadrados na estimação do coeficiente de uma Regressão Linear Simples.

Finalmente, para o caso de mais covariáveis, obtemos o resultado análogo

Γ∗
′

= Σ−1xx′Σxξ′Γ
′ ,

onde Σab′ denota a matriz de covariâncias populacional dos vetores aletórios a e b.

2.4 Modelos de mensuração, de regressão e h́ıbri-

dos

Várias correções são posśıveis para o fenômeno da atenuação, estando sua maioria

no escopo dos Modelos de Regressão com Erros nas Variáveis (Fuller, 1987). Em

tais modelos, há ao menos uma covariável mensurada com erro, seja por meio de um

instrumento pouco preciso ou a partir de um modelo de mensuração. De uma forma

ou de outra, o ajuste desses modelos pressupõe que a covariável que apresenta erro

aleatório já foi mensurada.

Uma solução alternativa, que abarca e expande a da utilização de Modelos de

Regressão com Erros nas Variáveis, é o ajuste de Modelos de Equações Estruturais,

que unem tanto o problema de mensuração das variáveis latentes envolvidas quanto

a regressão entre elas em uma só modelagem e, portanto, em um único processo de

estimação. Esses modelos permitem o ajuste de modelos descritos por diagramas de

caminho como o da Figura 2.2, que relaciona variáveis latentes, evidentemente mensu-

radas com erro, o que abarca inclusive a simples regressão representada pelo diagrama
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da Figura 2.3a, eliminando o efeito da atenuação sobre os parâmetros estimados, uma

vez que o modelo possibilita a especificação dos eventuais erros de mensuração.

Os Modelos de Equações Estruturais, portanto, lidam com o problema de men-

suração e o de regressão simultaneamente, ao passo que outros modelos, ou tratam

somente da mensuração, como a Análise Fatorial e a Teoria de Resposta ao Item, ou

exclusivamente da regressão, a exemplo do Modelo de Regressão com Erros nas Va-

riáveis. Na medida em que abarcam, como casos particulares, modelos de mensuração

ou de regressão, além de combinarem os dois tipos de modelos em uma só classe, os

Modelos de Equações Estruturais podem ser vistos como h́ıbridos.

2.5 Atributos dos modelos em estudo

Ainda que frequentemente pouco evidente, os modelos de mensuração, os de regres-

são e os que podemos chamar de h́ıbridos, por combinarem os dois tipos anteriores,

apresentam conexões que podem se revelar úteis quando de sua aplicação. O qua-

dro da Figura 2.4 apresenta sete atributos que podem ser incorporados ao Modelo

de Regressão Linear Clássico, aumentando sua complexidade, no intuito de torná-

lo compat́ıvel com fenômenos também mais complexos. A última coluna, intitulada

“Complexidade”, apresenta a quantidade dentre os sete atributos elencados, que são

compreendidas por cada modelo em questão. Vários dentre os modelos apresentados

no quadro serão abordados na presente dissertação, que detalhará, oportunamente,

as relações introduzidas na presente Seção.

2.5.1 Modelos de Regressão

Regressão com Erros nas Variáveis

Na Figura 2.4, dentre os Modelos de Regressão, vale notar que o Modelo de Regressão

com Erros nas Variáveis consiste de uma adequação do modelo clássico, para compor-

tar covariáveis que apresentem erro de mensuração. Conforme mencionado na Seção

2.3, o Modelo de Equações Estruturais Geral pode servir ao mesmo fim, mas por meio

de uma abordagem via variáveis latentes. A diferença está no fato de que, no caso da

Regressão com Erros nas Variáveis, as covariáveis mensuradas com erro representam
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dados efetivos que, mesmo com erros, serão utilizados no ajuste da regressão, em vez

de serem representadas por meio de uma variável latente cujas mensurações serão

obtidas por meio de outras variáveis observáveis correlacionadas a ela que, essas sim,

serão utilizadas como dados para o ajuste simultâneo dos modelos de mensuração e

regressão, conforme ilustrado pela Figura 2.2.

Como nos Modelos de Regressão com Erros nas Variáveis não ocorre a modelagem

da mensuração das variáveis latentes, mas, ao contrário, utiliza medidas já observadas

como dados para o ajuste, tais modelos não foram considerados pertencentes à classe

dos Modelos de Mensuração.

Equações Simultâneas

Partindo do Modelo de Regressão Linear Clássica, outra expansão posśıvel é o ajuste

de um sistema de equações de regressão lineares, em vez de apenas uma única equa-

ção. Tais modelos são frequentemente utilizados por econometristas, que costumam

denominá-los Equações Simultâneas. Tais modelos representam uma dentre várias

ocorrências particulares da classe mais geral compreendida pelos Modelos de Equações

Estruturais (mee), podendo também ser chamado de Modelo de Equações Estruturais

com Variáveis Observadas (meevo).

2.5.2 Modelos de Mensuração

Análise Fatorial Confirmatória

No mesmo quadro, podemos observar que os mee também estão presentes entre os

modelos de mensuração, na forma de Análise Fatorial Confirmatória (afc) e entre

os modelos h́ıbridos, de mensuração e regressão, na forma de lisrel. De fato, por

conjugar o problema da mensuração com o da regressão, o lisrel comporta modelos

exclusivamente de mensuração ou de regressão como casos particulares dessa classe

de mee.

No caso da Análise Fatorial Confirmatória, ela consiste de um modelo de mensu-

ração para variáveis latentes cont́ınuas, a partir de observações também cont́ınuas.
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Teoria de Resposta ao Item

Uma especialização desse modelo pode ser feita por meio da utilização de funções de

ligação que possibilitem a utilização de observações categorizadas para a mensuração

de variáveis latentes cont́ınuas. Na realidade, esse tipo de modelo de mensuração per-

tence à classe denominada Teoria de Resposta ao Item (tri), que recebe esse nome

pelo fato de seus modelos serem descritos em termos de uma função de resposta para

os itens avaliados, de modo que o que é efetivamente modelado não é a resposta efe-

tiva, isto é, a variável categórica observada, mas a probabilidade de cada categoria

posśıvel ser observada como resposta. Esses dois modelos de mensuração partem de

abordagens tão distintas que parecem não ter conexão alguma. Contudo a proxi-

midade entre eles, mostrada no quadro, é real e foi desvelada em primeira mão por

Takane & de Leeuw (1987) (cf. Seção 3.4).

2.5.3 Modelos de Mensuração e Regressão (h́ıbridos)

Modelo de Equações Estruturais Geral (LISREL)

Além da mensuração das variáveis latentes, pode ser interessante ajustar a regressão

entre tais mensurações. Nesse contexto, os modelos de mensuração e regressão cons-

tituem importantes ferramentas de análise estat́ıstica e representam uma classe geral

para todos os modelos citados previamente, além de outros que fogem ao escopo da

presente dissertação, sendo o h́ıbrido mais difundido o lisrel.

Modelos Lineares Generalizados com Variáveis Latentes (GLLAMM)

Os Modelos Lineares Generalizados com Variáveis Latentes, chamados de gllamm,

representam uma expansão do lisrel. Evidentemente, tal generalidade vem acom-

panhada de uma maior complexidade, que pode tornar a aplicação de tais modelos

proibitiva para o pesquisador de outras áreas de conhecimento. Entretanto, o conhe-

cimento das relações entre os diversos modelos possibilita abordagens alternativas, de

mesma eficácia e maior eficiência que a das abordagens mais complexas.
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Caṕıtulo 3

Mensuração de variáveis latentes

cont́ınuas

O primeiro desafio imposto pelas variáveis latentes ao pesquisador que deseja estudá-

las é sua mensuração. Por não serem observáveis, sua aferição apoia-se em dados

de variáveis observadas que estejam correlacionadas com elas. Neste Caṕıtulo, são

apresentadas algumas definições gerais concernentes aos modelos de mensuração, na

Seção 3.1. Em seguida, serão apresentados dois modelos bastantes difundidos para

a mensuração de variáveis cont́ınuas: a Análise Fatorial, na Seção 3.2, e a Teoria

de Resposta ao Item, na Seção 3.3. Conclui-se abordando a relação entre esses dois

modelos, na Seção 3.4

3.1 Modelos de mensuração: definições prelimina-

res

A fim de apurar o foco deste trabalho, cabe introduzir uma distinção importante. As

variáveis latentes cont́ınuas e os valores que assumem costumam ser denominados,

respectivamente, fatores e escores. Tais escores, dependendo da forma com que os

escores relacionam-se com as variáveis observadas, ainda podem ser de um dos dois

tipos a seguir:

Escores verdadeiros clássicos As variáveis latentes não são diretamente mensu-

ráveis por definição e as variáveis observadas representam proxies, i.e., indi-
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cadores, que se aproximam da variável latente de real interesse por meio de

relações traduzidas matematicamente em termos de modelos de fator comum,

mais conhecidos como modelos de Análise Fatorial. Tais modelos podem ser

unidimensionais ou multidimensionais, a depender do número de fatores. A

utilização de indicadores não-cont́ınuos dá origem aos modelos da Teoria de

Resposta ao Item (tri) (Harman, 1976; Lord & Novick, 1968); ou

Escores verdadeiros platônicos, quando existir a possibilidade de as variáveis la-

tentes serem diretamente aferidas por um padrão-ouro de medida, sendo a opção

por aferições com erro de mensuração feita por razões eminentemente práticas.

A formulação matemática desse tipo de problema dá origem aos modelos para

erro de mensuração (Carroll et al., 2006; Fuller, 1987).

Nesta dissertação, focaremos nos modelos para escores verdadeiros clássicos. Como

mencionado anteriormente, modelos para erro de mensuração, como a Regressão com

Erros nas Variáveis serão mencionadas apenas a fim de contrastá-los com os modelos

abordados.

Em termos matemáticos, a ideia básica que sustenta um modelo de mensuração

para variáveis latentes consiste em encontrar, para um conjunto de variáveis observá-

veis diretamente X1, . . . , Xq, um conjunto de variáveis latentes ξ1, . . . , ξn (com n� q)

que contenha essencialmente a mesma informação sobre dependência entre as variá-

veis. Em geral, os modelos de mensuração de variáveis latentes equivalem a uma

regressão a respeito de variáveis latentes, que segue a forma

E (Xi | ξ) = g(κi0 + κi1ξ1 + . . .+ κinξn), i = 1, . . . , q , (3.1)

onde g(·) é uma função de ligação, κi0, . . . , κin são os coeficientes de regressão da i-

ésima variável manifesta e Xi é independente de Xj, para i 6= j, dado ξ = {ξ1, . . . , ξn}.

A mesma equação dá origem ao modelo de Análise Fatorial e a alguns modelos

da Teoria de Resposta ao Item, ainda que, sem a abstração proporcionada por essa

equação, as definições dos dois modelos não pareçam ter relação.

Desse modo, o propósito de ambas as teorias é praticamente o mesmo. No entanto,

as pequenas dessemelhanças estruturais entre as duas técnicas resultaram em desen-

volvimentos teóricos bastante distintos, como se fará notar ao longo deste trabalho.
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Tabela 3.1: Modelos de mensuração existentes, conforme tipos de variável. No presente

trabalho, trataremos exclusivamente dos modelos para variáveis latentes cont́ınuas.

Variável manifesta
Variável latente

Cont́ınua Categórica

Cont́ınua Análise Fatorial Análise de Perfil Latente

Categórica Modelo de Traço Latente (tri) Análise de Classe Latente

A diferença básica entre os modelos de mensuração de variáveis latentes situa-se

no tipo de variável-resposta e no tipo das variáveis independentes das equações que

definem o modelo. As diversas combinações dessas caracteŕısticas dão origem aos

modelos mostrados na Tabela 3.1.

Como o escopo do presente trabalho restringe-se à mensuração de escores verda-

deiros clássicos e nesta Seção serão abordados os modelos de Análise de Fatorial e

o de Teoria de Resposta ao Item. Na conclusão, apresentaremos a relação existente

entre os dois tipos de modelos, apesar de sua aparente desconexão.

3.2 Análise Fatorial (1904)

A Análise Fatorial é, provavelmente, o primeiro modelo de mensuração de variáveis

latentes de que se tem not́ıcia. Sua origem é devida a Spearman (1904) e decorre da

tentativa de provar matematicamente a existência de um fator latente geral, o assim

chamado fator G, que seria responsável por uma parte significativa da variabilidade

de todas as notas de uma mesma pessoa em diversas disciplinas. Em outras palavras,

mesmo que uma pessoa tenha proficiências espećıficas, medidas por cada uma das

provas, ela também possui uma proficiência geral, que explica boa parte das notas

espećıficas.

Dando continuidade ao trabalho de Spearman, Thurstone (1931) ampliou a Análise

Fatorial para comportar múltiplos fatores. O problema a ser enfrentado então era a

deficiência dos procedimentos de estimação. Com o desenvolvimento de aplicações

do método da máxima verossimilhança por Lawley (1940), foi aberto caminho para
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Tabela 3.2: Matriz de covariâncias de notas obtidas em 6 avaliações aplicadas em

112 alunos (Bartholomew & Knott, 1990).

general picture blocks maze reading vocab

general 24.64 5.99 33.52 6.02 20.75 29.70

picture 5.99 6.70 18.14 1.78 4.94 7.20

blocks 33.52 18.14 149.83 19.42 31.43 50.75

maze 6.02 1.78 19.42 12.71 4.76 9.07

reading 20.75 4.94 31.43 4.76 52.60 66.76

vocab 29.70 7.20 50.75 9.07 66.76 135.29

o desenvolvimento de rotinas de estimação mais eficientes e confiáveis na década de

1960. Nesse ı́nterim, foram desenvolvidos outros modelos para variáveis latentes, como

o Modelo de Classes Latentes (Lazarsfeld & Henry, 1968) e a Teoria de Resposta ao

Item (tri) (Lord & Novick, 1968). Somente nos anos 70 e 80 foram desenvolvidos os

Modelos para Estrutura de Covariâncias, como o Modelo de Equações Estruturais,

embora a Análise de Caminho, desenvolvida por Wright (1918), já constituisse um

primeiro avanço nessa área, infelizmente subestimado na Sociologia até a década de

1960. Finalmente, um avanço importante na estimação desses modelos foi a criação do

algoritmo em (Expectation Maximization), por Dempster et al. (1977)), possibilitando

um tratamento mais adequado das variáveis latentes.

A Tabela 3.2, representa a matriz de covariâncias de um vetor cujas variáveis ale-

atórias correspondem às notas obtidas em uma bateria de seis avaliações educacionais

aplicada a 112 alunos (Bartholomew & Knott, 1990). As habilidades avaliadas são:

conhecimentos gerais (general), capacidade de completar figuras (picture), inteligên-

cia espacial (blocks), capacidade de resolução de labirintos (maze), leitura (reading)

e vocabulário (vocab).

Segundo o modelo de Spearman (1904) para a inteligência, deveria ser posśıvel

encontrar um fator latente que fosse capaz de explicar, por si só, grande parte da

variabilidade encontrada nas seis notas observadas entre os 112 alunos, conforme

ilustrado no diagrama de caminho da Figura 3.1.

O modelo clássico de Análise Fatorial com um fator (ξ1) para as seis variáveis
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Figura 3.1: Modelo de Análise Fatorial com complexidade 1: seu diagrama de cami-

nho representa o único fator latente (ξ1) comum a todas as seis variáveis observadas

(x).

observadas (x1, x2, . . . , x6) é dado por
x1

x2
...

x6

 =


λ11

λ21
...

λ61

 ξ1 +


δ1

δ2
...

δ6

 . (3.2)

onde E (δ) = 0, δi e δj são independentes ∀ i 6= j ∈ {1, 2, . . . , 6}, bem como ξ1 e δ

também são independentes. A modelagem considera, portanto, que existe um fator

geral latente, comum a todas as variáveis, que é o responsável por parte significativa

da variabilidade dessas variáveis.

Os valores de λ são chamados de cargas dos fatores e indicam o peso que o fator

tem na variável. No exemplo, as variáveis que possuem maiores cargas são as que

possuem maior variabilidade em comum com o fator ξ1. A análise comparativa das

cargas evidencia as variáveis que indicam com maior confiabilidade o valor verdadeiro

do fator (altas cargas) e podem revelar a ineficácia de alguma variável para esse fim

(baixas cargas).

O caso em que um único fator é utilizado para modelar a variabilidade das va-

riáveis observadas é chamado de unidimensional. Evidentemente, é posśıvel que as
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realizações do vetor aleatório do exemplo citado sejam melhor ajustadas se for consi-

derada a existência de mais que um fator, caso em que a Análise Fatorial é chamada

de multidimensional.

Para o caso de 2 fatores, por exemplo, o modelo é expresso pela equação
x1

x2
...

x6

 =


λ11 λ12

λ21 λ22
...

...

λ61 λ62


ξ1
ξ2

+


δ1

δ2
...

δ6

 . (3.3)

onde E (δ) = 0, δi e δj são independentes ∀ i 6= j ∈ {1, 2, . . . , 6}, bem como ξ e

δ também são independentes. Nesse modelo bidimensional, é posśıvel compreender

a participação que cada fator tem uma variável observada, por meio da análise das

cargas estimadas.

Para os dados da Tabela 3.2, os dois fatores poderiam representar, por exemplo,

“proficiência lingúıstica” e “proficiência matemática”, estando o primeiro fator mais

fortemente associado às notas observadas nos testes de leitura e vocabulário, o segundo

fator mais fortemente associado aos testes de completar figuras, noção espacial e

labirintos, ao passo que ambos os fatores deveriam estar moderadamente associados

às notas do teste de conhecimentos gerais.

Generalizando para n fatores e q variáveis observadas, obtemos o modelo
x1

x2
...

xq

 =


λ11 λ12 · · · λ1n

λ21 λ22 · · · λ2n
...

...
. . .

...

λq1 λq2 · · · λqn




ξ1

ξ2
...

ξn

+


δ1

δ2
...

δq

 , (3.4)

resumidamente denotado por

X = Λ ξ + δ ,

onde E (δ) = 0, δi e δj são independentes ∀ i 6= j ∈ {1, 2, . . . , q}, bem como ξ e δ

também são independentes.

O modelo de Análise Fatorial, apresentado na equação (3.4), consiste de um sis-

tema de equações lineares em que as variáveis observadas desempenham o papel de

variável-reposta, ao passo que os fatores funcionam como covariáveis. Devido ao fato
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de as covariáveis serem latentes, o problema de estimação não pode resumir-se ao de

um sistema de regressões lineares.

De fato, a Análise Fatorial pertence à classe dos Modelos de Estrutura de Co-

variância. Essa classe é composta por modelos cujos parâmetros são quantidades

desconhecidas que formam a matriz de covariâncias das variáveis observadas. No

caso da Análise Fatorial, a matriz de covariância Σ implicada pelo modelo é dada por

Σ(θ) = Λ E
(
ξ1ξ
′
1

)
Λ′ + Θδ

= Λ Φ Λ′ + Θδ , (3.5)

onde θ representa o vetor de parâmetros do modelo, composto por Λ, Φ e Θδ, devendo

Φ e Θδ ser positivas definidas, uma vez que representam matrizes de covariâncias.

Além disso, requer-se que Θδ seja diagonal, dada a independência entre os elemen-

tos de δ. Os dados para estimação dos parâmetros de Σ(θ) provêm da matriz de

covariância amostral S.

Contudo, o modelo (3.4) apresenta o que Anderson (1984, p.552) chamou de uma

“indeterminação fundamental”. Sejam

ξ∗ = C−1ξ e Λ∗ = ΛC , (3.6)

onde C é uma matriz não-singular de ordem n×n. Então, o modelo pode ser reescrito

como

X = Λ∗ ξ∗ + δ , (3.7)

de onde obtemos

Cov (ξ∗, ξ∗) = C−1ΦC = Φ∗ . (3.8)

Logo, existe uma transformação linear C que, aplicada conforme descrito em (3.6),

resulta em estimativas diferentes para os parâmetros de interesse do modelo.

É preciso fixar restrições que, mesmo que não garantam, ao menos possibilitem a

identificabilidade do modelo. Nesse sentido, é comum que se adote uma restrição a

respeito da matriz de covariâncias gerada pelo vetor de fatores de ordem n, para a

qual se assume igualdade com a matriz identidade, isto é,

Φ ≡ Cov (ξ, ξ) = In . (3.9)

34



Nesse caso, assume-se implicitamente que os fatores são ortogonais, uma vez que sua

matriz de covariâncias (Φ) é diagonal.

Finalmente, uma restrição muito conveniente é a de que Λ′Θ−1
δ Λ seja diagonal.

Com essa restrição, Λ será determinado de forma única, desde que os elementos da

diagonal de Λ′Θ−1
δ Λ sejam diferentes entre si (Anderson, 1984, p.554).

3.2.1 Identificabilidade

O modelo de Análise Fatorial estará completamente identificado quando existir solu-

ção para o ajuste do modelo a partir dos dados observados e quando tal solução for

única. Portanto, dados o número n de fatores que se assume para o modelo e a matriz

de covariâncias S, calculada a partir das q variáveis observadas, é preciso (Anderson,

1984, p.553):

1. Obter alguma trinca {Λ,Φ,Θδ}, que satisfaça

Σ(θ) = Λ Φ Λ′ + Θδ

2. Em caso de sucesso, verificar se a trinca é a única que satisfaz

Σ(θ) = Λ Φ Λ′ + Θδ

.

Devido ao fato de qualquer trinca obtida poder ser transformada em uma equivalente,

da forma
{
ΛC,C−1ΦC′−1,Θδ

}
, é preciso restringir o efeito da matriz C por meio

de n2 restrições, já que a matriz é de ordem n× n.

Como as matrizes de covariâncias são simétricas, o número total de variâncias e

covariâncias calculados na amostra e dispostos na matriz S corresponde à quantidade

de elementos abaixo ou acima da diagonal de S (covariâncias), somada à quantidade

de elementos na própria diagonal (variâncias), o que resulta em q(q + 1)/2 elementos

distintos em uma matriz de ordem q. Além dessas estimativas para os parâmetros

livres, devem ser contadas as n2 restrições já mencionadas.

Em relação ao número de parâmetros da trinca {Λ,Φ,Θδ}, cada matriz possui,

respectivamente, qn, n(n+1)
2

e q elementos. O número de elementos de Λ deve-se a
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Tabela 3.3: Número mı́nimo de variáveis a serem observadas para possibilitar a identifi-

cabilidade de modelos com 1 a 10 fatores.

No de fatores
No mı́nimo

No de fatores
No mı́nimo

de variáveis observadas de variáveis observadas

1 3 6 10

2 5 7 12

3 6 8 13

4 8 9 14

5 9 10 15

sua ordem, o de Φ deve-se a sua simetria, por ser uma matriz de covariâncias, e o de

Θδ deve-se a ela ser uma matriz diagonal.

Dessa forma, o valor

q(q + 1)

2
+ n2 −

[
qn+

n(n+ 1)

2
+ q

]
=

1

2

[
(q − n)2 − q − n

]
(3.10)

representa o excesso do número de estimativas para os parâmetros livres, somado ao

número de restrições, em relação ao número total de parâmetros da trinca {Λ,Φ,Θδ}.

Caso esse excesso seja positivo, o modelo é denominado sobre-identificado e a

solução de suas equações de ajuste, caso exista, será única, pois as informações ob-

servadas são mais numerosas que os parâmetros a estimar. Caso esse excesso seja

negativo, o modelo é denominado subidentificado e não possui solução única, já que

o número de informações dispońıveis é insuficiente para que se selecione uma dentre

as infinitas soluções posśıveis para as equações do modelo. Por outro lado, caso o

excesso seja nulo, temos que o número de informações obtidas com a amostra e as

restrições predeterminadas corresponde exatamente ao número de parâmetros livres

do modelo, de modo que é garantida a existência de um número finito de soluções

para suas equações de ajuste.

A Tabela 3.3 apresenta o número mı́nimo de variáveis que devem ser observadas

para que um modelo com um determinado número de fatores seja identificado ou

sobre-identificado, calculado com base na expressão (3.10).
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3.2.2 Interpretabilidade: rotações

Como evidenciou a equação (3.6), em um modelo de Análise Fatorial, a trinca de parâ-

metros {Λ,Φ,Θδ} pertence a um conjunto de infinitas trincas equivalentes no que diz

respeito ao ajuste do modelo. As restrições de identificabilidade, normalmente feitas

a respeito de Φ e de Λ′Θ−1
δ Λ, são escolhas relativamente arbitrárias e podem levar

a uma solução que não possui interpretação prática. Entretanto, é posśıvel escolher

uma matriz C conveniente, de modo que a transformação linear da solução, na forma

da equação (3.6), resulte em um conjunto de parâmetros de maior interpretabilidade.

Como tais transformações rotacionam os vetores paramétricos no hiperespaço em que

se encontram, são mais comumente chamadas de rotações.

As rotações visam, portanto, à maximização da interpretabilidade do vetor de

parâmetros estimados. Normalmente, considera-se que uma matriz de cargas Λ apre-

senta estimativas interpretáveis quando cada variável observada possui carga mais

expressiva em apenas um fator, sendo as cargas dos demais fatores pouco representa-

tiva. Se outra variável tiver carga elevada do mesmo fator, pode-se dizer que elas são

variáveis mais afetadas pelo mesmo fator e compõem um conjunto de medidas obser-

váveis para o fator latente a que estão associadas. Da mesma forma, é interessante

que as demais variáveis estejam, cada uma, mais fortemente associadas a um fator

espećıfico, de modo que seja posśıvel identificar grupos de variáveis mais associadas

a um fator ou outro.

Na tentativa de maximizar a diferença entre o valor de uma das cargas de cada

variável e suas demais cargas, várias rotações foram propostas. Basicamente, a um

grupo de rotações ortogonais e um de obĺıquas. Elas sempre impactam as matrizes

Λ e Φ, conforme mostra as equações (3.6), (3.7) e (3.8), mas as rotações ortogonais

preservam a ortogonalidade da matriz Φ, de modo que os fatores permanecem inde-

pendentes, conforme fixado na restrição de identificabilidade descrita pela equação

(3.9). As rotações obĺıquas, por sua vez, permitem que os fatores assumam posições

não-ortogonais, deixando de ser independentes. As rotações obĺıquas, portanto, só

devem ser aplicadas quando não for postulada independência para os fatores.
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Rotações ortogonais

Os critérios mais populares para se obter matrizes de rotação ortogonais são provavel-

mente o quartimax e o varimax (Krzanowski & Marriott, 1995). Cada método busca

as cargas que maximizam uma determinada expressão, sendo a expressão maximizada

pelo critério quartimax (Neuhaus & Wrigley, 1954) dada por

Rquartimax =

q∑
i=1

n∑
j=1

(λxij)
4 − 1

qn

[
q∑
i=1

n∑
j=1

(λxij)
2

]2
.

A expressão maximizada pelo critério varimax, por sua vez, é dada por

Rvarimax =
1

q2

n∑
j=1

n
q∑
i=1

κ4ij −

[
q∑
i=1

κ2ij

]2 ,

onde κij = λij/
(∑n

j=1 λ
2
ij

)1/2
(Kaiser, 1958).

Uma breve análise das expressões mostra que sua maximização procura justamente

aumentar a variância entre as cargas, apresentando o critério varimax uma correção do

valor das cargas que o torna frequentemente o mais eficaz (Marcoulides & Hershberger,

1997).

Rotações obĺıquas

Quanto às rotações obĺıquas, os critérios mais populares para se obter matrizes de

rotação obĺıquas são, provavelmente, o promax e o oblimin. O primeiro consiste na

aplicação de uma rotação varimax, seguido da busca de uma rotação obĺıqua que

aproxime as cargas obtidas a uma determinada potência das cargas originais. O

segundo, por sua vez, constitui um conjunto de rotações que visam à minimização da

covariância entre os fatores obĺıquos. (Harman, 1976, cap.14). Alternativamente, é

posśıvel buscar a solução que melhor se aproxima de uma especificação dada a priori

utilizando-se análise de procrustes (Meredith, 1977).

3.2.3 Componentes de variância

Como consequência da restrição (3.9), obtemos fatores com variâncias unitárias e

independentes entre si, que permitem o cálculo de uma medida conhecida como co-

munalidade. Ela expressa a parcela da variabilidade total de cada variável observada
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que pode ser explicada pelos fatores comuns. Para a variável Xi, temos sua comuna-

lidade expressa por

hi =
n∑
j=1

(λxij)
2 . (3.11)

Por exemplo, a comunalidade da variável X2 no modelo (3.3) é dada por

V (λx21ξ1 + λx22ξ2) = (λx21)
2 + (λx22)

2 ,

em decorrência de V (ξ1) = V (ξ2) = 1.

Em contraposição à comunalidade, é comum denominar a variabilidade não cap-

turada pelos fatores comuns e expressas em δ como unicidades. De fato, para cada

variável observada, essa componente representa a parcela da variância total que é

“única” à variável, não sendo captada pelos fatores comuns. Sendo assim, um modelo

de Análise Fatorial, será tanto melhor, quanto maiores forem as comunalidades de suas

variáveis ou, em outras palavras, quanto menores forem suas unicidades (Anderson,

1984, Cap. 14).

É posśıvel fazer com que as componentes de comunalidade e unicidade variem no

intervalo [0, 1], desde que se obtenha V (Xi) = 1 ∀ i ∈ {1, 2, . . . , q}. Por ser comum

a padronização de variáveis na aplicação da Análise Fatorial, esse requisito é atendido

e obtemos

V (Xi) = hi + δi = 1 ,

de onde segue que a unicidade pode ser expressa por sua fórmula mais difundida

(Harman, 1976, Cap. 2):

δi = 1− hi .

Finalmente, é posśıvel decompor a unicidade como

δi = δsi + δei ,

com δsi e δei denominados, respectivamente, especificidade e erro de mensuração. A es-

pecificidade é a parte do erro que pode ser atribúıda a fatores que não participaram do

modelo e que, se fossem inclúıdos, explicariam a total variabilidade das observações.

O erro de mensuração, por sua vez, representa o erro atribúıdo à imprecisão decor-

rente do processo de aferição das observações. Contudo, a maior parte das aplicações

39



de Análise Fatorial não contemplam a desagregação da unicidade, por não serem se-

paradamente identificáveis. A identificação pode ser obtida, entretanto, ao realizar

observações replicadas do mesmo indiv́ıduo amostrado (Skrondal & Rabe-Hesketh,

2004, p.67).

3.2.4 Estimação dos parâmetros do modelo de Análise Fato-

rial

Há pelo menos dois métodos de estimação mais utilizados no ajuste de modelos de

Análise Fatorial: o método da Máxima Verossimilhança e o de Mı́nimos Quadrados.

A estimação pelo método da Máxima Verossimilhança implica na pressuposição

de normalidade multivariada para as variáveis observadas e, consequentemente, para

o vetor de fatores e para o vetor de unicidades. Desenvolvido mais tardiamente, o

método da Máxima Verossimilhança apresenta uma exigência computacional muito

maior que o de Mı́nimos Quadrados sendo, por outro lado, um método que apresenta

propriedades interessantes, como eficiência e consistência assintóticas, invariância e a

possibilidade de formulação de testes de razão de verossimilhança.

Para sua aplicação no ajuste do modelo (3.4), define-se a função de verossimilhança

L(·), para uma amostra aleatória simples de tamanho N do vetor X, como

L(Λ,Θδ) = (2π)−Nq/2|Σ|−N/2 exp

{
−1

2

N∑
i=1

x′iΣ
−1xi

}
,

com Σ, conforme (3.5). A função de log-verossimilhança `(·) = logL(·) é dada por

`(Λ,Θδ) =
Nq

2
log(2π)− N

2
log |Σ| − N

2
tr (Σ−1S) ,

onde S = 1
n

∑n
i=1(xi − x̄)(xi − x̄)′. Maximizando `(·) com respeito a Λ e Θδ, obtemos

o sistema
(
Θ̂δ
−1/2

SΘ̂δ
−1/2)(

Θ̂δ
−1/2

Λ̂
)

=
(
Θ̂δ
−1/2

Λ̂
)(

I + Λ̂′Θ̂δ
−1

Λ̂
)

Θ̂δ = diag
(
Λ̂Λ̂′ − S

) , (3.12)

que pode ser resolvido iterativamente.

Essa abordagem dada por Lawley (1940), remonta à década de 1940. Como o

procedimento iterativo em questão converge muito lentamente e as estimativas de
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alguns elementos de Θδ podem tender a zero ou a estimativas negativas chamadas de

Heywood cases (Heywood, 1931), a estimação por máxima verossimilhança no con-

texto da Análise Fatorial tornou-se pouco atrativa, salvo para problemas de pequena

magnitude, até o trabalho de Jöreskog (1969), em que a segunda equação do sistema

(3.12) é substitúıda pela maximização da log-verossimilhança, como uma função de

Θδ, utilizando-se o algoritmo de Fletcher-Powell, baseado em uma aproximação de

segunda ordem de `. Contudo, devido às limitações computacionais da época, até a

década de 1970 a estimação dos modelos de Análise Fatorial eram eminentemente ba-

seadas em métodos de Mı́nimos Quadrados, em vez dos de Máxima Verossimilhança.

Aplicados aos modelos de Análise Fatorial, os métodos de Mı́nimos Quadrados

visam à obtenção de valores para os parâmetros por meio da minimização de uma

soma de reśıduos existentes entre os valores efetivamente observados da matriz de

covariâncias S e os valores estimados por meio de Σ(θ). Uma função de reśıduos

comumente utilizada é

RMMQ1
= tr

[
(S−Σ)2

]
,

cujas derivadas parciais, igualadas a zero, formam o sistema
(
S− Θ̂δ

)
Λ̂
x

= Λ̂
x
(
Λ̂
x′

Λ̂
x
)

Θ̂δ = diag
(
S− Λ̂

x
Λ̂
x′
) . (3.13)

O sistema (3.13) apresenta uma resolução computacionalmente menos intensiva

que o do método da Máxima Verossimilhança. Além disso, suas equações sugerem

um algoritmo iterativo intuitivo:

1. Toma-se uma estimativa inicial de Θ̂δ;

2. Preenchem-se as colunas de Λ̂
x

com os autovetores de S− Θ̂δ;

3. Obtem-se uma atualização para Θ̂δ a partir da segunda equação do sistema;

4. Retorna-se a (1) até a convergência.

Esse método consagrado recebeu o nome de fator principal devido à sua seme-

lhança com a decomposição realizada na análise de componentes principais, que cons-

titui um caso particular desse esquema geral, obtido quando Θδ = 0 e resolvido em

apenas um passo.
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Vale notar que foram propostas generalizaçõs para a soma de reśıduos, tais como

RMMQ2
= tr

[
(S−Σ) Θδ

−1]2 e

RMMQ3
= tr

[
(S−Σ) S−1

]2
,

de onde se obtêm sistemas similares que, resolvidos, fornecem estimativas para o

modelo (Anderson, 1984).

3.2.5 Estimação dos escores dos fatores

Uma importante etapa da análise de um modelo de Análise Fatorial é a estimação

dos escores dos fatores. A estimação tratada anteriormente refere-se aos parâmetros

estruturais do modelo (Λ,Φ,Θδ), presentes nas equações que relacionam os fatores

latentes e as variáveis observadas. Contudo, uma vez que os valores dos próprios fato-

res são elementos desconhecidos, também podem considerados objetos de estimação,

atuando como parâmetros incidentais (ξ). Diferentemente dos parâmetros estrutu-

rais, os incidentais aumentam conforme a amostra aumente, já que dizem respeito

a caracteŕısticas dos indiv́ıduos selecionados para a amostra. No caso da Análise

Fatorial, cada fator é composto por um conjunto de escores latentes, um para cada

indiv́ıduo da amostra. Os fatores funcionam como covariáveis do modelo (3.4) e os

escores equivalem às “observações” que seriam efetuadas a respeito dos fatores, caso

não fossem latentes.

A estimação simultânea dos parâmetros estruturais e incidentais, entretanto, é

imposśıvel (Anderson, 1984, Seç. 14.4). Para estimar os escores dos fatores, portanto,

é preciso já ter estimado os parâmetros estruturais. Além disso, para sua estimação,

os fatores devem deixar de ser considerados vetores aleatórios normais multivariados.

Em vez disso, são considerados fixos e abordados como parâmetros desconhecidos em

uma função de verossimilhança que utilizará os parâmetros estruturais previamente

estimados como valores fixos.

Duas abordagens para a estimação dos fatores são mais comumente utilizadas

Krzanowski & Marriott (1995) e fornecem estimativas que são funções lineares das

variáveis manifestas. O método de Bartlett (1937) consiste, basicamente, de uma

abordagem de mı́nimos quadrados, que visa a minimizar a diferença entre os valores

42



preditos pelo modelo, a partir dos parâmetros estruturais previamente estimados, e as

variáveis efetivamente observadas. Nessa abordagem, a quantidade a ser minimizada

para o indiv́ıduo i é

RBartlett =
(
xi − Λ̂xξi

)′
Θ̂
−1
δ

(
xi − Λ̂xξi

)
,

Um cálculo direto resulta no estimador

ξ̂
Bartlett

i =
(
Λ̂
′
xΘ̂
−1
δ Λ̂x

)−1
Λ̂
′
xΘ̂
−1
δ xi . (3.14)

Thomson (1951), por outro lado, assume normalidade multivariada para Y e δ,

aglutina as variáveis latentes e manifestas em um mesmo vetor e, utilizando proprie-

dades da distribuição, obtém a esperança condicionada de ξ dado X = xi,

E (ξ|X = xi) = Λ′x (ΛxΛ
′
x + Θδ)

−1
xi ,

como em uma regressão, de onde temos o nome deste segundo tipo de estimativa para

os fatores. Para o método da regressão, a estimativa óbvia é

ξ̂
Regressão

i = Λ̂
′
x

(
Λ̂xΛ̂

′
x + Θ̂δ

)−1
xi . (3.15)

3.2.6 As duas modalidades de Análise Fatorial

Há pelo menos dois usos consagrados para o modelo de análise fatorial. No âmbito das

ciências sociais, por exemplo, é comum que não se conheça a estrutura latente por trás

dos dados coletados, o que leva o pesquisador a valer-se de técnicas resumitivas, que

evidenciem a relação entre as variáveis pesquisadas, de modo a agrupar as similares,

eliminar as redundantes, contrastar as antagônicas etc.

Para tal fim, a Análise de Componentes Principais apresenta-se como uma técnica

simples e eficaz, mas a Análise Fatorial inclui e expande as funcionalidade desse

método, permitindo rotações das soluções obtidas, ampliando o poder explicativo e

a compreensão das variáveis estudadas. Por outro lado, no âmbito das ciências do

comportamento é comum que já se tenha formulado um construto teórico antes da

coleta de dados e deseje-se validar o instrumento de mensuração utilizado para aferir

o traço latente em estudo.

Os dois usos, no entanto, ainda que divirjam na finalidade, possuem formulações

idênticas no que concerne ao interesse em elucidar as relações matemáticas existentes
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entre variáveis observadas e latentes. Para discriminar um uso do outro, é costu-

meiro chamar de Análise Fatorial Exploratória a modalidade referente à redução da

dimensionalidade dos dados levantados, ao passo que se costuma denominar de Aná-

lise Fatorial Confirmatória a modalidade devotada a avaliar uma estrutura latente

descrita a priori.

Na Análise Fatorial Exploratória, a intenção do pesquisador reside na compreensão

da estrutura latente dos dados observados, por meio da descoberta do número de

fatores subjacentes e a forma com que interferem nas variáveis observadas. Na Análise

Fatorial Confirmatória, o interesse do analista é confrontar modelos diferentes para o

mesmo conjunto de dados e, não raro, estimar os escores dos fatores do modelo.

Ao passo que a Análise Fatorial Confirmatória requer a especificação prévia de

detalhes do modelo fatorial, como parâmetros de escala, relações de causalidade entre

variáveis latentes e observadas ou o agrupamento de variáveis correlacionadas, a pouca

definição caracteŕıstica da Análise Fatorial Exploratória impõe o estabelecimento de

diversas restrições arbitrárias aos parâmetros, a fim de possibilitar a identificabili-

dade do modelo, além de lançar mão de rotações das estimativas originais, a fim de

aumentar sua interpretabilidade.

Neste Caṕıtulo, apenas a Análise Fatorial Exploratória será abordada. A Análise

Fatorial Confirmatória será oportunamente apresentada no Caṕıtulo 4, onde serão

abordados os modelos de Equações Estruturais, dos quais ela constitui caso particular.

3.2.7 Softwares e exemplo de resolução

Os insumos de uma Análise Fatorial Exploratória são as q variáveis observadas para

cada elemento amostrado (ou sua matriz de covariâncias ou de correlações) e o número

provável n de fatores do modelo, sendo desejável que n � q. Tendo esses elementos

em mãos, a aplicação da Análise Fatorial Exploratória envolve basicamente cinco

passos, a saber:

Extração inicial dos fatores Um primeiro ajuste é realizado, com o número de fa-

tores postulado para o modelo. O número máximo de fatores pode ser utilizado

quando o número provável de fatores for desconhecido.

Determinação do número de fatores significativos a reter no modelo Identificação
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do número de fatores que acumula a maior parte da variabilidade do modelo.

Rotação para uma solução final Aplicação de rotações ortogonais ou obĺıquas,

conforme adequado, a fim de encontrar estimativas mais interpretáveis.

Interpretação da solução rotacionada Interpretação da solução obtida após as

rotações.

Estimação dos escores Estimação dos escores, quando a intenção for a mensura-

ção das variáveis latentes que os fatores representam. Essa estimação depende

da disponibilidade das observações realizadas para cada elemento da amostra,

sendo imposśıvel executá-la a partir da matriz de covariância ou correlação iso-

ladamente.

A Análise Fatorial Exploratória é uma importante técnica de análise multivariada

e está implementada em diversos dos softwares estat́ısticos mais proeminentes da

academia e do mercado. No sas, o procedimento factor realiza a estimação dos

parâmetros e permite diversas rotações. No r (R Development Core Team, 2010),

a função factanal() também permite o ajuste do modelo e as funções varimax e

promax, dispońıveis na biblioteca padrão stat, permitem a estimação da solução

rotacionada. A biblioteca GPArotation (Bernaards & I.Jennrich, 2005) possui outras

funções de rotação das soluções, como oblimin e quartimax.

Prosseguindo com o exemplo cujos dados figuram na Tabela 3.2, a Tabela 3.4

exibe as cargas estimadas para o modelo ajustado considerando 1 ou 2 fatores. No

modelo de 1 fator, as comunalidades somam 2,44, o que representa 41% da variância

total de 6,00, referente à soma de variâncias das 6 variáveis observadas. O teste

χ2, entretanto, apresentou um p-valor ≈ 0, indicando um valor significativo para

a distância entre os valores observados e os preditos pelo modelo (χ2
obs = 75, 18).

Estendendo o modelo para um de 2 fatores, obtemos uma soma de 2, 42+1, 16 = 3, 58

para as comunalidades, o que representa 60% da variância total. Nesse caso, o valor

observado para a estat́ıstica χ2 foi de χ2
obs = 6, 11, apresentando um p-valor de 0,19,

o que indica uma boa descrição dos dados pelo modelo, com apenas 2 fatores. Com

relação aos outros elementos da trinca {Λ,Φ,Θδ}, os valores da diagonal de Θδ

para cada variável estão exibidos na sáıda do software, dispońıvel no Apêndice deste
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Tabela 3.4: Extração da matriz e covariâncias exibida na Tabela 3.2. Utilizou-se a

função factanal() do r para a extração de fatores.

Variável
Cargas (1 fator) Cargas (2 fatores)

Fator 1 Fator 1 Fator 2

general 0,68 0,65 0,35

picture 0,38 0,35 0,54

blocks 0,50 0,47 0,75

maze 0,30 0,25 0,41

reading 0,88 0,96 -0,14

vocab 0,85 0,82

Comunalidades 2,44 2,42 1,16

Proporção da variância 41% 40% 19%

Variância acumulada 41% 40% 60%

χ2 75,18 6,11

Graus de liberdade 9 4

p-valor 1,46 ×10−12 0,19

Caṕıtulo (Seção 3.5) e Φ = In devido à restrição para identificabilidade.

Tendo sido fixado o número de fatores do modelo e estimados os parâmetros livres,

podemos rotacionar a solução encontrada para a matriz de cargas, a fim de obter uma

solução mais interpretável. A Tabela 3.5 apresenta as cargas rotacionadas pelos mé-

todos promax, varimax e oblimin. Dentre elas, a rotação varimax é a única ortogonal

e apresenta fatores com cargas mais interpretáveis que a solução não rotacionada:

• parece haver uma influência parecida de ambos fatores na variável general ;

• parece haver uma influência maior do Fator 1 nas variáveis reading e maze; e

• parece haver uma influência maior do Fator 2 nas demais variáveis.

As outras rotações apresentadas são obĺıquas e salientam ainda mais essa interpre-

tação. Cabe notar que a solução rotacionada pelo método promax faz com que o
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Tabela 3.5: Rotações da matriz de cargas apresentada na Tabela 3.4. As caselas

vazias representam valores praticamente nulos.

Variável
Rotação promax Rotação varimax Rotação oblimin

Fator 1 Fator 2 Fator 1 Fator 2 Fator 1 Fator 2

general 0,36 0,47 0,50 0,54 0,39 0,48

picture 0,67 0,16 0,62 0,65

blocks 0,93 0,21 0,86 0,90

maze 0,51 0,11 0,47 0,49

reading 1,02 0,96 0,18 0,99

vocab 0,81 0,79 0,23 0,79

Comunalidades 1,85 1,81 1,86 1,72 1,76 1,69

Proporção da variância 0,31 0,30 0,31 0,29 0,29 0,28

Variância acumulada 0,31 0,61 0,31 0,60 0,29 0,57

modelo responda por 61% da variância total, sendo esta a melhor das três soluções

rotacionadas apresentadas, segundo esse critério. Contudo, a carga de 1,02 do Fator 1

na variável reading representa um posśıvel caso Heywood, em que a comunalidade de

uma variável supera o valor unitário, fazendo com que a variância (unicidade) dessa

variável precise assumir um valor negativo. Conferindo a sáıda do r, entretanto, ve-

rificamos que a unicidade calculada está conforme, com o valor positivo de 0,052. A

Figura 3.2 apresenta o novo diagrama de caminho, do modelo ajustado, que pode ser

comparado com o do modelo inicial, com apenas um fator (Figura 3.1).

3.2.8 Limitações

Conforme apresentado nesta Seção, a Análise Fatorial representa o mais tradicional

modelo de mensuração conhecido no meio estat́ıstico. No entanto, a questão da falta

de identificabilidade do modelo desencadeou uma verdadeira celeuma entre vários

estat́ısticos, devido à arbitrariedade, tanto das restrições impostas para possibilitar

a identificabilidade, quanto das rotações aplicadas às cargas estimadas. Esse perigo,

entretanto, só se apresenta na Análise Fatorial Exploratória e Armstrong (1967) apre-
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Figura 3.2: Modelo de Análise Fatorial com 2 fatores não-ortogonais, referente a

notas obtidas em 6 avaliações aplicadas em 112 alunos (Bartholomew & Knott, 1990).

sentou um exemplo em que os fatores latentes eram conhecidos e um modelo de Análise

Fatorial Exploratória, ainda que bem ajustado, falhava sistematicamente em recupe-

rar os valores conhecidos dos fatores. Grice (2001) também publicou uma revisão

bibliográfica abrangente a respeito deste fenômeno, ao qual chama de indeterminação

dos fatores, e alerta para a necessidade de se compreender a estrutura dos fatores,

para que se possa validar e utilizar os escores estimados em análises posteriores. Por

outro lado, na mesma linha de pesquisa, Beauducel (2007) analisa as matrizes de co-

variância produzidas pelos escores estimados e conclui que os métodos mais utilizados,

entre eles os de Bartlett e o método da regressão, reproduzem a mesma matriz. De

qualquer forma, a análise exploratória de fatores latentes, portanto, não deve prece-

der a teoria sobre eles e a Análise Fatorial Confirmatória representa um modelo mais

consistente para a modelagem de variáveis latentes, ainda que tenha o custo de exigir

uma especificação mais detalhada do modelo.

Outro aspecto que merece atenção é a utilização da Análise Fatorial na modelagem

de variáveis latentes mensuradas por meio de observações categóricas, em vez de con-

t́ınuas. Na verdade, uma escala de poucos ńıveis não pode ser considerada cont́ınua
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e há modelos mais adequados para lidar com esse tipo de observação, como a Teoria

de Resposta ao Item ou alguma extensão da Análise Fatorial para dados categóri-

cos (King, 1986, 682-683). Menos conhecidas, essas ferramentas acabam tendo seu

espaço tomado pela Análise Fatorial clássica, para respostas cont́ınuas linearmente

relacionadas aos fatores, conduzindo a resultados eventualmente pouco satisfatórios

e conclusões duvidosas, devido à negligência de um pressuposto elementar do modelo

utilizado (Cooper, 1983).

Além disso, King (1986) alerta quanto a uma interpretação errônea, de que as va-

riáveis latentes eliciadas pelos dados analisados constituiriam os efeitos das variáveis

observadas, quando, na realidade, representam suas causas. Por exemplo, pode-se

observar variáveis como raça ou gênero e identificar uma estrutura latente como ideo-

logia poĺıtica por trás delas. Não parece razoável, contudo, que uma ideologia poĺıtica

determine a raça ou o gênero de quem quer que seja, mas o contrário.

Finalmente, duas limitações decorrentes da definição do modelo são:

• a lineariedade das relações entre variáveis latentes e observadas; e

• a continuidade das variáveis observadas.

Tais limitações, entretanto, já estão superadas por outros modelos como o de Análise

Fatorial Não-linear (Yalcin & Amemiya, 2001) e os modelos de mensuração para

variáveis latentes cont́ınuas com observações categorizadas, como os da Teoria de

Resposta ao Item, apresentados a seguir.

3.3 Teoria de Resposta ao Item (1960)

Como com a Análise Fatorial, a origem da Teoria de Resposta ao Item deu-se no con-

texto da psicometria. É posśıvel, no entanto, retroceder a pelo menos duas localidades

originárias distintas, uma nos Estados Unidos e outra na Europa.

Nos Estados Unidos, costuma-se atribuir o surgimento da tri a Lord & Novick

(1968). A obra destes autores contém quatro caṕıtulos a respeito de tri, escritos

por Allan Birnbaum, e representa um marco na evolução dos métodos psicométricos

por unificarem, com rigor, o tratamento estat́ıstico da teoria sobre testes e por es-

tarem os autores engajados na difusão dessa nova teoria, por meio da promoção de
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eventos cient́ıficos e da aplicação da teoria na resolução de problemas reais. Coube

a Bock (1972), auxiliado por diversos alunos seus, o desenvolvimento dos primeiros

algoritmos efetivos para a estimação de parâmetros dos modelos da triṄa Europa,

diversos modelos da tri surgiram com os estudos de Rasch (1960), que se interessou

particularmente pelas propriedades cient́ıficas dos modelos de mensuração. Em Vi-

ena, Fischer (1973) estendeu o modelo para dados binários de Rasch (1960), de modo

a incorporar considerações psicológicas nos parâmetros (Embretson & Reise, 2000).

Na tri, diferentemente da Análise Fatorial, não se modela a estrutura de covari-

âncias dos dados observados, mas a probabilidade de ocorrência da resposta efetiva a

cada item observado, em termos da variável latente não-observada. Além disso, em

vez de fatores, as variáveis latentes costumam receber o nome de traços latentes. O

histórico do surgimento da tri evidencia o distanciamento do seu desenvolvimento em

relação ao da Análise Fatorial e isso explica algumas das diferenças de nomenclatura

e formato de concepção dessa que, embora outra teoria, trata-se de um modelo de

mensuração, do mesmo modo que a Análise Fatorial.

A tri pode ser usada, por exemplo, para modelar os dados da Tabela 3.6, que mos-

tra a frequência das respostas dadas a uma pesquisa de atitude em relação ao aborto

(McGrath & Waterton, 1986), cujo conjunto de dados está dispońıvel na biblioteca

ltm (Rizopoulos, 2006) do r, sob o nome Abortion. Os respondentes foram inquiridos

se concordavam que a lei deveria permitir o aborto nas circunstâncias apresentadas

em cada item:

Item 1 A mulher decide por conta própria que não deseja ter a criança.

Item 2 O casal concorda que não deseja ter a criança.

Item 3 A mulher não é casada e não deseja casar com o pai da criança.

Item 4 O casal não tem condições financeiras de ter mais um filho.

A última linha da Tabela 3.6 apresenta o total de respondentes que endossaram cada

item. A partir dela, podemos concluir que o Item 1 é o que tem menor probabilidade de

endosso, contanto com apenas 166 (44%) respondentes favoráveis, ao passo que o Item

4 é o de maior probabilidade, com 234 (62%) respostas afirmativas. Além disso, nota-

se que os conjuntos de resposta mais frequentes foram: (1, 1, 1, 1), representando 131
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Tabela 3.6: Frequências de respostas dadas ao questionário de atitude em relação ao

aborto (McGrath & Waterton, 1986).

Resposta
Frequência

Item 1 Item 2 Item 3 Item 4

0 0 0 0 103

0 0 0 1 13

0 0 1 0 10

0 0 1 1 21

0 1 0 0 9

0 1 0 1 6

0 1 1 0 7

0 1 1 1 44

1 0 0 0 1

1 0 0 1 0

1 0 1 0 0

1 0 1 1 6

1 1 0 0 3

1 1 0 1 3

1 1 1 0 12

1 1 1 1 141

166 225 241 234 379
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(37%) das respostas; (0, 0, 0, 0), representando 103 (27%) das respostas; e (0, 1, 1, 1),

representando 44 (12%) das respostas.

Dáı conclui-se que quem é desfavorável a qualquer um dos itens, costuma ser

desfavorável também aos demais. Já entre os que são favoráveis aos Itens 2, 3 ou

4, não raro são desfavoráveis ao Item 1, ainda que tendam a ser favoráveis a todos

os demais. Dessa forma, podemos concluir que a maioria dos respondentes endossa

ou todos ou nenhum dos itens, sendo o Item 1 polêmico. Esse tipo de análise das

caracteŕısticas dos itens é possibilitado de forma mais profunda pelos modelos da tri.

Inclusive, ela possibilita a estimação do valor do traço latente de cada respondente a

partir do seu vetor de respostas.

O fato de os modelos da tri constitúırem uma alternativa à Análise Fatorial,

nos casos em que as variáveis observadas não forem cont́ınuas, é apenas uma das

diferenças entre esses dois modelos. Essa distinção básica faz com que os modelos

da tri não sejam lineares e, em vez da distribuição normal atribúıda às variáveis

observadas no contexto da Análise Fatorial, as observações utilizadas na tri seguem

uma distribuição multinomial. Na tri, portanto, modela-se a probabilidade de a

variável-resposta assumir uma das categorias posśıveis, dado o valor desconhecido da

variável latente associado ao indiv́ıduo amostrado. Neste trabalho, serão abordados

os modelos mais tradicionais da tri, que lidam com apenas um traço latente e são,

por isso, chamados unidimensionais.

3.3.1 Modelos cumulativos unidimensionais

O modelo da tri mais difundido para respostas dicotômicas é o de Rasch (1960),

posteriormente aprimorado por Wright & Stone (1979) e Fischer (1995). Também

chamado de modelo loǵıstico de 1 parâmetro (ml1), ele define a probabilidade de

endosso ao item i como

Pr(xij = 1|ξj) =
exp(ξj − βi)

1 + exp(ξj − βi)
, (3.16)

em que βi é comumente chamado de parâmetro de dificuldade do item i. Quanto

maior esse parâmetro, maior será o valor mı́nimo do traço latente ξj do respondente

j, para que a probabilidade de endosso seja maior que a de não-endosso, isto é, para
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que Pr(xij = 1|ξj) > 0, 5. Dessa afirmação, podemos deduzir uma das principais ca-

racteŕısticas positivas desse modelo: a escala do traço latente é a mesma do parâmetro

de dificuldade do item.

No contexto de avaliações educacionais, por exemplo, esse modelo é frequente-

mente utilizado para a criação de bancos de itens calibrados, isto é, itens que têm

seus parâmetros estimados. Conjuntos desses itens são posteriormente utilizados para

compor avaliações que medirão a proficiência dos respondentes, na mesma escala de

calibração dos itens. Por exemplo, um aluno com proficiência 1, 5 terá maior pro-

babilidade de acertar itens com dificuldade 1, 5 ou menor, ao passo que estará mais

propenso a errar os itens com dificuldades superiores a 1, 5. A mesma propriedade

é valida para o modelo loǵıstico de 2 parâmetros (ml2), introduzido por Birnbaum

(1968):

Pr(xij = 1|ξj) =
exp [αi(ξj − βi)]

1 + exp [αi(ξj − βi)]
. (3.17)

No ml2, αi é comumente chamado de parâmetro de discriminação do item i. Quanto

maior esse parâmetro, melhor a estimativa dos traços latentes próximos a βi. Os itens

com baixa discriminação podem ser endossados por indiv́ıduos que não possuem traço

latente alto o suficiente para o endosso, assim como podem deixar de ser endossados

por indiv́ıduos com traço latente alto. A discriminação de um item, portanto, é uma

medida da qualidade do item no que diz respeito ao seu poder discriminante dos

respondentes que devem ou não endossá-lo.

Finalmente, o modelo loǵıstico de 3 parâmetros (ml3) contém um parâmetro muito

útil no contexto de avaliações educacionais: o parâmetro de acerto ao acaso, repre-

sentado por ci:

Pr(xij = 1|ξj) = ci + (1− ci)
expαi(ξj − βi)

1 + expαi(ξj − βi)
(3.18)

Em itens de múltipla escolha, por exemplo, é comum que os alunos acertem a resposta

a determinados itens, não por conhecerem o conteúdo, mas por assinalarem ao acaso

a alternativa certa.

3.3.2 Estimação dos parâmetros estruturais e incidentais

Na tri, assim como na Análise Fatorial, os parâmetros a se estimar dividem-se em

estruturais e incidentais. Os parâmetros estruturais são os referentes às caracteŕısti-
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cas dos itens (αi, βi e ci). Os parâmetros incidentais, por sua vez, referem-se ao valor

do traço latente (ξj) de cada indiv́ıduo da amostra. Na tri, os parâmetros estrutu-

rais costumam ser estimados item-a-item e, em seguida, estimam-se os parâmetros

incidentais.

A tri também é afetada pela indeterminação da escala do traço latente. Na

Seção 3.4, é feita uma discussão mais ampla a respeito das restrições que podem ser

feitas para assegurar sua identificabilidade. No entanto, é comum fixar E (ξ) = 0 e

V (ξ) = 1, de modo a garantir a identificabilidade do modelo e a ancoragem da escala

do traço latente.

Um pressuposto essencial para a aplicação do método da Máxima Verossimilhança

no contexto da tri é o de independência condicional. Esse pressuposto integra todos

os modelos de mensuração para variáveis latentes e afirma que, dado o traço latente,

as variáveis observadas causadas por ele são independentes. Em outras palavras,

fixado o valor de ξj, as observações xi1|ξj e xi2|ξj são independentes ∀ i1 6= i2. Sob

a hipótese de independência condicional, o cálculo da função de verossimilhança é

direto.

Seja Pij = Pr(xij = 1|ξj) e Qij = Pr(xij = 0|ξj). Para o item i, podemos compor

o vetor x·i com as respostas dadas por cada um dos N indiv́ıduos amostrados. Então,

a função de verossimilhança para estimação dos parâmetros do item i é dada por

L(θi|x·i) =
N∏
j=1

P
xij
ij Q

1−xij
ij . (3.19)

O procedimento de maximização da verossimilhança pode ser de três tipos no que

diz respeito ao tratamento do traço latente (Baker & Kim, 2004):

Máxima Verossimilhança Conjunta A estimação é feita iterativamente, em cada

ciclo fixando os valores dos traços latentes para estimar os parâmetros dos itens

e, em seguida, estimando os valores dos traços latentes.

Máxima Verossimilhança Condicional A estimação é feita como na Máxima Ve-

rossimilhança Conjunta, mas utilizando-se estat́ısticas suficientes para substituir

os valores dos traços latentes.

Máxima Verossimilhança Marginal A estimação é feita assumindo que o traço
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latente segue uma distribuição N(0, 1), de modo a fazer ξj desaparecer da função

de verossimilhança, por meio de sua integração.

A Máxima Verossimilhança Marginal constitui o método mais utilizado na esti-

mação dos parâmetros estruturais da tri.

3.3.3 Softwares e exemplo de resolução

Poucos pacotes computacionais estat́ısticos oferecem comandos espećıficos para o

ajuste de modelos da tri (Zheng & Rabe-Hesketh, 2007), sendo o r uma excessão, já

que conta com diversas bibliotecas especialmente elaboradas com essa finalidade, como

ltm e eRm (Mair et al., 2010). No sas, é posśıvel utilizar o procedimento nlmixed

para estimar modelos da tri (cf. Seção 3.4 e Kamata & Bauer (2008, p.149-153)).

Quanto ao stata, há funções desenvolvidas por usuários, que podem ser instaladas

para trabalhar mais diretamente com tais modelos. Além desses, há diversos progra-

mas exclusivamente dedicados à estimação de parâmetros de modelos da tri, como

o bilog, para itens dicotômicos, o multilog para itens politômicos e o parscale

para modelos com funcionamento diferencial do item (dif) (Holland & Wainer, 1993).

A Tabela 3.7 apresenta os parâmetros de um ml2 ajustado aos 4 itens do problema

introduzido no ińıcio da Seção, referente à atitude frente à legalização do aborto. Cada

item possui um parâmetro de dificuldade e um de discriminação que, substitúıdos na

equação 3.17 determinam a curva caracteŕıstica de cada item, representadas conjun-

tamente no gráfico da Figura 3.3. As curvas do ml2 são deslocadas para a direita,

quanto maior for o parâmetro de dificuldade, e têm sua inclinação acentuada, quanto

maior for o parâmetro de discriminação.

A Tabela 3.8, por sua vez, apresenta os traços latentes estimados para cada padrão

de resposta observado.

O Apêndice traz o código utilizado para a obtenção das estimativas utilizando a

biblioteca ltm do r.
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Tabela 3.7: Ajuste de um modelo loǵıstico de 2 parâmetros (ml2) para o conjunto

de dados referente à atitude frente à legalização do aborto (McGrath & Waterton,

1986): Estimativas dos parâmetros dos itens.

Item

Parâmetro

Dificuldade Discriminação

(βi) (αi)

1 0,17 4,453

2 -0,236 4,323

3 -0,343 5,664

4 -0,316 3,625

Figura 3.3: Ajuste de um modelo loǵıstico de 2 parâmetros (ml2) para o conjunto

de dados referente à atitude frente à legalização do aborto (McGrath & Waterton,

1986): Curvas Caracteŕısticas dos Itens (cci).
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Tabela 3.8: Ajuste de um modelo loǵıstico de 2 parâmetros (ml2) para o conjunto

de dados referente à atitude frente à legalização do aborto (McGrath & Waterton,

1986): Estimativas dos valores dos traços latentes, segundo o vetor de respostas

Resposta
Valor do traço latente Erro-padrão

Item 1 Item 2 Item 3 Item 4

0 0 0 0 -0,898 0,463

0 0 0 1 -0,501 0,259

0 0 1 0 -0,378 0,236

0 0 1 1 -0,182 0,235

0 1 0 0 -0,456 0,249

0 1 0 1 -0,254 0,231

0 1 1 0 -0,143 0,239

0 1 1 1 0,094 0,277

1 0 0 0 -0,448 0,247

1 0 0 1 (não observado)

1 0 1 0 (não observado)

1 0 1 1 0,104 0,279

1 1 0 0 -0,210 0,233

1 1 0 1 0,006 0,260

1 1 1 0 0,161 0,292

1 1 1 1 0,660 0,524
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3.4 A Teoria de Resposta ao Item como um tipo

de Análise Fatorial (1983)

A Seção 3.2 apresentou a Análise Fatorial como precursora dos diversos modelos

de mensuração conhecidos hoje. A Seção 3.3, por sua vez, apresentou a Teoria de

Resposta ao Item como alternativa à Análise Fatorial, nos casos em que as variáveis

observadas são categóricas. Mais especificamente, restringimo-nos ao caso em que as

variáveis são dicotômicas e o problema de mensuração é unidimensional, isto é, envolve

apenas um único traço latente (ou fator). A comparação das duas técnicas permite

vislumbrar sua comunhão no que se refere à finalidade de mensurar quantidades não

observáveis diretamente. Por outro lado, a modelagem feita em uma e na outra

são tão d́ıspares, que parece não haver conexão entre ambas, quando, na realidade,

o modelo loǵıstico de 2 parâmetros da tri constitui um caso particular da Análise

Fatorial clássica.

3.4.1 Duas abordagens para um mesmo problema

A extensão da Análise Fatorial, para que comporte respostas categóricas, é abordada

de duas formas principais (Takane & de Leeuw, 1987). A primeira abordagem refere-se

à chamada Análise Fatorial Binária, em que se observa a variável

xi =

 1 se x∗i ≥ τi

0 se x∗i < τi
, i = 1, 2, . . . , q ,

que corresponde à dicotomização de uma variável cont́ınua subjacente:

x∗i = µ+ λi ξ + δi . (3.20)

Esse tipo de tratamento foi originariamente chamado de threshold model, pois não

retira o problema do contexto cont́ınuo, apenas atribui a categorização da variável

observada a um “threshold”, ou limiar, que particiona a variável cont́ınua em dois

intervalos distintos. Essa construção possibilita a substituição das indicadoras xi,

discretas, por suas análogas x∗i , cont́ınuas, acrescentando novos parâmetros ao modelo:

os limiares τi, um por variável para o caso de variáveis manifestas dicotômicas.

58



A função de verossimilhança para o modelo de limiar e uma amostra das observa-

ções j = 1, 2, . . . , N é da forma

L(µ, λ, τ ) =
n∏
j=1

∫ b1j

a1j

∫ b2j

a2j

· · ·
∫ bqj

aqj

φ(yj) dyj ,

ressaltando o caráter cont́ınuo da abordagem, já que cada observação envolve a in-

tegração de uma densidade multivariada cont́ınua (φ(yj)) em todas suas dimensões,

na região correspondente às respostas dicotômicas observadas, que é definida pelos

limites de integração aij = −∞ e bij = τi, sempre que xi = 0, ou aij = τi e bij = ∞,

quando xi = 1.

A maximização de L(µ, λ, τ ), evidentemente, requer um investimento computa-

cional elevado, de modo que soluções menos diretas foram formuladas por Christoffer-

son (1975) e Muthen (1978), sendo bem acolhidas até o momento em que os métodos

computacionalmente intensivos puderam ser mais comumente empregados.

Uma outra abordagem comumente dada às observações categorizadas de traços

latentes cont́ınuos é a modelagem por meio da função de resposta. Nela, busca-se a

modelagem da probabilidade condicional de sucesso da variável Xi, em termos de um

componente linear ν dos fatores ξ1, ξ2, . . . , ξn, que pode ser dada na forma da equação

3.1, que aqui repetimos:

E (Xi | ξ) = g(κi0 + κi1ξ1 + . . .+ κinξn), i = 1, . . . , q ,

onde g(·) é uma função de ligação, κi0, . . . , κin são os coeficientes de regressão da i-

ésima variável manifesta e Xi é independente de Xj, para i 6= j, dado ξ = {ξ1, . . . , ξn}.

No modelo de Análise Fatorial, assume-se que os Xi’s são variáveis normais i.i.d.

e g(·) é a função de ligação identidade.

No contexto da tri:

• trabalha-se mais comumente com apenas uma variável latente;

• E (Xi | ξ) expressa a probabilidade de endosso de uma das categorias de resposta

do item i; e

• a função g(·) varia conforme o modelo adotado.

59



O modelo loǵıstico de 2 parâmetros (ml2), por exemplo, resume-se ao caso linear

generalizado, com função de ligação logito e componente linear

νij = αi(ξij − βi) ,

referente à observação j da variável i, com j = 1, 2, . . . , N e i = 1, 2, . . . , q. Como

explicado no Caṕıtulo 3.3, o parâmetro βi refere-se à dificuldade do item i e αi ao

seu poder discriminante. Modelos mais complexos, que fogem ao escopo linear gene-

ralizado, chegam a incluir 3 ou 4 parâmetros, normalmente relacionados à resposta

contrária à esperada. No contexto dos testes educacionais, por exemplo, o modelo

loǵıstico pode conter um terceiro parâmetro, relacionado ao acerto casual do item

(Birnbaum, 1968), e até mesmo um quarto parâmetro, relacionado ao erro casual do

item (McDonald, 1967).

Por outro lado, há também a possibilidade de se trabalhar com um único pa-

râmetro, utilizando o Modelo de Rasch, em que se restringe o parâmetro α do ml2

fazendo-o igual a 1 e obtendo

νij = ξij − βi .

O modelo de Rasch teve grande relevância teórica, principalmente devido ao rigor

metodológico de sua definição. Rasch desejou garantir que as medições realizadas

com seu modelo tivessem propriedades idênticas às de qualquer medida f́ısica. Para

tanto, formulou uma série de requisitos, atendidos pelo modelo que recebeu seu nome.

A principal propriedade talvez seja a da objetividade espećıfica, que requer que a com-

paração entre duas medidas independa de quaisquer outras medidas, isto é, a com-

paração depende exclusivamente de propriedades espećıficas dos objetos mensurados,

sendo invariante quanto ao instrumento utilizado (Scheibleckner, 1977). Por exemplo,

no âmbito das avaliações educacionais, é a objetividade espećıfica que permite que as

habilidades dos indiv́ıduos e as dificuldades dos itens sejam comparáveis na mesma

escala. Uma vantagem adicional dessa propriedade é que o método da máxima veros-

similhança condicionada pode ser aplicado, pois o número de acertos de um indiv́ıduo

(seu escore bruto) contém toda a informação relativa a sua habilidade, assim como o

número de respostas corretas a um item contém toda a informação relativa a sua difi-

culdade, de modo que esses escores brutos representam estat́ısticas suficientes. Dessa

forma, é posśıvel fixar as habilidades dos indiv́ıduos [os parâmetros dos itens] nos
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valores dessas estat́ısticas, para se estimar os parâmetros dos itens [as habilidades dos

indiv́ıduos] correspondentes, dando ińıcio a um processo iterativo, conforme mostrado

no Caṕıtulo 3.3.

3.4.2 Análise Fatorial ou TRI: uma questão de parametriza-

ção

Sabendo que há duas abordagens para estender a Análise Fatorial tradicional, para

que trate de respostas categorizadas, convém conjecturar se não existe uma conexão

entre as duas abordagens. De fato, apesar de aparentemente distintas, uma aborda-

gem consiste em uma parametrização da outra, pelo menos para o caso unidimensional

(um único fator).

Para a função de resposta com função de ligação logito ou probito e componente

linear escrito na forma tradicional, isto é,

E (Xi | ξ) = Pr (Xi = 1|ξ) = g−1(ν) = F (αiξ + β∗i ),

com g−1(·) = F (·) representando a função de distribuição acumulada normal ou loǵıs-

tica e β∗i = −αiβi uma reparametrização do parâmetro de dificuldade (cf. Seção 3.3),

Takane & de Leeuw (1987) mostraram que sua correspondência com os parâmetros

do modelo (3.20) é dada por

αi =
λi
qi

e β∗i = −τi
qi
, (3.21)

onde qi =
√

V (δi) representa o desvio-padrão do erro de mensuração de (3.20), desde

que a escala da Análise Fatorial Binária tenha sido fixada fazendo E (ξ) = 0 e V (ξ) =

1.

A questão da fixação da escala, no entanto merece atenção. Apesar de a escolha

de Takane & de Leeuw (1987) ser muito comum, há outras formas de se fixar a escala

de um modelo de Análise Fatorial. Na verdade, cada opção de escala consiste de

uma restrição para garantia de identificabilidade. Assim como a restrição feita na

matriz de unicidades da Análise Fatorial do Caṕıtulo 3.2 e a fixação da esperança e

da variância do traço latente do Caṕıtulo 3.3, é necessário escolher alguma restrição,

tal que apenas uma das infinitas soluções posśıveis para um modelo de mensuração

seja obtida.
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No caso da Análise Fatorial Clássica, ficou evidente que essa escolha é totalmente

arbitrária, sendo posśıvel até mesmo rotacionar a solução obtida até que se encontre

aquela com interpretação mais conveniente.

No caso da Análise Fatorial Binária, há um complicador adicional: os parâmetros

τi, que definem os limiares das respostas categorizadas, não admitem unicidade se µ for

livre. Se assim fosse, podeŕıamos obter um conjunto de infinitas soluções equivalentes

para os demais parâmetros, cada uma para um valor particular de µ. Portanto,

faremos µ = 0.

Assim sendo, podemos enumerar as restrições mais utilizadas para tornar identi-

ficável um modelo de mensuração fatorial como sendo:

Ancoragem Realizada fixando em 1 a carga do fator sobre alguma das variáveis

manifestas, fazendo com que a escala do fator seja dada na mesma escala da

variável indicadora. No caso da Análise Fatorial Binária, também é necessá-

rio fixar o valor de algum dos limiares τi. É comum que a primeira variável

indicadora seja selecionada para sofrer as restrições, i.e., λ1 = 1 e τ1 = 0.

Padronização Realizada fixando a locação e a escala da variável latente, normal-

mente em 0 e 1, obtendo E (ξ) = 0 e V (ξ) = 1.

Além disso, a variabilidade das observações realizadas pode ser fixada:

Marginalmente Fazendo V (X∗i ) = 1; ou

Condicionalmente Fazendo V (δi) = 1.

Da combinação entre ancoragem / padronização e variância fixada marginalmente

/ condicionalmente, obtemos quatro parametrizações posśıveis para a identificabili-

dade do modelo de Análise Fatorial Binária, resumidas na Tabela 3.9.

A partir das parametrizações apresentadas nessa tabela e das fórmulas da ex-

pressão (3.21), temos que a parametrização por padronização e com variabilidade

condicional remete às igualdades αi = λi e β∗i = −τi, de onde temos que os parâme-

tros desse modelo coincidem com os da tri, salvo pela inversão de sinal do parâmetro

β∗i .

Esse resultado já permite a tradução dos resultados de uma Análise Fatorial Bi-

nária dentro dessa parametrização para os parâmetros da tri, observada a mudança
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Variabilidade Tipo de restrição

das observações Ancoragem Padronização

Marginal λ1 = 1, τ1 = 0,V (X∗i ) = 1 E (ξ) = 0, V (ξ) = 1,V (X∗i ) = 1

Condicional λ1 = 1, τ1 = 0,V (δi) = 1 E (ξ) = 0, V (ξ) = 1,V (δi) = 1

Tabela 3.9: Quatro parametrizações posśıveis para identificabilidade de um modelo

de Análise Fatorial Binária

de sinal em β∗i e atentando para o fato de que o parâmetro de dificuldade comumente

utilizado é dado por βi = −αiβ∗i .

Contudo, Kamata & Bauer (2008) estenderam a descoberta de Takane & de Leeuw

(1987). Partindo do modelo (3.20) e da definição das variáveis observadas xi em

termos dos limiares τi, executaram três transformações:

1. Dividiram todos os elementos por um desvio-padrão qi;

2. Recentralizaram o fator ξ subtraindo dele uma constante r; e

3. Dividiram o fator transformado (ξ − r) por um desvio-padrão s, fazendo as

alterações necessárias para garantir a igualdade da equação (3.20).

Dessa forma, obtiveram a transformação das equações do modelo, descritas por

x∗i − λi r
qi

=
µ

qi
+
λi s

qi

(
ξ − r
s

)
+
δi
qi
.

e

xi =

 1 se
x∗i−λi r

qi
≥ τi−λi r

qi

0 se
x∗i−λi r

qi
< τi−λi r

qi

, i = 1, 2, . . . , q ,

Essas expressões são genéricas o suficiente para permitir a conversão de uma pa-

rametrização em outra, bastando definir os valores de qi, r e s. Podemos, inclusive,

atualizar o resultado (3.21), obtendo

αi =
λi s

qi
e β∗i = −τi − λi r

qi
.

Se fizermos qi =
√

V (δi), r = E (ξ) e s =
√
V (ξ), obtemos as fórmulas de trans-

formação para os parâmetros da tri a partir de qualquer uma das quatro parametri-

zações da Tabela 3.9, bastando substituir nas fórmulas os valores correspondentes à
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parametrização desejada:

αi =
λi
√

V (ξ)√
V (δi)

e β∗i = −τi − λi E (ξ)√
V (δi)

.

É importante lembrar que o sinal de β∗i fica invertido na transformação. Além

disso, é interessante notar que embora a Análise Fatorial Binária exija a estimação de

3 parâmetros para cada item (λi,V (δi) e τi, sua transformação para os 2 parâmetros

da tri se dá pela conjugação da variância do erro (V (δi)) nos demais parâmetros.

Isso se dá porque, quando os dados são dicotômicos, a variância de cada variável

manifesta não pode ser estimada devido à falta de informação relevante nos dados e,

consequentemente, qi pode assumir um valor arbitrário (Takane & de Leeuw, 1987).

Portanto, o número efetivo de parâmetros nos dois modelos é idêntico.

Por fim, é digno de nota que os erros de mensuração (δi) da Análise Fatorial

Binária usualmente seguem uma distribuição normal multivariada, mas podem ter

sua distribuição definida como loǵıstica, a fim de conciliar seus resultados com os

dos modelos loǵısticos da tri. Alternativamente, pode-se utilizar a função de ligação

probito na tri, compatibilizando seus resultados com os da Análise Fatorial Binária

de reśıduos normais multivariados.

3.4.3 Semelhanças e dessemelhanças

Apesar de provado que a Análise Fatorial Binária e a tri constituem formulações

alternativas de um mesmo modelo, cabe notar que o uso de cada técnica costuma ser

bastante diverso na prática.

Primeiramente, a tri presta-se precipuamente à finalidade de mensuração em uma

escala pré-definida, ao passo que a Análise Fatorial presta-se também à finalidade

exploratória, auxiliando na busca de estruturas latentes. A indeterminação da escala

é, inclusive, uma questão que deve ser analisada caso a caso nas aplicações da Análise

Fatorial.

Em segundo lugar, a Análise Fatorial costuma tratar de problemas que apresentam

uma estrutura latente multidimensional, enquanto a tri é mais comumente utilizada

em problemas unidimensionais, em que se deseja realizar medições de um único fator.

Em terceiro lugar, os parâmetros da tri possuem interpretação fácil e direta, em
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termos de caracteŕısticas dos itens, ao passo que as cargas da Análise Fatorial Clássica

não costumam ser interpretadas, mas utilizadas como indicativos do poder de influên-

cia de cada fator em cada variável observada. Inclusive, a capacidade de expansão

dos modelos da tri, para que contenham novos parâmetros com novos significados, é

muito maior que a da Análise Fatorial. Exemplo disso são os tantos modelos utiliza-

dos em tri, como aqueles para dados politômicos (nominais e ordinais), os modelos

de desdobramento e os modelos com parâmetro de funcionamento diferencial do item

(dif), entre outros.

Finalmente, na tri modela-se um questionário item a item, o que possibilita a cri-

ação de um banco de itens calibrados que podem ser combinados independentemente

para formar um novo questionário para mensuração do traço latente, na mesma escala

do primeiro. A Análise Fatorial não costuma ser aplicada dessa forma. O Exemplo

da Seção 3.2 ilustra esse fato, pois nele cada observação modelada corresponde à nota

de uma prova resolvida por um aluno da amostra, de modo que a carga e a variância

estimadas para uma determinada prova só serão as mesmas caso uma prova idêntica

seja aplicada em uma segunda amostra.

Tais diferenças provavelmente se devem ao contexto em que os modelos surgiram

e aos problemas que procuraram resolver com sucesso. Decerto foi o uso, e não

sua formulação matemática, que causou o tamanho diferenciamento entre modelos

absolutamente iguais.

3.5 Apêndice

3.5.1 Linhas de código e output do R: ajuste do modelo de

Análise Fatorial aos dados da Seção 3.2

.

library(datasets)

require(stats)

#install.packages("GPArotation")

library(GPArotation)
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> ability.cov

$cov

general picture blocks maze reading vocab

general 24.641 5.991 33.520 6.023 20.755 29.701

picture 5.991 6.700 18.137 1.782 4.936 7.204

blocks 33.520 18.137 149.831 19.424 31.430 50.753

maze 6.023 1.782 19.424 12.711 4.757 9.075

reading 20.755 4.936 31.430 4.757 52.604 66.762

vocab 29.701 7.204 50.753 9.075 66.762 135.292

$center

[1] 0 0 0 0 0 0

$n.obs

[1] 112

> AF.provas <- factanal(covmat=ability.cov , factors = 1)

> AF.provas

Call:

factanal(factors = 1, covmat = ability.cov)

Uniquenesses:

general picture blocks maze reading vocab

0.535 0.853 0.748 0.910 0.232 0.280

Loadings:

Factor1

general 0.682

picture 0.384

blocks 0.502

maze 0.300

reading 0.877

vocab 0.849

Factor1

SS loadings 2.443

Proportion Var 0.407
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Test of the hypothesis that 1 factor is sufficient.

The chi square statistic is 75.18 on 9 degrees of freedom.

The p-value is 1.46e-12

> update(AF.provas, factors=2 , rotation = "none")

Call:

factanal(factors = 2, covmat = ability.cov, rotation = "none")

Uniquenesses:

general picture blocks maze reading vocab

0.455 0.589 0.218 0.769 0.052 0.334

Loadings:

Factor1 Factor2

general 0.648 0.354

picture 0.347 0.538

blocks 0.471 0.748

maze 0.253 0.408

reading 0.964 -0.135

vocab 0.815

Factor1 Factor2

SS loadings 2.420 1.162

Proportion Var 0.403 0.194

Cumulative Var 0.403 0.597

Test of the hypothesis that 2 factors are sufficient.

The chi square statistic is 6.11 on 4 degrees of freedom.

The p-value is 0.191

> update(AF.provas, factors = 2 , rotation = "varimax")

Call:

factanal(factors = 2, covmat = ability.cov, rotation = "varimax")

Uniquenesses:
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general picture blocks maze reading vocab

0.455 0.589 0.218 0.769 0.052 0.334

Loadings:

Factor1 Factor2

general 0.499 0.543

picture 0.156 0.622

blocks 0.206 0.860

maze 0.109 0.468

reading 0.956 0.182

vocab 0.785 0.225

Factor1 Factor2

SS loadings 1.858 1.724

Proportion Var 0.310 0.287

Cumulative Var 0.310 0.597

Test of the hypothesis that 2 factors are sufficient.

The chi square statistic is 6.11 on 4 degrees of freedom.

The p-value is 0.191

> update(AF.provas, factors = 2 , rotation = "promax")

Call:

factanal(factors = 2, covmat = ability.cov, rotation = "promax")

Uniquenesses:

general picture blocks maze reading vocab

0.455 0.589 0.218 0.769 0.052 0.334

Loadings:

Factor1 Factor2

general 0.364 0.470

picture 0.671

blocks 0.932

maze 0.508

reading 1.023

vocab 0.811
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Factor1 Factor2

SS loadings 1.853 1.807

Proportion Var 0.309 0.301

Cumulative Var 0.309 0.610

Test of the hypothesis that 2 factors are sufficient.

The chi square statistic is 6.11 on 4 degrees of freedom.

The p-value is 0.191

> update(AF.provas, factors = 2 , rotation = "oblimin")

Call:

factanal(factors = 2, covmat = ability.cov, rotation = "oblimin")

Uniquenesses:

general picture blocks maze reading vocab

0.455 0.589 0.218 0.769 0.052 0.334

Loadings:

Factor1 Factor2

general 0.386 0.475

picture 0.646

blocks 0.896

maze 0.488

reading 0.990

vocab 0.791

Factor1 Factor2

SS loadings 1.756 1.688

Proportion Var 0.293 0.281

Cumulative Var 0.293 0.574

Test of the hypothesis that 2 factors are sufficient.

The chi square statistic is 6.11 on 4 degrees of freedom.

The p-value is 0.191
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3.5.2 Linhas de código e output do R: ajuste do modelo loǵıs-

tico de 2 parâmetros, da Teoria de Resposta ao Item,

aos dados da Seção 3.3

.

> library(ltm)

> A <-ltm(Abortion ~ z1)

> A

Call:

ltm(formula = Abortion ~ z1)

Coefficients:

Dffclt Dscrmn

Item 1 0.170 4.453

Item 2 -0.236 4.323

Item 3 -0.343 5.664

Item 4 -0.316 3.625

Log.Lik: -706.337

> factor.scores(A)

Call:

ltm(formula = Abortion ~ z1)

Scoring Method: Empirical Bayes

Factor-Scores for observed response patterns:

Item 1 Item 2 Item 3 Item 4 Obs Exp z1 se.z1

1 0 0 0 0 103 103.412 -0.898 0.463

2 0 0 0 1 13 15.520 -0.501 0.259

3 0 0 1 0 10 11.148 -0.378 0.236

4 0 0 1 1 21 14.316 -0.182 0.235

5 0 1 0 0 9 8.914 -0.456 0.249

6 0 1 0 1 6 6.810 -0.254 0.231

7 0 1 1 0 7 12.053 -0.143 0.239
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8 0 1 1 1 44 41.819 0.094 0.277

9 1 0 0 0 1 1.399 -0.448 0.247

10 1 0 1 1 6 7.193 0.104 0.279

11 1 1 0 0 3 0.896 -0.210 0.233

12 1 1 0 1 3 2.555 0.006 0.260

13 1 1 1 0 12 7.105 0.161 0.292

14 1 1 1 1 141 142.708 0.660 0.524

> # Gráfico das CCI

> CCI1 <- function (x) {1/(1+exp(-coef(A)[1,][2] * (x-coef(A)[1,][1])))}

> CCI2 <- function (x) {1/(1+exp(-coef(A)[2,][2] * (x-coef(A)[2,][1])))}

> CCI3 <- function (x) {1/(1+exp(-coef(A)[3,][2] * (x-coef(A)[3,][1])))}

> CCI4 <- function (x) {1/(1+exp(-coef(A)[4,][2] * (x-coef(A)[4,][1])))}

>

> par(cex=0.8)

> plot(CCI1,-2,2,main="Curvas Caracterı́sticas dos Itens (CCI)" ,

+ xlab = expression(xi), ylab = "Probabilidade de endosso", lty = 1)

> curve(CCI2,-2,2,lty = 2, add=T)

> curve(CCI3,-2,2,lty = 3, add=T)

> curve(CCI4,-2,2,lwd=2,lty=2, add=T)

> legend("topleft",legend=paste("Item",1:4),lty=c(1,2,3,2),lwd=c(1,1,1,2),bg=grey(0.95))
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Caṕıtulo 4

Regressão de variáveis latentes

cont́ınuas

O Caṕıtulo 3 apresentou diversos modelos de mensuração lineares. As variáveis laten-

tes aferidas por meio de tais modelos evidentemente podem compor outros modelos,

nos quais são utilizadas como covariáveis ou variáveis-resposta. O pressuposto de que

as covariáveis representam efeitos fixos, no entanto, é essencial aos modelos clássicos

de regressão e não é atendido pelas variáveis latentes, que representam efeitos essen-

cialmente aleatórios. Além disso, se utilizadas como variáveis-resposta, o componente

aleatório da equação de regressão será acrescido do erro de mensuração inerente a

qualquer variável latente. Essas limitações impactam na estimação dos coeficientes

de regressão, que tendem a ser subestimados, definindo o fenômeno chamado de ate-

nuação, já detalhado na Introdução (Caṕıtulo 2).

Na Seção 4.1 do presente Caṕıtulo, o modelo de Equações Estruturais será apre-

sentado, por constituir uma solução para o fenômeno da atenuação na regressão de

variáveis aleatórias. De fato, essa, que na realidade é uma classe de modelos, apre-

senta outras ferramentas para a análise de variáveis latentes, como a Análise Fatorial

Confirmatória, que é útil na validação do modelo de mensuração hipotetizado a partir

dos resultados da Análise Fatorial Exploratória.

Além disso, o modelo de Equações Estruturais possibilita que se ajuste simulta-

neamente o modelo de regressão entre variáveis latentes e os modelos de mensuração

dessas mesmas variáveis latentes, o que representa um ganho em relação ao ajuste
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feito em etapas: primeiro dos parâmetros estruturais do modelo de mensuração, de-

pois dos parâmetros incidentais do modelo de mensuração e, por último, da regressão

entre os parâmetros incidentais estimados. Mesmo assim, Skrondal & Laake (2001)

investigaram o processo de regressão de fatores em etapas e apresentaram casos es-

pećıficos em que ela produz estimadores consistentes e livres do efeito da atenuação.

Tais resultados são apresentados na Seção 4.2.

Finalmente, o Caṕıtulo encerra-se com a Seção 4.3, que apresenta limitações do

modelo de Equações Estruturais para a regressão de variáveis latentes.

4.1 Modelos de Equações Estruturais (1973)

Modelos de Equações Estruturais (mee) são modelos compostos por múltiplas equa-

ções de regressão, nos quais a variável-resposta de uma equação pode figurar como

covariável em outra equação do sistema. De fato, em um mee duas variáveis po-

dem afetar-se diretamente, indiretamente ou até mesmo reciprocamente. Além disso,

podem conter variáveis latentes, mensuradas não somente por seus efeitos, como na

Análise Fatorial ou na tri, mas também por suas causas.

A equação geral de um mee na notação lisrel é dada por

η = B η + Γ ξ + ζ , (4.1)

com E (η) = E (ξ)E (ζ) = 0, (I−B) não-singular e ζ independente de η e de ξ, con-

forme apresentado previamente na Tabela 1.2. Os mee são usualmente representados

por diagramas de caminho (Seção 2.2) que evidenciam graficamente as relações entre

as variáveis do modelo.

A equação (4.1), que define a classe dos mee é muito abrangente e origina sub-

classes inteiras de modelos, como:

• Os Modelos de Equações Estruturais com Variáveis Observadas (meevo);

• A Análise Fatorial Confirmatória (afc); e

• Os Modelos Gerais de Equações Estruturais, aqui representados pelo lisrel1

(Jöreskog, 1969).

1Acrônimo para linear structural relationships
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Dentre tantas especificações de modelo posśıveis, uma importante questão dos

mee é precisamente a da identificabilidade. Nem todos os mee formulados serão

identificados, motivo que levou ao desenvolvimento de regras de identificabilidade,

que são condições necessárias ou suficientes que, verificadas, garantem que o modelo

é identificado. Evidentemente, há modelos de interesse cient́ıfico cuja identificabi-

lidade não é determinada por um conjunto dessas regras, devido ao fato de esses

modelos atenderem plenamente às condições necessárias especificadas pelas regras e,

simultaneamente, não atender às condições suficientes. Nesses casos, devem-se ve-

rificar outras regras, que representem condições necessárias e suficientes ou lançar

mão de técnicas emṕıricas de análise da identificabilidade local que, entretanto, não

garantem identificabilidade global (Bollen, 1989; Skrondal & Rabe-Hesketh, 2004).

Além dessa, outra questão relevante é a da estimação. Por se tratarem de mo-

delos com múltiplas equações que podem contemplar variáveis latentes, a estimação

pode lidar com as variáveis latentes como aleatórias ou fixas (cf. Seção 3.2.5) e,

dependendo da relação existente entre as variáveis endógenas, o ajuste de todas as

equações simultaneamente pode não se mostrar necessário, caso em que as equações

podem ser estimadas uma a uma, por Mı́nimos Quadrados Ordinários ou por Mı́nimos

Quadrados em Duas Etapas, por exemplo.

Como cada tipo de mee apresenta peculiaridades relacionadas à forma de espe-

cificação, à identificabilidade e aos métodos de estimação, cada tipo será abordado

individualmente a seguir.

4.1.1 Modelo de Equações Estruturais com Variáveis Obser-

vadas

Embora os Modelos de Equações Estruturais com Variáveis Observadas (meevo)

não tratem diretamente de variáveis latentes, os mee com variáveis latentes herdam

diversas propriedade dos meevo, sendo importante sua apresentação. Na notação

lisrel, ele é descrito por

y = By + Γx + ζ .
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Por serem observadas, as covariáveis não possuem erro de mensuração, de onde segue

que o modelo de mensuração é dado por

y = η (4.2)

x = ξ .

Esse modelo, também conhecido pelo nome de Equações Simultâneas, foi pro-

fundamente estudado e utilizado por econometristas, principalmente no contexto dos

modelos macroeconômicos, em que as variáveis estudadas possuem interações extre-

mamente complexas entre si (Klein, 1950; Haavelmo, 1943).

Matriz de covariâncias implicada pelo modelo

A matriz de covariâncias Σ(θ) implicada pelo modelo é composta por três matrizes

menores, a saber:

1. A matriz de covariâncias Σyy(θ) implicada pelo vetor y,

2. A matriz de covariâncias Σxy(θ) implicada pelos vetores x e y, e

3. A matriz de covariâncias Σxx(θ) implicada pelo do vetor x,

organizadas na matriz-bloco

Σ(θ) =

Σyy(θ) Σ′xy(θ)

Σxy(θ) Σxx(θ)

 . (4.3)

Calculando, obtemos

Σyy(θ) = E (yy′)

= E
{

(I−B)−1(Γx + ζ)
[
(I −B)−1(Γx + ζ)

]′}
= E

{
(I−B)−1(Γx + ζ)(x′Γ′ + ζ′)(I −B)−1′

}
= (I−B)−1[E (Γxx′Γ′) + E (Γxζ′) + E (ζx′Γ′) + E (ζζ′)] (I −B)−1′

= (I−B)−1(ΓΦΓ′ + Ψ)(I −B)−1′
, (4.4)

Σxx(θ) = E (xx′)

= Φ (4.5)
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e

Σxy(θ) = E (xy′)

= E
{

x
[
(I −B)−1(Γx + ζ)

]′}
= ΦΓ′(I −B)−1′

. (4.6)

Os resultados (4.4), (4.5) e (4.6) permitem a obtenção da matriz de covariâncias (4.3)

implicada pelo modelo:

Σ(θ) =

(I −B)−1(ΓΦΓ′ + Ψ)(I −B)−1′
(I −B)−1ΓΦ

ΦΓ′(I −B)−1′
Φ

 . (4.7)

Identificabilidade

A questão da identificabilidade nos Modelos de Equações Estruturais (mee) coloca-se

devido a uma não-equivalência entre o número de parâmetros e o número de esti-

madores calculados a partir dos dados observados. Por modelarem a estrutura de

covariância dos dados, qualquer mee é dado por uma expressão do tipo

Σ = Σ(θ) , (4.8)

em que o lado esquerdo representa a matriz de covariâncias da população de X e

Y e o lado direito representa cada elemento dessa matriz em termos dos parâmetros

não-observados. Sendo assim, o problema de estimação de um modelo perfeitamente

identificado consiste em resolver o sistema

S = Σ(θ̂) , (4.9)

em que S é a matriz de covariâncias amostral. Como o número de elementos não-

redundantes de (S) é de (p + q)(p + q + 1)/2, pois os elementos acima da diagonal

principal são idênticos aos que estão abaixo, o sistema (4.9) possui (p + q)(p + q +

1)/2 equações não-lineares (vide (4.7)), de modo que um número t de incógnitas

(parâmetros) maior que o número de equações torna o sistema não-identificado.

Dáı segue a primeira condição de identificabilidade, conhecida como Regra t, ne-

cessária embora não suficiente. Para que um modelo seja identificado, é necessário
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que o número t, de parâmetros livres, atenda à restrição

t ≤ (p+ q)(p+ q + 1)

2
.

Além da regra t, há duas condições suficientes comumente utilizadas na avaliação

da identificabilidade de um meevo, que são baseadas na matriz B. A regra do B

nulo assegura que o modelo será identificado se B = 0. A prova baseia-se no fato

de que Σxx = Φ pela equação (4.7) e de que, substituindo φ por Σxx nos demais

quadrantes da matriz Σ(θ), obtemos expressões identificadas para Γ e Ψ, dado que

B = 0 (Bollen, 1989, p.94).

Outra condição baseada na matriz B é a regra do modelo recursivo. É considerado

recursivo todo mee em que:

1. Os erros latentes são independentes (ou pelo menos não-correlacionados), i.e.,

Ψ é diagonal; e

2. As relações de causalidade entre as variáveis são unidirecionais e, portanto, sem

reciprocidade direta ou indireta, i.e., B é triangular inferior.

A regra afirma que todo modelo recursivo é identificado e sua prova baseia-se no fato

de que, como as variáveis-resposta do modelo não participam de outras equações como

covariáveis, o erro latente ζi de uma equação não sofra interferências do erro de outra,

fazendo com que cada equação seja independente das demais. Essa caracteŕıstica

possibilita até mesmo a estimação dos parâmetros equação a equação, pelo Método

dos Mı́nimos Quadrados (Fox, 2006).

Finalmente, outras duas regras bastante difundidas estão relacionadas à matriz

C = [(I−B)| − Γ] . (4.10)

A condição de ordem é necessária para a identificabilidade e decorre de uma verificação

de cada linha da matriz C: para que o modelo seja identificado, é necessário que

cada linha de C contenha pelo menos p − 1 zeros, sendo p o número de variáveis-

resposta do meevo. A condição de posto, por sua vez, é necessária e suficiente para a

identificação do modelo e pode ser verificada a partir de submatrizes Ci de C, que são

formadas apenas pelas colunas de C que possuem zeros na linha i, sendo as demais

colunas exclúıdas. A condição é atendida se o posto de todas as submatrizes Ci for

77



exatamente p − 1. É importante ressaltar que essa caracterização das condições de

ordem e de posto pressupõem que todos os elementos de Ψ são parâmetros livres

(Bollen, 1989, p.98-104).

Softwares e exemplo de resolução

Como o meevo constitui um caso particular dos Modelos de Equações Estrutu-

rais com Variáveis Latentes, todos os softwares apresentados na Seção 4.1.3 também

prestam-se à estimação de parâmetros dos meevo.

Entretanto, alguns métodos como Mı́nimos Quadrados em 2 Passos podem ser

utilizadas especificamente no ajuste de modelos de Equações Estruturais que não

contenham variáveis latentes, como os meevo (Fox, 2006). No r, por exemplo, a

biblioteca sem (Fox et al., 2010) contém funções espećıficas para tal finalidade, como

a tsls().

4.1.2 Análise Fatorial Confirmatória

Os modelos de Análise Fatorial Confirmatória afc possuem estrutura similar à dos

modelos de Análise Fatorial Exploratória afe, mas uso bastante diverso. Se o propó-

sito de se aplicar uma afe é o de explorar caracteŕısticas desconhecidas do modelo de

mensuração que relaciona as variáveis observadas às latentes, o de uma afc é testar

um modelo de mensuração predeterminado e, eventualmente compará-lo com outros

modelos, a fim de identificar o de melhor ajuste (cf. Seção 3.2.6). Entretanto, na afc

as associações entre cada variável latente e as variáveis observadas a ela associadas é

predeterminado. Além disso, na afc, a hipótese de que os fatores são ortogonais não

é necessária como na afe, podendo-se modelar as correlações entre diversos pares de

fatores e fixar a ortogonalidade de outros pares, conforme parecer mais apropriado

ao pesquisador. Quanto à escala dos escores dos fatores, pode-se fixar, para cada

fator, uma de suas cargas com valor unitário, de modo que o fator herde a escala da

variável que estiver associada a ele com essa carga (ancoragem) ou considerar que os

fatores possuem esperança e variância iguais a 0 e 1, respectivamente (padronização)

(cf. Seção 3.4.2).
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Matriz de covariâncias implicada pelo modelo

Matematicamente, a semelhança entre os modelos é evidenciada por meio da matriz

implicada pelo modelo de afc, que é idêntica à da afe, isto é,

Σ(θ) = Λx Φ Λ′x + Θδ . (4.11)

Entretanto, no âmbito da afc é posśıvel optar por restringir ou manter livre quaisquer

parâmetros do modelo, isto é, quaisquer elementos das matrizes Λ, Φ ou Θδ, desde

que tais opções não tornem o modelo subidentificado.

Identificabilidade

Assim como para os meevo, a confirmação da identificabilidade de um modelo pro-

posto também é crucial no contexto da afc. Uma primeira condição, necessária para

identificabilidade, é a regra t, definida de forma análoga a sua homônima do contexto

dos meevo. Para atender às equações (4.8) e (4.9), inerentes a qualquer Modelo de

Equações Estruturais, dado que a afc considera q variáveis observadas, temos que S

será composto por no máximo q(q+ 1)/2 elementos distintos. Dessa forma, o número

t de parâmetros livres do modelo de afc não deve superar essa quantidade. A regra

t, portanto, pode ser escrita como

t ≤ q (q + 1)

2
.

Além da regra t, a regra das três indicadoras é muito difundida. Ela é atendida

para modelos com pelo menos um fator, em que cada variável observada (indicadora)

está associada a apenas um fator e os erros de mensuração são independentes. Sob

tais condições, a regra garante a identificabilidade do modelo desde que cada fator

conte com pelo menos três indicadoras. Caso se acrescente a condição de que pelo

menos um par de fatores é correlacionado, isto é, φij 6= 0 para ao menos um par i, j

com i 6= j, a regra das duas indicadoras assegura que o modelo é identificado desde

que cada fator conte com pelo menos duas indicadoras (Bollen, 1989, p.238-251).

Softwares e exemplo de resolução

Como exemplo de aplicação, podemos tomar o modelo hipotetizado na Seção 3.2

para as notas obtidas em uma bateria de seis avaliações educacionais aplicada a 112
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alunos (Bartholomew & Knott, 1990), exibido na Figura 3.2. Tal modelo descreve

dois fatores correlacionados como os responsáveis por grande parte da variabilidade de

6 variáveis observadas, que referem-se às 6 notas obtidas por cada aluno na bateria de

6 avaliações. O número de 2 fatores foi hipotetizado a partir de uma Análise Fatorial

Exploratória, assim como a associação da variável x1 a ambos os fatores, das variáveis

x5 e x6 ao fator ξ1 e das demais ao fator ξ2. Tais hipóteses dizem respeito ao modelo

de mensuração dos fatores ξ1 e ξ2 a partir das variáveis observadas x1 a x6 e pode ser

testado por meio de uma Análise Fatorial Confirmatória.

O modelo é definido como

x = Λξ + δ , (4.12)

onde as matrizes Λ, Φ ou Θδ configuram-se da seguinte forma:

Λ =



λx11 λx12

0 λx22

0 λx32

0 λx42

λx51 0

λx61 0


, Φ =

 1

φ21 1

 e Θδ =



δ11

0 δ22

0 0 δ33

0 0 0 δ44

0 0 0 0 δ55

0 0 0 0 0 δ66


(4.13)

Portanto, os parâmetros a serem estimados são as 7 cargas (λ′s), a covariância entre os

fatores (φ21) e os 6 erros de mensuração (δ′s), perfazendo um total de 14 parâmetros,

o que atende à regra t, uma vez que

t = 14 <
6 (6 + 1)

2
= 21 .

Como essa condição é necessária, mas não suficiente para a identificação do modelo,

é preciso verificar as demais regras. Entretanto, a verificação das demais regras são

válidas apenas para modelos de complexidade 1, isto é, modelos em que cada variável

observada está associada a apenas 1 dos fatores. No problema em questão, a variável

x1 foi modelada como sendo influenciada pelos 2 fatores do modelo, uma vez que essa

configuração para x1 era bastante evidente na Análise Fatorial Exploratória aplicada

previamente e é, sobretudo, coerente com o problema modelado, já que tal variável
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trata-se da nota em uma avaliação de conhecimentos gerais, e não espećıficos de um

ou outro fator, como as demais provas.

Diante dessa impossibilidade de aplicar as regras de verificação de condições sufi-

cientes para a identificabilidade do modelo, é preciso verificá-la diretamente, a partir

do confronto entre a matriz de covariâncias implicada pelo modelo Σ(θ) e a matriz de

covariâncias populacional Σ, que será aproximada pela amostral S = Σ̂. A Figura 4.1

exibe a matriz de covariâncias implicada pelo modelo, conforme a equação (4.11). Se

chamarmos de Σij o elemento da i-ésima linha e j-ésima coluna da matriz Σ, seguem

da equação (4.8) expressões identificadas para os parâmetros do modelo.

Das equações

λ22λ32 = Σ32 , λ32λ42 = Σ13 e λ42λ22 = Σ42

obtemos expressões identificadas para λ22, λ32 e λ42:

λ222 =
Σ32Σ42

Σ43

, λ232 =
Σ43Σ32

Σ42

e λ242 =
Σ42Σ43

Σ32

.

Das equações

λ51φ21 =
Σ52

λ22
, λ61φ21 =

Σ62

λ22
e λ51λ61 = Σ65 ,

obtemos expressões identificadas para φ21, λ51 e λ61:

φ2
21 =

Σ52Σ62Σ43

Σ65Σ32Σ42

, λ251 =
Σ52Σ65

Σ62

e λ261 =
Σ65Σ62

Σ52

.

Finalmente, das equações

λ42φ21λ11 + λ42λ12 = Σ41 e λ51λ11 + λ51φ21λ12 = Σ51

obtemos expressões identificadas para λ11 e λ12:

λ211 =
Σ2

32Σ42Σ62Σ65 (Σ2
51Σ42 − Σ2

52Σ
2
41Σ32Σ65)

(Σ65Σ32Σ42 − Σ52Σ62Σ43)
2 e λ12 =

Σ41Σ32

Σ42Σ43

−λ11
(

Σ52Σ62Σ43

Σ65Σ32Σ42

)1/2

.

Com tais parâmetros identificados, é fácil notar que os δii são facilmente obtidos após a

substituição dos demais parâmetros pelas expressões apresentadas. Se tal abordagem

para verificação da identificabilidade fosse inviável devido a uma quantidade excessiva

de parâmetros, por exemplo, poderiam ser utilizados os testes emṕıricos mencionados

na Seção 4.1.1, aplicáveis tanto aos meevo quanto à afc, lembrando que verificam
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apenas a identificabilidade local e não global, diferentemente do método algébrico aqui

utilizado.

As expressões obtidas para cada parâmetro não são únicas neste problema, sendo

tal modelo sobre-identificado. Para que o ajuste do modelo seja posśıvel, entretanto,

é suficiente garantir a existência de solução, ainda que não seja única. Utilizando a

biblioteca lavaan (Rosseel, 2011) do r, foi posśıvel estimar valores para os parâme-

tros do modelo proposto, por meio da função cfa(). As estimativas são mostradas na

Tabela 4.1, onde também são apresentadas algumas medidas da qualidade do ajuste,

calculadas com a função fitMeasures(), da mesma biblioteca. O código utilizado

encontra-se no Apêndice deste Caṕıtulo. A Figura 4.2, por sua vez, exibe o diagrama

de caminho do modelo ajustado, onde constam os parâmetros estimados. Cabe no-

tar que a escala dos parâmetros é herdada das variáveis latentes, para as quais foi

assumida média nula e variância unitária.

Uma breve análise dos parâmetros estimados mostra que todos são significativos,

exceto possivelmente δ55, apresentando z = 1, 454 (vide Tabela 4.1). As medidas de

qualidade do ajuste são adequadas, com χ2 baixo, de p-valor 0,416, indicando um

bom ajuste, além de cfi2 máximo (1) e rmsea de 0,013, bastante inferior aos limites

máximos recomendados de 0,050 a 0,100. Verificamos que as variáveis x3 e x6 são as

que apresentam maiores cargas, respectivamente dos fatores ξ2 e ξ1. Por outro lado,

são as variáveis que apresentam maiores erros de mensuração (32,964 e 38,678, res-

pectivamente). As outras variáveis possuem cargas menos altas, mas também erros de

mensuração mais aceitáveis. Finalmente, vale notar que a covariância entre os fatores

foi estimada em 0,440, com erro-padrão de 0,094, indicando que esse parâmetro não

deve ser nulo, isto é, esses fatores não devem ser ortogonais. Tal constatação corro-

bora aquela feita na Análise Fatorial Exploratória, quando as soluções rotacionadas

obĺıquas apresentaram melhores resultados que as soluções ortogonais.

Como a afc constitui um caso particular dos Modelos de Equações Estrutu-

rais com Variáveis Latentes, todos os softwares apresentados na Seção 4.1.3 também

prestam-se à estimação de parâmetros dos meevo e das afc.

2Comparative Fit Index

83



Tabela 4.1: Parâmetros estimados para o modelo de Análise Fatorial Confirmatória

relativo às notas obtidas em uma bateria de seis avaliações educacionais aplicada a

112 alunos (Bartholomew & Knott, 1990).

Parâmetro Estimativa Erro-padrão Z Pr(> |z|)

Cargas das variáveis latentes:

Inteligência verbal (ξ1)

general (λ11) 2,014 0,438 4,599 0,000

reading (λ51) 6,774 0,598 11,332 0,000

vocab (λ61) 9,768 0,986 9,905 0,000

Inteligência espacial (ξ2)

general (λ12) 2,309 0,460 5,021 0,000

picture (λ22) 1,659 0,243 6,814 0,000

blocks (λ32) 10,748 1,122 9,584 0,000

maze (λ42) 1,697 0,347 4,887 0,000

Covariâncias:

φ21 0,440 0,094 4,698 0,000

Variâncias:

general (δ11) 10,938 1,735 6,305 0,000

picture (δ22) 3,889 0,636 6,112 0,000

blocks (δ33) 32,964 15,043 2,191 0,028

maze (δ44) 9,718 1,388 7,000 0,000

reading (δ55) 6,247 4,295 1,454 0,146

vocab (δ66) 38,678 10,172 3,802 0,000

φ11 1,000

φ22 1,000

Medidas de qualidade do ajuste:

χ2 7,125

Graus de liberdade 7

p-valor da estat́ıstica χ2 0,416

cfi 1,000

rmsea 0,013
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Figura 4.2: Diagrama de caminho exibindo estimativas dos parâmetros estimados

para o modelo de Análise Fatorial Confirmatória relativo às notas obtidas em uma

bateria de seis avaliações educacionais aplicada a 112 alunos (Bartholomew & Knott,

1990). A escala dos parâmetros é herdada das variáveis latentes, para as quais foi

assumida média nula e variância unitária.
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4.1.3 LISREL: Modelo de Equações Estruturais com Variá-

veis Latentes

O Modelo de Equações Estruturais com Variáveis Latentes é basicamente a união dos

dois modelos previamente apresentados. De um lado, tem-se um modelo estrutural,

formado por múltiplas equações lineares que associam entre si as variáveis em estudo,

mas que, por outro lado, contempla a possibilidade de tais variáveis serem latentes e,

nesse caso, terem um modelo de mensuração associado a cada uma delas, de modo

que também a relação entre elas e as variáveis observadas seja especificada no modelo.

A equação geral de um lisrel é caracterizada por

η = B η + Γ ξ + ζ

x = Λx ξ + δ

y = Λy η + ε ,

sendo as equações (2.2), (2.3) e (2.4) um caso particular delas, em que a matriz B é

nula e há somente uma variável latente exógena (ξ1) e uma endógena (η1), conforme

ilustrado no diagrama de caminho da Figura 2.2.

Um modelo mais complexo e que contempla todos os atributos da lisrel é apre-

sentado em Bollen (1989, caps. 2,7,8), para dados de industrialização e democracia

poĺıtica. Esses dados de painel representam a relação entre a democracia poĺıtica nos

anos de 1960 e 1965 e a industrialização em 1960, em páıses em desenvolvimento.

No estudo transnacional a respeito de democracia poĺıtica, a industrialização é co-

mumente vista como um fator que aumenta as chances de existência de um modelo

poĺıtico democrático. Ainda, o ńıvel atual de democracia poĺıtica costuma ser influ-

enciado pelo ńıvel anterior. Tais ideias sugerem que o modelo de variáveis latentes

deva contemplar o ńıvel de democracia em 1960 (η1) e a industrialização em 1960 (ξ1)

como influenciadores da democracia em 1965 (η2). Além disso, contemplou-se um

efeito da industrialização contemporânea influindo na democracia de 1960.

Da descrição, segue que o modelo estrutural é dado porη1
η2

 =

 0 0

β21 0

 η1
η2

+

γ11
γ21

 ξ1 +

ζ1
ζ2

 , (4.14)
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e assume-se que os erros latentes (ζ’s) não são correlacionados entre si, de modo que

Ψ é uma matriz diagonal. Quanto à matriz Φ, ela é composta apenas pelo escalar

φ11, devido à existência de apenas uma variável latente exógena no modelo.

Para o modelo de mensuração, adotaram-se quatro variáveis para a aferição da

democracia, sendo elas medidas em 1960 para a variável latente η1 e em 1965 para a

variável latente η2. São elas:

y1 e y5: liberdade de imprensa;

y2 e y6: liberdade de grupos de oposição;

y3 e y7: justiça do processo eleitoral; e

y4 e y8: natureza eletiva e efetividade do corpo legislativo.

Quanto às restrições feitas, neste exemplo, cada fator herdará a escala da primeira

variável observada associada a ele. No caso de η1 e η2, portanto, será atribúıda carga

1 às variáveis y1 e y5, respectivamente. Além disso, como yi e yi+4, i ∈ 1, 2, 3, 4

representam a mesma variável em duas épocas distintas, assume-se que a carga de η1

em yi é igual à carga de η2 em yi+4. Quanto à matriz de covariâncias dos erros de

mensuração, assume-se que yi e yi+4, i ∈ 1, 2, 3, 4 são possivelmente correlacionados,

sendo esses parâmetros livres na matriz. Além desses, consideram-se correlacionados

os pares (y2, y4) e (y6, y8), pois o erro de mensuração das duas variáveis são advindos

da mesmo fonte. Em suma, na matriz triangular inferior Θε, são livres todos os

elementos da diagonal principal (variâncias), além daqueles nas posições (5,1), (6,2),

(7,3), (8,4), (4,2) e (8,6). A equação do modelo de mensuração para η é, portanto:

y1

y2

y3

y4

y5

y6

y7

y8



=



1 0

λ22 0

λ33 0

λ44 0

0 1

0 λ22

0 λ33

0 λ44



η1
η2

+



ε1

ε2

ε3

ε4

ε5

ε6

ε7

ε8



(4.15)
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O modelo de mensuração da industrialização (ξ1) é mais simples, sendo composto

por três variáveis observadas:

x1: produto interno bruto (pib) per capita;

x2: consumo de energia per capita; e

x3: porcentagem da força de trabalho em ocupações industriais.

Utilizou-se o logaritmo das variáveis x1 e x2 e tomou-se o arco seno da raiz quadrada

de x3, a fim de que os valores tornassem-se mais próximos da distribuição normal. A

escala de ξ1 e herdada de x1 fixando sua carga nessa variável em 1. Para a matriz

de covariâncias dos erros de mensuração (Θδ), assume-se que seja diagonal, já que

não há suspeita de que as variáveis observadas sejam correlacionadas. Sendo assim,

a equação do modelo de mensuração é dada por
x1

x2

x3

 =


1

λ21

λ31

 ξ1 +


δ1

δ2

δ3

 (4.16)

A Figura 4.3 exibe o diagrama de caminho do modelo descrito e , a seguir, será

apresentada a matriz implicada pelos modelos lisrel e algumas regras de identifi-

cabilidade, para que, com os dados em mãos, seja posśıvel dar ińıcio ao processo de

estimação.

Matriz de covariâncias implicada pelo modelo

A matriz de covariâncias implicada pelo modelo lisrel é similar à dos meevo, já

que possuem estruturas similares, salvo pelo fato de que no lisrel as variáveis que

participam da regressão são consideradas latentes e seus modelos de mensuração fazem

parte da especificação do modelo, por meio das matrizes Λx, Λy, Θδ e Θε. São

precisamente essas matrizes que passam a figurar nas expressões que compõem a

matriz de covariâncias do lisrel e a diferenciam daquela calculada para o meevo e

apresentada na equação (4.7).

Usando a notação da Seção 4.1.1, obtemos
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Figura 4.3: Modelo de Equações Estruturais para os dados de industrialização e

democracia poĺıtica em páıses em desenvolvimento (Bollen, 1989, caps. 2,7,8).
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Σyy(θ) = E (YY′)

= E
[
(Λyη + ε)

(
η′Λ′y + ε′

)]
= ΛyE (ηη′) Λ′y + Θε

= Λy(I−B)−1(ΓΦΓ′ + Ψ)
[
(I−B)−1

]′
Λ′y + Θε . (4.17)

Para a covariância entre X e Y, obtemos

Σyx(θ) = E (YX′)

= E [(Λyη + ε) (ξ′Λ′x + δ′)]

= ΛyE (ηξ′) Λ′x

= Λy (I−B)−1 ΓΦΛ′x . (4.18)

Analogamente às matrizes calculadas previamente para a afe e a afc e exibidas nas

equações (3.5) e (4.11), obtemos

Σxx(θ) = E (xx′)

= Λx Φ Λ′x + Θδ (4.19)

A matriz de covariâncias implicada pelo modelo é obtida a partir dos resultados

(4.17), (4.18) e (4.19):

Σ(θ) =

Λy(I−B)−1(ΓΦΓ′ + Ψ) [(I−B)−1]
′
Λ′y + Θε Λy (I−B)−1 ΓΦΛ′x

ΛxΦΓ′
[
(I−B)−1

]′
Λ′y Λx Φ Λ′x + Θδ

 .

(4.20)

Identificabilidade

Nos modelos lisrel, a questão da identificabilidade é tão importante quanto no

meevo e na afc. Por se tratar de um caso geral constitúıdo por uma espécie de

“combinação” dos outros dois modelos, a identificabilidade pode ser verificada des-

membrando o modelo em um meevo e uma afc, para os quais a identificabilidade é

verificada separadamente. Nesse caso, o lisrel será identificado na medida em que

o meevo e a afc derivados dele forem também identificados.
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Figura 4.4: Modelo de Equações Estruturais para os dados de industrialização e

democracia poĺıtica em páıses em desenvolvimento: isolamento do modelo de mensu-

ração.

Essa regra dos dois passos pode ser aplicada ao modelo das equações (4.14), (4.15)

e (4.16). A Figura 4.5 exibe o resultado do isolamento das variáveis estruturais do

modelo, ao passo que a Figura 4.4 exibe o modelo de mensuração isolado do modelo

estrutural. Para a Figura 4.5, verificamos a identificabilidade aplicando a regra do

modelo recursivo. Como a matriz B do modelo estrutural é triangular inferior, segue

que o modelo é identificado. Quanto ao modelo de mensuração, a verificação é mais

trabalhosa.

As condições suficientes para verificação da identificabilidade dos modelos de men-

Figura 4.5: Modelo de Equações Estruturais para os dados de industrialização e

democracia poĺıtica em páıses em desenvolvimento: isolamento do modelo estrutural.
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suração, apresentadas na Seção 4.1.2 exigem que Θδ seja diagonal, o que não é aten-

dido no modelo hipotetizado para os dados de democracia poĺıtica e industrialização,

uma vez que os erros de mensuração são correlacionados. Nesse caso, é preciso verifi-

car a identificabilidade algebricamente, como mostrado na Seção 4.1.2. Bollen (1989,

p.251-253) mostra algebricamente que o modelo de mensuração da Figura 4.4 é sobre-

identificado. Logo, da identificação do modelo estrutural e do modelo de mensuração,

segue que o modelo lisrel composto por ambos também é identificado, de acordo

com a regra dos dois passos.

Além da regra dos dois passos, a regra mimic assegura que todos os modelos

do tipo mimic3 (Goldberger, 1971; Robinson, 1974) são identificados. Tais modelos

caracterizam-se por considerarem as variáveis observadas associadas à variável latente

exógena, suas causas e não suas consequências, como nos modelos de mensuração

tradicionais, a exemplo da afc.

Em um modelo mimic, o modelo de mensuração para a variável x é dado por

x = Iξ ,

de modo que as variáveis observadas não possuam erro de mensuração e sejam equi-

valentes aos próprios ξ’s, devido às cargas unitárias atribúıdas pela matriz identidade.

Nesse caso, cada ξi, que nos modelos lisrel é por definição a causa de um ou mais

ηj, é aferido sem erro de mensuração pela variável observada correspondente (xi),

fazendo com que esta observação desempenhe o papel de causa direta de uma ou mais

variáveis endógenas (ηj).

Regras adicionais podem ser úteis na verificação da identificabilidade de um mo-

delo e podem ser encontradas em Bollen & Davis (2009a,b); Muthen & Satorra (1995).

Softwares e exemplo de resolução

A estimação dos parâmetros de um modelo lisrel pode ser feita utilizando o r, por

meio da biblioteca sem (Fox et al., 2010) ou lavaan (Rosseel, 2011), por exemplo.

Em ambas as bibliotecas, a função apropriada possui o mesmo nome, sem(), sendo

a entrada de argumentos solicitada pela função da biblioteca lavaan mais amigável

e o output mais completo (cf. Seção 4.5). No sas, o procedimento calis pode ser

3Acrônimo para Multiple Indicators Multiple Causes.
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utilizado para o mesmo fim. Outros softwares foram desenvolvidos exclusivamente

com o propósito de ajustar modelos de equações estruturais com variáveis latentes,

como o lisrel (ssi, Lincolnwood, IL – eua), o amos (SPSS, Chicago, IL – eua), o

eqs (Multivariate Software, Encino, CA – eua) e o Mplus (Muthén & Muthén, Los

Angeles, CA – eua). Esses softwares aceitam inclusive diagramas de caminho como

forma de especificação do modelo.

As Tabelas 4.2 e 4.3 apresentam os parâmetros estimados pelo método da Máxima

Verossimilhança para o modelo referente aos dados de industrialização e democracia

em páıses em desenvolvimento. As estimativas coincidem com aquelas encontradas

em Bollen (1989, p.335). Nelas, podemos constatar a qualidade do ajuste, por meio

de um favorável teste χ2 (p-valor 0,374), do ı́ndice cfi próximo de seu máximo (=

0,997) e do ı́ndice rmsea inferior a 0,05 (= 0,028).

4.1.4 Estimação dos parâmetros estruturais e incidentais

Os parâmetros estruturais dos mee clássicos são normalmente estimados por um

dentre três métodos mais difundidos: método da Máxima Verossimilhança, método

dos Mı́nimos Quadrados ordinário ou método dos Mı́nimos Quadrados generalizado.

Na abordagem por Mı́nimos Quadrados, a estimação baseia-se na obtenção de valores

para os parâmetros que tornem a matriz Σ(θ) o mais próxima posśıvel de Σ̂ = S.

Tal finalidade é alcançada por meio da minimização de uma determinada função de

reśıduos.

Na abordagem por Máxima Verossimilhança, assume-se que o vetor de variáveis

observadas (x′|y′) segue uma distribuição normal multivariada e define-se a função

de log-verossimilhança como

logL(θ) = constante− N

2

{
log |Σ(θ)|+ tr [S∗Σ−1(θ)]

}
,

onde S∗ = N−1
N

S, com as matrizes Σ(θ) e S positivas definidas e, portanto, não-

singulares. A máxima verossimilhança será máxima quando a matriz de covariâncias

estimada Σ(θ̂) coincidir com a matriz de covariâncias amostral S. Por isso é comum

que no contexto dos mee o método da Máxima Verossimilhança seja representado por

uma função a ser minimizada, que assume seu valor mı́nimo, zero, quando Σ(θ̂) = S.
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Tabela 4.2: Parâmetros estimados e medidas de qualidade do ajuste, para o modelo

de Equações Estruturais para os dados de industrialização e democracia poĺıtica em

páıses em desenvolvimento (Bollen, 1989, caps. 2,7,8) [continua na Tabela 4.3].

Parâmetro Estimativa Erro-padrão Z Pr(> |z|)

Cargas das variáveis latentes:

Industrialização em 1960 (ξ1):

x1 (λx11) 1,000

x2 (λx21) 2,18 0,138 15,751 0,000

x3 (λx31) 1,818 0,152 11,971 0,000

Democracia poĺıtica em 1960 (η1):

y1 (λy11) 1,000

y2 (λy21) 1,191 0,139 8,551 0,000

y3 (λy31) 1,175 0,12 9,755 0,000

y4 (λy41) 1,251 0,117 10,712 0,000

Democracia poĺıtica em 1965 (η2):

y5 (λy11) 1,000

y6 (λy21) 1,191 0,139 8,551 0,000

y7 (λy31) 1,175 0,12 9,755 0,000

y8 (λy41) 1,251 0,117 10,712 0,000

Coeficientes de regressão:

γ11 1,471 0,392 3,75 0,000

γ21 0,6 0,226 2,661 0,008

β21 0,865 0,075 11,554 0,000

(continua)
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Tabela 4.3: Parâmetros estimados e medidas de qualidade do ajuste, para o modelo

de Equações Estruturais para os dados de industrialização e democracia poĺıtica em

páıses em desenvolvimento (Bollen, 1989, caps. 2,7,8) [continuação da Tabela 4.2].

Parâmetro Estimativa Erro-padrão Z Pr(> |z|)

Covariâncias:

ε51 0,583 0,356 1,637 0,102

ε62 2,183 0,737 2,96 0,003

ε73 0,712 0,611 1,165 0,244

ε84 0,363 0,444 0,817 0,414

ε42 1,44 0,689 2,092 0,036

ε86 1,372 0,577 2,378 0,017

Variâncias:

δ11 0,081 0,019 4,182 0,000

δ22 0,12 0,07 1,729 0,084

δ33 0,467 0,09 5,177 0,000

ε11 1,855 0,433 4,279 0,000

ε22 7,581 1,366 5,549 0,000

ε33 4,956 0,956 5,182 0,000

ε44 3,224 0,723 4,458 0,000

ε55 2,313 0,479 4,831 0,000

ε66 4,968 0,921 5,393 0,000

ε77 3,56 0,71 5,018 0,000

ε88 3,308 0,704 4,701 0,000

φ11 0,449 0,087 5,175 0,000

ψ11 3,875 0,866 4,477 0,000

ψ22 0,164 0,227 0,725 0,469

Medidas de qualidade do ajuste:

χ2 40,179

Graus de liberdade 38

p-valor 0,374

cfi 0,997

rmsea 0,028
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As funções de estimação a serem minimizadas na aplicação do método da Máxima

Verossimilhança é apresentada na equação (4.21). As equações (4.22) e (4.23) apresen-

tam as funções referentes ao método de Mı́nimos Quadrados ordinário e generalizado,

respectivamente.

FMV (θ) = log |Σ(θ)|+ tr [SΣ−1(θ)] (4.21)

FMQO(θ) =
1

2
tr
{

[S−Σ(θ)]2
}

(4.22)

FMQG(θ) =
1

2
tr
{[

I−Σ(θ)S−1
]2}

(4.23)

Vale lembrar que, para modelos perfeitamente identificados, a solução das equa-

ções de estimação é única e a função de reśıduos vale zero, mas na maior parte dos

casos, em que o modelo é sobre-identificado, o conjunto escolhido de parâmetros será

determinado segundo o critério que cada abordagem de estimação apresenta, ora o de

Mı́nimos Quadrados, ora o de Máxima Verossimilhança.

Os estimadores de Máxima Verossimilhança, no entanto, destacam-se por possúı-

rem importantes propriedades. Embora possam ser viesados em amostras pequenas,

são assintoticamente não-viesados. Além disso, possuem invariância de escala e são

assintoticamente consistentes e eficientes, sendo a matriz de covariâncias assintótica

do estimador de θ dada por(
2

N − 1

)[
E
(
∂2FMV

∂θ∂θ′

)]−1
.

Em relação aos parâmetros incidentais, isto é, aos escores dos fatores, os métodos

de estimá-los são diversos. O mais popular é, provavelmente, o método da regressão,

com estimador

ξ̂ = Φ̂Λ̂′xΣ̂
−1

x , (4.24)

onde Σ = ΛxΦΛ′x+Θδ é o peso que multiplica x é o estimador de Mı́nimos Quadrados

dos coeficientes da regressão hipotética entre ξ e x.

4.1.5 Limitações

Embora os modelos de Equações Estruturais apresentem estimativas não-viesadas

para os coeficientes de regressão entre escores de fatores, ele também apresenta algu-

mas limitações:
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1. Modelos que envolvem muitas variáveis observadas podem ser problemáticos,

na medida em que a verificação algébrica da identificabilidade do modelo pode

ser proibitiva, caso ele não se enquadre nas regras de identificabilidade preesta-

belecidas.

2. O modelo clássico considera que as variáveis observadas são cont́ınuas, não

comportando dados que contenham variáveis categorizadas.

3. Ampliando a advertência anterior, podemos mencionar que modelos de mensu-

ração não-lineares ou lineares generalizados não são contemplados pelo modelo

clássico.

4. O modelo clássico também não contempla relações estruturais não-lineares ou

lineares generalizadas.

4.2 Regressão clássica entre escores de fatores (2001)

A Seção 4.1 mostrou como pode ser trabalhoso estimar os parâmetros de um modelo de

regressão entre escores de fatores, principalmente se o número de variáveis for elevado

ou se não se dispor de softwares espećıficos para o cálculo das estimativas. Dáı a

importância de se conhecer casos particulares em que os escores de fatores possam

tomar parte em uma regressão com coeficientes estimados por técnicas simples, como

o convencional método dos Mı́nimos Quadrados.

Skrondal & Laake (2001) obtiveram resultados interessantes que podem ser apli-

cados no ajuste de modelos de regressão entre fatores, que permite tratá-los como

se fossem variáveis sem erro de mensuração e calcular estimadores assintoticamente

consistentes por meio de técnicas simples.

A seguir, definir-se-á o modelo de Regressão Latente (rl), que subsidiará as abor-

dagens
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4.2.1 Modelo de Regressão Latente

O modelo de Regressão Latente (rl) é formado por um sistema de equações lineares,

em que são fatores: as variáveis-resposta, as covariáveis ou ambas. Na notação lisrel,

o modelo é descrito por

η = Γξ + ζ , (4.25)

onde η representa os escores dos fatores que comporão o sistema como variáveis-

resposta (i.e., variáveis endógenas), ξ representa os escores dos fatores que comporão

o sistema como covariáveis (i.e., variáveis exógenas) e ζ é o vetor de erros aleató-

rios, sendo todos os valores dados em forma de desvios em relação à media. Temos,

portanto, que o modelo de rl é um caso particular do lisrel, no qual

B = 0 (4.26)

e, por se tratarem de variáveis latentes, os fatores η e ξ são aferidos segundo um

modelo de mensuração descrito por

y = Λyη + ε (4.27)

x = Λxξ + δ . (4.28)

Sendo assim, a matriz de covariâncias das variáveis observadas pode ser definida,

a partir de (4.20) e (4.26), como

Σ(θ) =

Σyy(θ) Σyx(θ)

Σ′yx(θ) Σxx(θ)

 =

Λy(ΓΦΓ′ + Ψ)Λ′y + Θε ΛyΓΦΛ′x

ΛxΦΓ′Λ′y Λx Φ Λ′x + Θδ

 .

(4.29)

Além do fato de B = 0 e, portanto, as variáveis endógenas de uma equação não

poderem participar de outras equações como covariáveis, há outra diferença crucial

da aplicação do modelo lisrel em relação à do modelo de rl, que diz respeito ao

propósito do modelo de mensuração. No lisrel, o modelo de mensuração presta-se a

possibilitar a estimativa conjunta dos parâmetros do modelo estrutural e do modelo

de mensuração simultaneamente, a partir das variáveis observadas. No modelo de rl,

o modelo de mensuração também orienta a estimação dos escores dos fatores, mas essa

estimação se dá em uma etapa preliminar para que, em uma segunda etapa, sejam

utilizados como variáveis de uma regressão comum, a fim de estimar os parâmetros

estruturais, que são os coeficientes da regressão (Γ).
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Se definirmos os escores teóricos da realização i, i = 1, 2, . . . , N dos fatores ξ e η

como

Fξ,i = Aξxi e Fη,i = Aηyi ,

temos que Aξ e Aη são as matrizes que aplicam sobre o vetor observado, x e y,

respectivamente, a transformação linear que resulta nas estimativas dos escores desses

fatores. Para o método de Bartlett, temos

AB
ξ =

(
Λ′xΘ

−1
δ Λx

)−1
Λ′xΘ

−1
δ (4.30)

e

AB
η =

(
Λ′yΘ

−1
ε Λy

)−1
Λ′yΘ

−1
ε . (4.31)

Para o método da Regressão, temos (cf. Seção 3.2.5, eqs. (3.14) e (3.15))

AR
ξ = ΦΛ′xΣ

−1
x (4.32)

e

AR
η = (ΓΦΓ′ + Ψ) Λ′yΣ

−1
y . (4.33)

A partir dessas definições, é posśıvel realizar o ajuste de uma regressão de esco-

res por meio de uma das duas abordagens já mencionadas, que são detalhadamente

apresentadas a seguir.

Regressão de escores bloco a bloco (revisada)

A regressão de escores bloco a bloco revisada consiste de um algoritmo de 3 passos:

Passo 1: Análise Fatorial Confirmatória bloco a bloco Um modelo de afc é

ajustado às variáveis observadas x, de modo a obter as estimativas consistentes

Λ̂x, Θ̂δ e Φ̂. Analogamente, são obtidas as estimativas consistentes Λ̂y e Θ̂ε

aplicando a afc às variáveis observadas y.

Passo 2: Estimação dos escores dos fatores Por meio do método de Bartlett,

obtêm-se os escores emṕıricos F̃η,i para os fatores η e, por meio do método da

Regressão, os escores emṕıricos F̃ξ,i para os fatores ξ.
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Passo 3: Regressões com MMQ Os parâmetros estruturais Γ são estimados para

cada equação do sistema (4.25), por meio do método dos Mı́nimos Quadrados

(mmq). O estimador pode ser expresso por

Γ̂ = SF̃Bη F̃Rξ

(
SF̃Rξ

)−1
,

onde SF̃Bη F̃Rξ
e SF̃Rξ

representam as matrizes de covariâncias emṕıricas para os

escores dos fatores subscritos.

Skrondal & Laake (2001) provaram que o estimador Γ̂ é consistente desde que

a estimação dos escores dos fatores ocorra pelos métodos descritos no Passo 2 do

algoritmo. O eṕıteto “revisada” deve-se a esse detalhamento do algoritmo, inexistente

na regressão de escores bloco a bloco difundida previamente ao estudo mencionado.

Cabe mencionar que também provaram a consistência do estimador da matriz de

covariâncias Ψ e do coeficiente de determinação das variáveis-resposta.

Além dos resultados assintóticos, Skrondal & Laake (2001) fizeram estudos de si-

mulação para amostras finitas, a respeito dos estimadores de Γ e dos coeficientes de

determinação obtidos segundo o algoritmo revisado. Foi evidenciada a ausência de

viés quando comparados com os estimadores de Máxima Verossimilhança, além de se

mostrarem quase tão eficientes quanto eles, que são conhecidos por serem assitotica-

mente eficientes para modelos corretamente especificados, como é o caso.

Exemplos de modelos particulares nos quais a regressão por Mı́nimos Quadrados

pode ser aplicada por meio da abordagem bloco a bloco são o mimic, em que as

variáveis explicativas não possuem erro de mensuração, e o Modelo de Extensão do

Fator4 (Tucker, 1971), em que se considera que as variáveis-resposta não possuem

erro de mensuração.

Regressão de escores fator a fator

Skrondal & Laake (2001) expandiram a regressão de escores para a modalidade fator

a fator, que requer que cada variável observada esteja associada exclusivamente a um

fator, formando grupos independentes. Tal abordagem dá-se também conforme um

algoritmo de 3 passos:

4Factor Extension Model
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Passo 1: Análise Fatorial fator a fator Para cada fator da regressão, um modelo

de afc, que neste caso coincide com um de afe, é ajustado às variáveis observa-

das x ou y associadas a ele. É importante verificar a identificabilidade de cada

Análise Fatorial conduzida, certificando-se de que cada uma seja composta por

pelo menos 3 variáveis observadas. Seja Σν
x a matriz de covariâncias implicada

pelo modelo de Análise Fatorial ajustado a um dos n fatores explicativos ν e

seu conjunto de variáveis observadas.

Passo 2: Estimação dos escores dos fatores Por meio do método de Bartlett,

obtêm-se os escores emṕıricos F̃η,i para os fatores η e, por meio do método da

Regressão, os escores emṕıricos F̃ξ,i para os fatores ξ. A independência dos

fatores faz com que Ψ seja diagonal e a matriz AR
ξ passe a ser definida como

AR
ξ = diag (Φ)Λ′x(Σ

•
x)
−1 ,

onde

Σ•x =


Σ1
x 0 · · · 0

0 Σ2
x · · · 0

...
...

. . .
...

0 0 · · · Σn
x .


A matriz AB

η , por outro lado, permanece idêntica à da regressão de escores bloco

a bloco.

Passo 3: Regressões com MMQ Os parâmetros estruturais Γ são estimados para

cada equação do sistema (4.25), por meio do método dos Mı́nimos Quadrados

(mmq). O estimador pode ser expresso por

Γ̂ = SF̃Bη F̃Rξ

(
SF̃Rξ

)−1
,

onde SF̃Bη F̃Rξ
e SF̃Rξ

representam as matrizes de covariâncias emṕıricas para os

escores dos fatores subscritos.

A performance assintótica é semelhante à da regressão de escores bloco a bloco,

mas exige-se que os fatores sejam independentes. Portanto, se cada variável observada

estiver associadas exclusivamente a um único fator, temos que as regressões com um

fator explicativo, bem como as de modelos mimic produzem estimadores consistentes

por Mı́nimos Quadrados.
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4.2.2 Limitações

Embora de fácil aplicação, o modelo de Regressão Latente apresenta as seguintes

limitações:

1. As variáveis observadas não podem ser correlacionadas.

2. Os parâmetros dos modelos de mensuração utilizados na aferição dos escores que

participam da regressão podem não ser identificados, ainda que os parâmetros

estruturais o sejam.

3. A regressão de escores não produz as medidas convencionais de qualidade do

ajuste, em que o modelo ajustado é comparado com a alternativa irrestrita,

representada pela matriz de covariâncias amostral.

4. Versões corrigidas dos coeficientes de determinação requerem álgebra matricial

elementar, enquanto que as dos erros-padrão e intervalos de confiança requerem

métodos de reamostragem.

5. Transformações não-lineares dos escores prejudicam a estimação dos parâmetros

da regressão e não devem ser realizadas.

De qualquer forma, nos casos em que pode ser aplicado, constitui uma útil sim-

plificação para o modelo lisrel.

4.3 Limitações das abordagens clássicas para a re-

gressão de variáveis latentes cont́ınuas

Os modelos de Equações Estruturais constituem uma importante ferramenta na men-

suração e regressão de variáveis latentes cont́ınuas, uma vez que possibilitam a es-

timação simultânea, tanto dos parâmetros dos modelos de mensuração, quanto dos

parâmetros da regressão.

Vale notar que a complexidade de tais modelos e a eventual falta de disponibilidade

dos softwares necessários para o seu ajuste, pode fazer com que a aplicação de uma

regressão clássica, ajustada pelo método dos Mı́nimos Quadrados seja ocasionalmente
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mais plauśıvel. De fato, em algumas situações essa abordagem produz estimadores

consistentes, conforme demonstrado por citetskrondalLaake.

As limitações de ambas abordagens, no entanto, constuma residir no fato de o

modelo clássico não comportar não-lineariedades, tanto no modelo de mensuração

quanto no estrutural. Abordagens mais modernas como o Modelo Linear Genera-

lizado Misto com Variáveis Latentes, conhecido pelo acrônimo em inglês inglês gl-

lamm, possibilitam a resolução de problemas mais complexos, como um modelo de

Equações Estruturais linear generalizado, para variáveis latentes mensuradas segundo

um modelo da Teoria de Resposta ao Item.

Na Seção seguinte, apresentar-se-á o gllamm e suas potencialidades no contexto

da mensuração e regressão de variáveis latentes cont́ınuas.

4.4 Modelos Lineares Generalizados Mistos com

Variáveis Latentes (1999)

Os Modelos Lineares Generalizados Mistos com Variáveis Latentes (gllamm)5 (Rabe-

Hesketh & Pickles, 1999) constituem uma importante expansão dos Modelos de Equa-

ções Estruturais convencionais, que congrega caracteŕısticas marcantes dos Modelos

Lineares Generalizados:

• Uma das funções de ligação dos Modelos Lineares Generalizados pode ser utili-

zada na definição das equações de regressão do modelo de mensuração; e

• A densidade das variáveis-resposta pode não ser normal, desde que pertença à

famı́lia exponencial.

Exxtensões dos Modelos Lineares Generalizados também são contempladas, como su-

perdispersão ou subdispersão, heteroscedasticidade, respostas politômicas ou ordinais

e funções de ligação compostas (Skrondal & Rabe-Hesketh, 2004, Seção 2.3).

Além disso, o gllamm permite a definição de clusters, isto é, de aglomerados de

variáveis, o que possibilita a modelagem de efeitos aleatórios não somente no ńıvel do

item ou do indiv́ıduo amostrado, mas também de grupos de indiv́ıduos, ou grupo de

5gllamm: Generalized Linear Latent and Mixed Modeling
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grupos de indiv́ıduos e assim sucessivamente. No contexto de avaliações educacionais

em múltiplas escolas, por exemplo, é posśıvel modelar não somente o efeito que a

variável latente atribúıda a cada aluno tem em sua resposta a um determinado item

da avaliação, mas também o efeito que a turma em que ele está alocado exerce sobre

as respostas a tal item, bem como o efeito que sua escola exerce.

De fato, mesmo o delineamento mais difundido, de itens e de indiv́ıduos que res-

pondem aos itens, já corresponde a um delineamento multińıvel, no qual as respostas

a um conjunto de itens sempre estão associadas a um indiv́ıduo. Ele, por sua vez,

representa o aglomerado que agrupa tais respostas, de modo que cada resposta obtida

é modelada em termos tanto das caracteŕısticas do item, quanto das caracteŕısticas

do indiv́ıduo respondente. Na realidade, portanto, o gllamm simplesmente amplia o

número de ńıveis pasśıveis de ser modelados para além dos usuais dois ńıveis.

A seguir, será apresentada a definição do gllamm para modelos de mensuração

de dois ńıveis, a fim de que se possa compará-la com a dos modelos apresentadas

anteriormente.

4.4.1 Definição dos componentes do modelo

Modelo de mensuração

O escopo do gllamm permite a modelagem de diversos tipos de variável-resposta,

de forma análoga à dos Modelos Lineares Generalizados, bastando, para isso, que se

especifique uma função de ligação g(·) que torne verdadeira a equação para a resposta

yij, do indiv́ıduo j ao item i:

g
[
E
(
Yij|xj,ηj

)]
= νij , (4.34)

onde ηj é o vetor composto pelas realizações de todas as variáveis latentes para o

indiv́ıduo j, xj é um vetor de covariáveis observadas para o indiv́ıduo j e a densidade

de probabilidade da variável aleatória Yij pretence à famı́lia exponencial. Vale notar

que a equação (4.34) representa a especificação para um gllamm com apenas dois

ńıveis (i e j), podendo esse número de ńıveis ser ampliado conforme necessário.

Os componentes lineares νij, para um modelo com M variáveis latentes, são defi-

104



nidos na equação

νj = Xjβ +
M∑
m=1

ηmj Zmj λm . (4.35)

Diferentemente do lisrel, no gllamm, todas as variáveis latentes são chamadas de

η, independentemente de sua exogeneidade ou endogeneidade. Além disso, β é um

vetor de coeficientes atribúıdos às covariáveis representadas na matriz Xj, não tendo

relação alguma, com os elementos da matriz B da equação estrutural, salvo pelo

nome. O vetor λm compõe-se de parâmetros da estrutura do modelo de mensuração,

que relacionam cada item com a variável latente ηm. A matriz Zmj é uma matriz de

delineamento, que associa as variáveis latentes apropriadas a cada componente linear

νij, no ńıvel da unidade j

Como exemplo, a equação (4.36) exibe a definição dos componentes lineares para

o modelo representado no diagrama de caminho da Figura 2.2, com seis variáveis

observadas e M = 2 variáveis latentes:

ν1j

ν2j

ν3j

ν4j

ν5j

ν6j


=



β1

β2

β3

β4

β5

β6


+ η1j



1 0 0

0 1 0

0 0 1

0 0 0

0 0 0

0 0 0




λ11

λ21

λ31

+ η2j



0 0 0

0 0 0

0 0 0

1 0 0

0 1 0

0 0 1




λ42

λ52

λ62 ,

 (4.36)

onde as variáveis ξ1 e η1 passaram a ser denominadas, respectivamente, de η1 e

η2, tendo as cargas também mudado de nome, de (λx11, λ
x
21, λ

x
31, λ

x
12, λ

x
22, λ

x
32) para

(λ11, λ21, λ31, λ42, λ52, λ62).

No gllamm, os erros de mensuração (Θδ e Θε do modelo lisrel) não são ca-

racterizados diretamente e representam apenas a variabilidade residual das variáveis

observadas, às quais é atribúıda uma densidade de probabilidade da famı́lia exponen-

cial.

A ampla gama de modelos que podem ser definidos a partir da especificação das

matrizes de delineamento, das variáveis latentes e dos parâmetros do gllamm cons-

titui sua principal caracteŕıstica. Nele, as variáveis latentes podem representar tanto

efeitos aleatórios de um modelo Multińıvel quanto traços latentes de um modelo de

Equações Estruturais. Além disso, as diversas densidades que podem ser atribúıdas às
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variáveis-resposta, bem como a possibilidade do uso de funções de ligação na definição

dos componentes lineares permite a inclusão de modelos da tri, modelos de Análise

de Sobrevivência e diversos outros no escopo do gllamm. Até mesmo o modelo loǵıs-

tico de 3 parâmetros, da tri, pode ser definido como um gllamm, utilizando funções

de ligação compostas (Skrondal & Rabe-Hesketh, 2004, p.32).

Modelo estrutural

O sistema de equações estruturais do gllamm é dado por

ηj = Bηj + Γwj + ζj , (4.37)

onde ηj é o vetor das realizações associadas ao indiv́ıduo j, de todas as Mvariáveis

latentes do modelo, e B é a matriz que contém os coeficientes de regressão das re-

lações lineares entre tais variáveis. As covariáveis observadas para o indiv́ıduo j são

representadas por wj, sendo Γ o vetor dos respectivos coeficientes de regressão as-

sociados às covariáveis. Finalmente, ζj é o vetor composto pelos M erros aleatórios

observados em cada equação estrutural.

Para o exemplo descrito na Equação (4.36), o modelo estrutural define-se porη1j
η2j

 =

 0 0

β21 0

η1j
η2j

+
(
ζ1jζ2j

)
Como se nota, as diferenças mais marcantes do gllamm em relação ao lis-

relencontram-se na sua definição do modelo de mensuração e não no modelo es-

trutural, que é praticamente idêntico.

4.4.2 Considerações sobre o modelo

Identificabilidade

A identificabilidade dos gllamm pode ser verificada anaĺıtica ou empiricamente, de

forma análoga à utilizada no contexto do lisrel. Skrondal & Rabe-Hesketh (2004,

cap.5) apresentam métodos anaĺıticos para a avaliação da identificabilidade, baseados

no posto do jacobiano calculado para formas reduzidas do vetor de parâmetros do

modelo. Em particular, modelos lisrel que são identificados também o são quando

vertidos para a notação gllamm.

106



Estimação

Quanto à estimação, várias abordagens são posśıveis, inclusive bayesianas, sendo a

mais utilizada aquela implementada no software que se tornou referência na esti-

mação dos gllamm: o homônimo programa gllamm do pacote stata. Nele, foi

implementado o método da Máxima Verossimilhança com Informação Completa em

combinação com o método da Quadratura Adaptativa, também implementado no pro-

cedimento nlmixed do sas, para realizar as integrações necessárias. Tal escolha

deve-se ao método poder ser aplicado a qualquer modelo particular da enorme classe

dos gllamm, além de possibilitar inferências baseadas na verossimilhança.

Potencialidades e limitações

A opção por este método de estimação, no entanto, traz a inconveniência de sua

eficiência computacional ser inferior à de diversos outros métodos menos gerais. O

ajuste de um modelo loǵısitco de 2 parâmetros da tri, por exemplo, que leva não mais

que alguns minutos ou segundos em softwares como o bilog-mg ou utilizando-se o

pacote ltm do r, pode levar horas no gllamm, especialmente se o número de variáveis

latentes for elevado ou se o conjunto de dados compor-se de muitos itens ou muitos

respondentes. Skrondal & Rabe-Hesketh (2004, cap.6) apresentam diversos métodos

alternativos que podem ser computacionalmente mais viáveis em alguns casos.

De qualquer forma, o gllamm representa um importante avanço no âmbito dos

modelos de regressão para variáveis latentes, na medida em que diversos modelos

aparentemente desconexos constituem casos particulares dessa grande classe, como o

Modelo de Regressão Linear Misto, os modelos de Equações Estruturais e diversos

modelos da Teoria de Resposta ao Item. A possibilidade de modelar estruturas la-

tentes complexas, a partir de observações não-cont́ınuas pode compensar largamente

o custo computacional comparativamente alto.
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4.5 Apêndice

4.5.1 Linhas de código e output do R: ajuste do modelo de

Análise Fatorial Confirmatória aos dados da Seção 4.1.2

.

> # install.packages("lavaan")

> library(lavaan)

> AFC.provas.modelo <- ’espacial =~ general + picture + blocks + maze

+ linguagem =~ general + reading + vocab’

> AFC.provas.ajuste <- cfa(AFC.provas.modelo ,

+ sample.cov = ability.cov$cov , sample.nobs = 112 , std.lv = TRUE)

> summary(AFC.provas.ajuste)

Lavaan (0.4-7) converged normally after 110 iterations

Number of observations 112

Estimator ML

Minimum Function Chi-square 7.125

Degrees of freedom 7

P-value 0.416

Parameter estimates:

Information Expected

Standard Errors Standard

Estimate Std.err Z-value P(>|z|)

Latent variables:

espacial =~

general 2.309 0.460 5.021 0.000

picture 1.659 0.243 6.814 0.000

blocks 10.748 1.122 9.584 0.000

maze 1.697 0.347 4.887 0.000

linguagem =~

general 2.014 0.438 4.599 0.000

reading 6.774 0.598 11.332 0.000
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vocab 9.768 0.986 9.905 0.000

Covariances:

espacial ~~

linguagem 0.440 0.094 4.698 0.000

Variances:

general 10.938 1.735 6.305 0.000

picture 3.889 0.636 6.112 0.000

blocks 32.964 15.043 2.191 0.028

maze 9.718 1.388 7.000 0.000

reading 6.247 4.295 1.454 0.146

vocab 38.678 10.172 3.802 0.000

espacial 1.000

linguagem 1.000

> fitMeasures(AFC.provas.ajuste)

chisq df pvalue baseline.chisq baseline.df

7.125 7.000 0.416 277.864 15.000

baseline.pvalue cfi tli logl unrestricted.logl

0.000 1.000 0.999 -2020.752 -2017.190

npar aic bic ntotal bic2

14.000 4069.504 4107.563 112.000 4063.318

rmsea rmsea.ci.lower rmsea.ci.upper rmsea.pvalue srmr

0.013 0.000 0.117 0.598 0.031

4.5.2 Linhas de código e output do R: ajuste do modelo de

Equações Estruturais aos dados da Seção 4.1.3

.

> library(lavaan)

> LISREL.modelo <- ’

+ # Modelos de mensuraç~ao

+ ind60 =~ x1 + x2 + x3

+ dem60 =~ y1 + y2 + y3 + y4

+ dem65 =~ y5 + equal("dem60=~y2")*y6

+ + equal("dem60=~y3")*y7
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+ + equal("dem60=~y4")*y8

+ # Modelo estrutural

+ dem60 ~ ind60

+ dem65 ~ ind60 + dem60

+ # Erros de mensuraç~ao

+ y1 ~~ y5

+ y2 ~~ y4 + y6

+ y3 ~~ y7

+ y4 ~~ y8

+ y6 ~~ y8’

>

> LISREL.ajuste <- sem(model, data=PoliticalDemocracy)

> summary(LISREL.ajuste, fit.measures=TRUE)

Lavaan (0.4-7) converged normally after 97 iterations

Number of observations 75

Estimator ML

Minimum Function Chi-square 40.179

Degrees of freedom 38

P-value 0.374

Chi-square test baseline model:

Minimum Function Chi-square 730.654

Degrees of freedom 55

P-value 0.000

Full model versus baseline model:

Comparative Fit Index (CFI) 0.997

Tucker-Lewis Index (TLI) 0.995

Loglikelihood and Information Criteria:

Loglikelihood user model (H0) -1548.818

Loglikelihood unrestricted model (H1) -1528.728
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Number of free parameters 28

Akaike (AIC) 3153.636

Bayesian (BIC) 3218.526

Sample-size adjusted Bayesian (BIC) 3130.277

Root Mean Square Error of Approximation:

RMSEA 0.028

90 Percent Confidence Interval 0.000 0.087

P-value RMSEA <= 0.05 0.665

Standardized Root Mean Square Residual:

SRMR 0.056

Parameter estimates:

Information Expected

Standard Errors Standard

Estimate Std.err Z-value P(>|z|)

Latent variables:

ind60 =~

x1 1.000

x2 2.180 0.138 15.751 0.000

x3 1.818 0.152 11.971 0.000

dem60 =~

y1 1.000

y2 1.191 0.139 8.551 0.000

y3 1.175 0.120 9.755 0.000

y4 1.251 0.117 10.712 0.000

dem65 =~

y5 1.000

y6 1.191 0.139 8.551 0.000

y7 1.175 0.120 9.755 0.000

y8 1.251 0.117 10.712 0.000

Regressions:
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dem60 ~

ind60 1.471 0.392 3.750 0.000

dem65 ~

ind60 0.600 0.226 2.661 0.008

dem60 0.865 0.075 11.554 0.000

Covariances:

y1 ~~

y5 0.583 0.356 1.637 0.102

y2 ~~

y4 1.440 0.689 2.092 0.036

y6 2.183 0.737 2.960 0.003

y3 ~~

y7 0.712 0.611 1.165 0.244

y4 ~~

y8 0.363 0.444 0.817 0.414

y6 ~~

y8 1.372 0.577 2.378 0.017

Variances:

x1 0.081 0.019 4.182 0.000

x2 0.120 0.070 1.729 0.084

x3 0.467 0.090 5.177 0.000

y1 1.855 0.433 4.279 0.000

y2 7.581 1.366 5.549 0.000

y3 4.956 0.956 5.182 0.000

y4 3.224 0.723 4.458 0.000

y5 2.313 0.479 4.831 0.000

y6 4.968 0.921 5.393 0.000

y7 3.560 0.710 5.018 0.000

y8 3.308 0.704 4.701 0.000

ind60 0.449 0.087 5.175 0.000

dem60 3.875 0.866 4.477 0.000

dem65 0.164 0.227 0.725 0.469
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Caṕıtulo 5

Visão geral dos modelos,

recomendações práticas e trabalhos

futuros

5.1 Visão geral dos modelos apresentados

5.1.1 Modelos de mensuração

Tendo em perspectiva o conjunto de modelos apresentados nos Caṕıtulos 3 e 4, para

mensuração e regressão de variáveis latentes cont́ınuas, observamos que as primeiras

investidas no assunto diziam respeito exclusivamente à questão de sua mensuração.

Nesse contexto, a Análise Fatorial Exploratória (afe) e a Teoria de Resposta ao Item

(tri) possuem destaque, como principais representantes dos modelos de mensuração

para variáveis observadas cont́ınuas e discretas, respectivamente.

Cabe, ainda, uma outra diferenciação crucial entre ambas: ao passo que a aborda-

gem exploratória da afe proporciona uma compreensão maior das posśıveis estruturas

latentes para os dados observados, a tri surge com um objetivo muito mais espećıfico,

que é o de mensurar uma variável latente pressuposta como principal geradora das

observações efetuadas. Dáı a proximidade maior da tri com a modalidade Confirma-

tória da Análise Fatorial, e não com sua vertente Exploratória, dado que a Análise

Fatorial Confirmatória (afc) também pressupões uma estrutura latente para os dados

observados, que pode, iunclusive, ser mais complexa que a estrutura unidimensional
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normalmente adotada nas modelagens via tri.

Essa observação é ainda mais necessária na medida em que a afc é normalmente

apresentada como um subproduto do Modelo de Equações Estruturais Geral, o lis-

rel, deixando a impressão de que se trata de um modelo para regressão de variáveis

latentes, quando, na realidade, trata-se estritamente de um modelo de mensuração,

mais próximo da tri do que a própria afe, precursora dos dois modelos.

Nesse sentido, é importante matizar a posição da afe como modelo de mensura-

ção, uma vez que, diante do quadro geral composto pelos modelos de mensuração e

regressão de variáveis latentes hodierno, a afe coloca-se mais como técnica explora-

tória do que como técnica de mensuração, propriamente dita.

A principal implicação desta constatação é, possivelmente, a de que os escores

dos fatores, normalmente estimados no âmbito da afe, não representam mensurações

confiáveis, uma vez que são subprodutos de uma metodologia exploratória (Bollen,

1989; Skrondal & Rabe-Hesketh, 2004). O método mais adequado para a estimação

dos escores dos fatores, portanto, é aquela que utiliza os parâmetros estruturais do

modelo de Análise Fatorial Confirmatória para compor as transformações lineares

(4.30), (4.31), (4.32) ou (4.33).

Ainda em relação aos modelos de mensuração, a relação, descrita por Takane &

de Leeuw (1987) e ampliada por Kamata & Bauer (2008), entre a Análise Fatorial

Binária e o Modelo Loǵıstico de 2 Parâmetros, da Teoria de Resposta ao Item, pode

ser muito útil, tanto no aproveitamento de conceitos e relações de uma teoria pela

outra, quanto pela implementação computacional da tri. Dado que poucos pacotes

computacionais de estat́ıstica trazem implementados algoritmos de estimação para a

tri, é posśıvel utilizar os métodos de estimação para Análise Fatorial, traduzindo os

resultados em termos dos parâmetros da tri. O ganho é mútuo, na medida em que

o ajuste do modelo da tri torna-se posśıvel e os parâmtros do modelo de Análise

Fatorial tornam-se mais interpretáveis.

5.1.2 Modelos de regressão para variáveis latentes

Um segundo momento que marca a evolução do estudo das variáveis latentes é a dis-

cussão sobre os problemas envolvidos na regressão dessas variáveis. Uma vez que as
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aferições realizadas a respeito de uma variável latente representam estimativas do es-

core verdadeiro, sua utilização como variável de um modelo de regressão convencional

não atende ao pressuposto de que as covariáveis representam efeitos fixos. A con-

sequência dessa negligência é o fenômeno conhecido como atenuação, caracterizado

pela subsetimação dos coeficientes da regressão. Sendo assim, dois tipos de solução

foram apresentados, tendo um deles sido focado.

Mensuração e regressão simultâneas

A solução focada foi a da utilização dos Modelos de Equações Estruturais Gerais

(lisrel), que possibilitam a estimação conjunta dos parâmetros do modelo de men-

suração e do modelo de múltiplas regressões. A vantagem desta abordagem é que,

ao conjugar a Análise Fatorial Confirmatória (afc), como modelo de mensuração, e

do modelo de Equações Simultâneas, como modelo de múltiplas regressões, o erro de

mensuração das covariáveis é modelado, eliminando a atenuação dos coeficientes das

regressões.

Além de tratar da atenuação, o lisrel possui a vantagem de estar implemen-

tado em diversos pacotes estat́ısticos e em software voltados especificamente à sua

aplicação, para os mais diversos tipos de usuário.

Como o Caṕıtulo 3 apresenta, a Teoria de Resposta ao Item (tri) ganhou um

espaço muito importante nas pesquisas que envolvem a mensuração de variáveis la-

tentes cont́ınuas, por possibilitarem sua aferição a partir de variáveis observadas ca-

tegorizadas em vez de cont́ınuas. Os modelos da tri, no entanto, não podem com-

por um modelo lisrel clássico, que somente admite variáveis observadas cont́ınuas,

compondo um modelo de mensuração no molde de uma afc, conforme mencionado

anteriormente.

Ademais, os modelos de mensuração para observações categorizadas podem ser

de dois tipos: função de resposta ou resposta latente cont́ınua, também chamado de

modelo de limiar (Seção 3.4). Diversos autores (Muthen, 1978; Bollen, 1989; Kamata

& Bauer, 2008; Skrondal & Rabe-Hesketh, 2004) mostram como observações categori-

zadas podem ser modeladas a partir da hipótese de que uma resposta latente cont́ınua

é responsável por gerá-las. Essa formulação permite que a estrutura convencional dos
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modelos de Análise Fatorial tradicionais seja ajustada a dados categorizados.

Os modelos de tri, por sua vez, seguem a formulação da função de resposta,

de modo que seus modelos não são diretamente adaptáveis à estrurua da Análise

Fatorial. Contudo, um importante resultado apresentado na Seção 3.4 possibilita que

se converta os parâmetros estimados para um modelo de Análise Fatorial naqueles de

um modelo loǵıstico de 1 ou 2 parâmetros da tri (Takane & de Leeuw, 1987).

Ainda assim, diversos outros modelos da tri não parecem ter conexão com a

afc ou o lisrel. Entretanto, a classe de modelos chamada gllamm possibilita a

regressão de variáveis latentes estimadas por um modelo loǵıstico de 3 parâmetros,

da tri, por exemplo, e de muitos outros modelos de mensuração não-lineares.

Isso é posśıvel devido à incorporação de funções de ligação às equações que definem

os modelos de mensuração do gllamm, bem como a possibilidade de às variáveis-

resposta ser associada qualquer densidade da famı́lia exponencial. Essas caracteŕısti-

cas, portanto, conferem aos modelos de mensuração do gllamm propriedade t́ıpicas

dos Modelos Lineares Generalizados.

A extensão que o gllamm propicia ao lisrel, no entanto, é ainda maior, na

medida em que sua definição de variável latente é muito mais flex́ıvel, possibilitando

que ela represente o coeficiente aleatório de um modelo Multińıvel. Exemplo disso, é

que no gllamm, a denominação usual da tri de itens e respondentes, é considerada

um delineamento multińıvel, no qual o respondente é tido como um cluster de itens.

Evidentemente, conjuntos de respondentes podem compor grupos ainda mais gerais

abrangentes, sem sair do escopo do gllamm.

Embora extremamente geral, uma forte limitação do gllamm é o seu custo com-

putacional, já que um modelo simples da tri, normalmente ajustado em alguns mi-

nutos, pode levar horas para ter seus parâmetros estimados com a implementação

computacional do gllamm proposta por seus autores em stata.

Abordagens passo-a-passo

Além dos modelos de ajuste simultâneo do modelo de mensuração e do de regressão,

algumas abordagens passo-a-passo são posśıveis em determinados casos.

Uma primeira abordagem envolve variáveis mensuradas por observações cont́ınuas.
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Para efetuar a regressão, é necessário ajustar o modelo de Análise Fatorial Confir-

matória relativo às variáveis-resposta e, da mesma forma, o modelo das covariáveis,

também em bloco. Em seguida, são aferidos os escores para as variáveis latentes,

utilizando o método de Bartlett, e para as covariáveis, utilizando o método da Re-

gressão. Os escores obtidos dessa forma constituem dados para o ajuste da regressão,

isento de atenuação.

Além desse resultado, Skrondal & Laake (2001) obtiveram um outro, menos ge-

ral, que pode ser aplicado fator-a-fator, desde que eles sejam independentes e que as

variáveis associadas a um fator não sejam associadas a nenhum outro. Nessa abor-

dagem, um modelo de afc é ajustado para cada fator, sendo seus escores estimados

de forma análoga à abordagem bloco-a-bloco, isto é, usando o método de Bartlett

para os escores que fazem papel de variável-resposta e o método da Regressão para

os escores que servem como covariáveis.

Esse importante resultado, que permite uma abordagem passo-a-passo da regres-

são de escores de fatores, utilizando um modelo de mensuração consagrado, como a

afc, é extremamente recomendável nos casos em que o ajuste de um lisrel seja

proibitivo ou simplesmente desnecessário, uma vez que a abordagem passo-a-passo

pode ser muito mais acesśıvel.

Uma última abordagem passo-a-passo que pode ser mencionada é a da Regressão

com Erros nas Variáveis. Na abordagem passo-a-passo, os escores dos fatores são

aferidos antes de se efetuar a regressão e podem ser consideradas variáveis com erro

de mensuração. A variância desses erros pode ser diferente para cada observação e

é dada pelo erro-padrão da estimativa do escore. Com essa informação sobre o erro

de mensuração, é posśıvel ajustar uma regressão que a leve em conta, de forma a

eliminar o efeito da atenuação.

Battauz et al. (2008) apresenta um interessante problema resolvido por essa abor-

dagem, no qual as variáveis-resposta são observadas e a covariável latente é estimada

por um modelo da tri. Nessa resolução, utiliza-se o método simex (Carroll et al.,

2006) para realizar a estimativa do coeficiente da regressão. Em seguida, essa esti-

mativa é agregada aos dados anteriores, formando um novo modelo que se propõe

melhorar a confiabilidade dos valores aferidos por tri, utilizados inicialmente.
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5.2 Recomendações para a mensuração de variá-

veis latentes

Paralelamente à apresentação dos diversos métodos de mensuração e regressão das

variáveis latentes, foram apresentadas limitações desses modelos e erros comuns de

pesquisadores que utilizam tais métodos. A seguir, as principais dentre essas adver-

tências estão compiladas em forma de recomendações:

• Ao se utilizar um modelo de Análise Fatorial para aferir os escores de um fator,

é preciso checar se os escores não são indeterminados.

• A modalidade Confirmatória da Análise Fatorial é um modelo de mensuração

de fato, ao passo que a modalidade Exploratória é uma ferramenta para in-

vestigação da estrutura latentes dos dados observados. Portanto, modelos de

mensuração devem ser ajustados preferencialmente pela afc e não pela afe.

• Se as variáveis observadas x representarem causas em vez de consequências da

variável latente por elas mensurada, a utilização do modelo de Análise Fatorial

não é adequada. Nesses casos, o modelo mimic representa o modelo correto

a ser utilizado, pois considera x um vetor de causas da variável latente. Vem

a somar aos benef́ıcios do mimic o fato de ele ser um modelo de mensuração

identificado, desde que os erros de mensuração das variáveis que compõem x

possam ser considerados nulos.

• O ajuste de modelos de Análise Fatorial a dados categorizados é inadequado,

sendo os modelos da tri os mais apropriados para esse tipo de situação. O

ajuste de modelos de Análise Fatorial a dados na escala Likert, composta por

números inteiros, de 1 a 7, pode resultar em modelos de mensuração com graves

problemas de especificação (Muthén & Kaplan, 1985).

• Independentemente dos modelos utilizados para aferir os escores de variáveis

latentes cont́ınuas, é importante ter em mente que tais escores possuem erro

de mensuração e não devem ser modelados por modelos clássicos de regressão,

que consideram as covariáveis como fixas, em vez de aleatórias. Alternativas

corretas podem ser representadas pelos modelos de Equações Estruturais e
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• É recomendável optar sempre pelo modelo mais simples que pode ser aplicado a

um problema, devido à facilidade de especificação, à eficiência computacional e

à maior disponibilidade de softwares adequados a diversos tipos de usuário. A

obtenção de estimativas de modelos mais difundidos também é mais facilmente

comunicável.

5.3 Trabalhos futuros

Ainda que os métodos de mensuração e regressão de variáveis latentes cont́ınuas

estejam bastante avançados, muitas questões importantes ainda estão por resolver.

O resumo de alguns temas que podem ser abordados em trabalhos futuros é dado a

seguir:

• Skrondal & Rabe-Hesketh (2004) mencionam a ampliação do estudo da identi-

ficabilidade e equivalência como necessária. Novas regras de identificabilidade,

ainda que restritas, podem ser desenvolvidas para classes espećıficas de modelos.

• O ńıvel de desenvolvimento avançado do tratamento da multidimensionalidade

nos modelos lisrel pode ser aproveitado para os modelos da tri, nos quais a

unidimensionalidade ainda predomina. Pode ser posśıvel o desenvolvimento de

testes de multidimensionalidade para tri, a partir do escopo dos Modelos de

Equações Estruturais.

• Testes para seleção de modelos e medidas de qualidade do ajuste podem ser

adaptadas do contexto dos mee ao da tri, ainda que para alguns modelos

espećıficos.

• Medidas de confiabilidade podem ser melhoradas com uma melhor modelagem

do erro de mensuração. Exemplo desse fato são as recentes cŕıticas ao α de

Crombach, superado pelos próprios mee para aferição da confiabilidade de múl-

tiplas observações para uma mesma variável latente.

• Implementações computacionalmente mais eficientes do modelo gllamm po-

dem ser estudadas e implementadas em interfaces mais amigáveis, tendo em
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vista o público multidisciplinar que costuma utilizar os métodos para análise de

variáveis latentes.

• Abordagens integradas dos diversos modelos para variáveis latentes podem ser

desenvolvidas, como tem sido recorrente recentemente, a exemplo das obras de

Loehlin (2004), Muthén (2002) e Skrondal & Rabe-Hesketh (2004).
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